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あらまし 新型コロナ感染症 (COVID-19)の流行に伴い，多くのイベントが開催自粛となり，その後も観客数に上限
を設ける形でのイベント開催が行われてきたが，今後は上限を解除することが検討されている．上限が解除されたと
しても，イベント参加者数を事前に想定し，密とならないようなイベント運営が当面は求められることになる．しか
しながら，イベント参加者数の上限等が設けられている場合，それ以前のイベント時の過去データに基づく予測では
十分な予測精度が期待できない．本研究では，イベント等の開催自粛期間や，参加者数上限がある期間において，イ
ベント発生場所の数日先までの人口予測のために，未来の日付とイベント発生場所の名称の両方に言及しているマイ
クロブログ上の投稿の内容およびその場所の過去の人口情報を用いた予測手法をベースに，人口情報などを人口変動
パターンごとにクラスタリングし，イベント自粛期間前のデータも含めてクラスターごとにサンプリングしたデータ
を学習することで予測精度を改善する手法を提案する．東京ドームにおける 2020年のプロ野球シーズン期間を通し
た比較検証を実施した結果，今回の評価を行った期間においては単純に開催状況変化前，または変化後のデータのみ
で学習したモデルと比較し，本提案手法ではイベント有無の予測精度が 20%程度改善されることを確認した．
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1 は じ め に
新型コロナウイルス感染症（以下，COVID-19）のパンデミッ
ク的な流行が起こる前までは，ドームやスタジアムで開催され
るスポーツの試合やライブなどのイベント 1実施時には，非常
に多くの参加者がイベント会場付近に集まることで突発的な人
口増加が発生していた．こうした人口増加は，会場だけでなく，
会場までのアクセス手段である公共交通手段なども含め，参加
者自身だけでなくイベントとは無関係な交通機関の利用者にも
多大な影響を与えていた．
COVID-19の感染流行により，それ以前までに開催されてい
たような大規模なイベントは一時的にとりやめられた．このよ
うなイベント開催自粛に加え，リモートワークなどの人との接
触機会抑制や，ワクチン接種の推進により，COVID-19の感染
状況が改善されるとともに，感染が広がりやすい状況などの知
見が蓄積されてきたことにより，来場者数の上限等を設ける形
でイベント開催も行われるようになった．しかし，昨今でも第
6波の感染が広がっているなど，収束したとは言い切れない状
況であり，今後の感染症再流行の可能性を踏まえた対策が求め
られている．
チケットなどの販売数から事前に来場者数の予測を行うこと

1：イベント検出に関する既存の研究 [1] における定義を参考に，本研究で扱う
イベントは時空間上のある点で発生する人の自発的な集まりとする．これには，
主催者が事前に日程を定めるもの（例：野球の試合，コンサート）だけでなく，
参加者が自然発生的に集合するもの（例：花見，列車運休時の駅混雑）の 2 種類
がある．

はできるものの，複数日に分かれるイベントでその期間内は有
効なチケットや，そもそもチケットが不要なイベントの場合，
特に混雑する公演日や時間帯を予測するのは容易ではない．ま
た，チケットで日程が指定されているイベントであっても，開
演前にグッズ販売が行われるなど，イベント開始時刻よりもか
なり早い時間帯に混雑することがあり，混雑平準化や回避等の
対策を行うためにはイベント開催時間帯以外も含めた 1日の時
系列での人口変動予測ができることが望ましいと言える．
人口変動の状況を取得するために GPSを搭載したスマート

フォンなどの携帯端末から収集された位置情報を活用し，年全
体の規模で人口予測を行う手法が研究されている [2] [3]．しか
し，これらの手法は現在の状態や数時間先までの予測を行うこ
とを想定しており，数日先といった長期的な予測を行うにはイ
ベントや天候などの外的要因による非定常的な人口変動が無視
できず，過去の人口情報のみに基づく人口変化の長期予測は難
しい [4] [5]．
数日先の人口変動，とりわけイベント時の人口変動の予測を

行うには将来のイベントにおける来場者数を考慮する必要があ
り，この問題に対して，マイクロブログにおけるイベントに言
及する投稿を用いることでイベントの発生時間・場所・規模を
予測する手法が提案されている [6]．しかしながら，COVID-19

の感染流行に伴うイベント開催自粛や，その後の人数上限を設
けたイベント開催時における予測は，それまでの人口変動とは
傾向が異なることから，新たに COVID-19 流行後の学習デー
タが蓄積されないと高精度な予測が難しい．また，COVID-19

に限らず，開催場所やオンラインとのハイブリッド開催などの



開催方法変更により，今後も過去のデータだけでの予測では精
度が十分に出ない状況は発生しうると考えられる．
そこで本研究では，マイクロブログにおけるイベントに言及
する投稿を用いる手法をベースに，開催状況が大きく変化した
場合にも早期に精度が高い予測を実現するための手法を検討す
る．具体的には，過去の人口変動パターンをクラスタリングに
より抽出し，直近の人口変動がクラスタリング結果とは大きく
異なった場合に，人口変動パターンごとのデータを適切にサン
プリングして学習データとして用いることで，開催状況が変化
した際の予測精度劣化を改善することを試みる．実世界の混雑
統計データと Twitterデータを用いた予備的な実験の結果，提
案手法を用いることで有観客でのイベント開催が再開された直
後における予測において，イベント日の場合に見られるような
人口変動を予測できていることを確認した．
本研究は，我々のこれまでの研究を以下の点で発展的に拡張
したものである：

• 2020年の COVID-19感染症流行によるイベント開催状
況の変化は人口変動のクラスタリング結果の比較により検知で
きることを示した．

• 人口変動パターンごとのデータ数を適切にサンプリング
することで状況変化発生時の予測精度劣化を改善できることを
確認した．

2 関 連 研 究
COVID-19に関連する特徴量の利用
COVID-19 の感染流行後におけるイベント等での人の移動
や人口密度を推定する研究は，十分な移動データが蓄積されて
いないために，まだ活発には行われておらず，筆者らの知る限
りこのような研究は見あたらない．一方で，COVID-19感染症
の感染経路特定や感染地域の予測などにおいて，感染者の発生
傾向と人の移動傾向との相関が高いことが報告 [7] [8]されてお
り，将来の人の移動や人数を予測することは重要な取り組みと
考える．
また，COVID-19感染症は株価にも影響を与えており，株価
の予測アルゴリズムにおいて COVID-19 感染者数や死亡者数
を特徴量として利用することで予測精度が改善されることが報
告 [9]されている．本研究では，COVID-19感染症に関連した
特徴量を用いるのではなく，人口変動やマイクロブログ投稿の
データのみからイベント開催状況の変化を検出しモデル学習に
利用するデータセットを適切に選定している．

3 提 案 手 法
これまでの研究 [6]で報告しているように，将来のイベント
発生時の人口予測を行うには，過去の人口情報のみでは困難で
あり，イベントに関連する特徴量としてマイクロブログ投稿を
用いる手法を提案している．これは，マイクロブログにおいて
イベント発生場所 v，未来の日付 dを含む投稿が，dの前日以
前に投稿されている場合に，イベント発生場所で将来発生する

人口変化を予測する特徴量として利用可能と考え，過去のイベ
ント時における人口変動の時系列データと，マイクロブログの
投稿データの Bag-of-Words表現ベクトルとを学習データとし
て勾配ブースティング回帰（GBR）により予測を行う手法，お
よび，マイクロブログの投稿データを Transformerでエンコー
ドした埋め込み表現と人口変動の時系列データ等をエンコード
したベクトルとからニューラルネットワークを用いたモデルで
予測を行う手法との 2つを提案している．
一方で，COVID-19感染症の流行後においては，イベントに

おける人数制限の適用やオンライン配信とのハイブリッド開催
など，感染症流行前のイベント開催時とは人口変動が大きく異
なっている．人口変動を把握するために，携帯電話の位置情報
から推計された人口である混雑統計データ 2を用いて，感染症
流行前後の東京ドームにおける 1日の人口変動を可視化した．
図 1は感染症流行前（2019年 3月～2020年 2月），図 2は感
染症流行初期（2020年 3月）であり，両者とも横軸は 1日の各
時刻（0時～24時），縦軸は人口である．通常は 3月にはプロ
野球の開幕戦があるため，数万人の人口ピークが現れるはずで
あるが，2020年は開幕戦が 6月 19日に変更されたため，3月
のプロットには試合開催時に見られる人口変動が存在しない．
また，6月 19日～7月 9日は観客を入れない形での試合開催で
あったが，7月 28日～31日に東京ドームで行われた試合では
5,000 人を上限とした人数制限のもとに開催されたため，図 3

には 5,000人前後のピークとなる人口変動が見られる．
このような開催状況の変化が起こった場合，モデル学習時に

用いる過去データには含まれない人口変動パターンであること
から，予測精度が劣化する可能性が高い．そこで，予測モデル
への入力特徴量データから開催状況変化を検知して，人口変動
パターンごとのデータ数を考慮したモデル学習を行うことで精
度劣化を改善する手法を提案する．

3. 1 開催状況変化の検知
開催状況を知るための単純な手段としては，事前にイベント

主催者等が公表しているイベント開催日時や会場と併せて，観
客有無やオンライン開催などの情報を収集することが考えられ
る．しかしながら，多様なイベント発生場所の中でも公式にス
ケジュールが公開されている会場は限られている．さらに，観
客有無や人数制限，オンライン開催有無などの情報が必ずしも
一元的に公開されるとは限らず，自動的に情報を収集するのは
難しい．様々な種類のイベントおよび発生場所に対して予測を
行うには，そのような主催者の公開する情報に依存せずにイベ
ント開催状況の変化を自動的に収集できることが望ましい．
本研究では未来のイベントでの人口予測を行うことが目的で

あるため，開催状況の変化のうち，人口変動パターンに変化が

2：「混雑統計 ®」データは，NTT ドコモが提供するアプリケーション（※）
の利用者より，許諾を得た上で送信される携帯電話の位置情報を，NTT ドコモ
が総体的かつ統計的に加工を行ったデータ．位置情報は最短 5 分毎に測位される
GPS データ（緯度経度情報）であり，個人を特定する情報は含まれない．また
データの加工には「非特定化」「集計処理」「秘匿処理」がなされており個人が特
定されることはない．※ドコモ地図ナビサービス（地図アプリ・ご当地ガイド）
等の一部のアプリ．



図 1 COVID-19 感染症流行前の東京ドームにおける
1 日の人口変動パターン

「混雑統計 ®」©ZENRIN DataCom CO., LTD.

図 2 COVID-19 感染症流行直後（2020 年 3 月）の東京ドームに
おける 1 日の人口変動パターン
「混雑統計 ®」©ZENRIN DataCom CO., LTD.

現れる場合を考慮すれば良い．図 1は 14時前後に人口がピー
クとなるパターンと，19時前後に人口がピークとなるパターン
があることが分かる．これはそれぞれ，プロ野球のデイゲーム
とナイターの試合があった場合の人口変動である．一方で，図
2はイベント時に特徴的である急激なピークが現れる人口変動
が見られずに，日常的（非イベント日）な人口変動とほぼ変わ
らない人口変動となっている．また，図 3では，人数規模は異
なるものの図 1にも見られた 19時前後をピークとした人口変
動があることが分かる．これは，人数制限ありの有観客でナイ
ターの試合が開催されたことが人口変動として現れていると考
えられる．
このような特徴を鑑みて，人口変動データのクラスタリング
を行い，イベントと思われるクラスターの有無や時間帯を比較
することで，開催状況に変化があったことを検出できると考え
られる．

3. 2 人口変動パターンごとのデータ数を考慮したモデル学習
COVID-19 感染症流行後のイベント開催自粛期間において
は，基本的にイベント自体の開催が自粛されているか，もしく
はオンライン開催への移行などにより，図 2のようにイベント
会場周辺の人口変動は非イベント日と同様になっている．東京
ドームの場合は，2020年 7月中旬までは有観客の試合は実施さ
れていない．東京ドームでの 4月の人口変動を予測した結果を
図 4に示す．赤線グラフは開催状況が変化する前の 2019年 3

月から 2020年 2月までのデータで学習したモデルによる予測
結果であるが，マイクロブログへの投稿データはイベント開催

図 3 人数制限付でのイベント再開直後（2020 年 7 月）までの
東京ドームにおける 1 日の人口変動パターン
「混雑統計 ®」©ZENRIN DataCom CO., LTD.

図 4 東京ドームにおける 2020 年 4 月の人口変動予測結果
「混雑統計 ®」©ZENRIN DataCom CO., LTD.

の延期や中止に関する投稿が見られるようになるものの，過去
の学習データからはイベント中止の投稿と人口変動との相関が
あまり学習されていないことから，予定通りイベントが開催さ
れる前提での予測となってしまい，予測誤差が大きくなってし
まった（黒線グラフが真値）．それに対して，青線グラフは開催
状況変化後のデータのみを用いて予測を行った結果であり，予
測誤差は小さくおさえられている．これは学習データにイベン
ト日が含まれず，予測モデルがイベント日の予測をしなくなっ
たことによるものである．
その後，7月下旬より 5,000人を上限とした有観客でのイベ

ント開催が可能となり，東京ドームでは 7月 28日より試合が
開催されるようになっている．この際の人口変動を予測するに
は，前述した開催状況変化後のデータのみの予測モデルではイ
ベント日の予測が行われないと考えられるため，開催状況変化
前のデータも含めて学習する方が予測精度が向上する可能性が
高い．図 5の青線グラフは 3～6月のデータのみを学習して予
測した結果であり，イベントに伴う 19時前後をピークとした
人口変動の予測がされていない一方で，開催状況変化前のデー
タも含めた学習モデルの予測結果（図 5の赤線グラフ）では人
数規模は大幅にずれているもののイベント時に特有の急激な人
口変動は予測できている．
開催状況変化後のデータにもイベント開催時の人口変動等が

含まれるようになれば，開催状況変化後におけるイベント時の
人口変動を予測できると考えられ，図 1にあるような 14時前
後に人口がピークとなるパターンと，19 時前後に人口がピー
クとなるパターンの人口変動が学習データに含まれるように，



図 5 東京ドームにおける 2020 年 7 月の人口変動予測結果
「混雑統計 ®」©ZENRIN DataCom CO., LTD.

不足しているパターンの人口変動を開催状況変化前のデータか
らサンプリングする手法を提案する．これにより，開催状況変
化後のデータが不十分な期間は開催状況変化前のデータを用い
ることでイベント時の人口変動が予測できるとともに，開催状
況変化後のデータが十分に蓄積されてくれば開催状況変化後の
データのみでの予測に切り替わることで，人数制限も踏まえた
人口変動が予測できるようになる．
具体的には，開催状況変化前の人口変動データ，および，開
催状況変化後の人口変動データ（予測モデルの特徴量データ）
のそれぞれに対してクラスタリングを適用する．東京ドームの
場合，平日、休日のそれぞれで非イベント日，デイゲーム開催
日，ナイター開催日の 3つにクラスタリングしており，図 6に
示すように，開催状況変化後の期間が 7 ヶ月（7M のグラフ）
になれば，開催状況変化後のデータだけでも各クラスターの要
素数が一定数以上現れるようになった．なお，図 6のグラフに
おける点はクラスタリングを行った際のクラスター重心であ
り，開催状況変化前のクラスター重心を最大人口の比率で正規
化したものである．開催状況変化前後で同一のクラスター同士
のデータを母集団としてサンプリングを行い学習データとして
用いる．この際，開催状況変化後のデータでクラスターの要素
数が少なければ，開催状況変化前のクラスターのデータからサ
ンプリングが行われる．
また，開催状況変化後のデータが蓄積されてくれば，開催状
況変化前のデータを用いるよりも，開催状況変化後に合わせた
予測が可能であることから，最近のデータを重視してサンプリ
ングを行う．具体的には，図 7に示すように，サンプリング前
のデータを日付順に並べて，最新のデータから過去に遡った際
のデータ数を dとしたとき，以下の式（1）のような指数分布に
従う確率密度関数によりサンプリング確率を決定した．なお，
式中の λはパラメータであり，値が大きいほど過去データのサ
ンプリング確率は下がるため，直近のデータのみが重視される
ようになる．各クラスター内でのデータは必ずしも連続した日
付とは限らないため，データ数と日数は必ずしも一致せず，ク
ラスター内のデータが少ない場合は，より古いデータまでサン
プリング対象となる．さらに，クラスターごとに要素数が異な
るため，そのまま確率密度関数を適用すると，クラスターごと
に最も古いデータのサンプリング確率が異なることとなってし
まう．そのため，最も要素数の大きいクラスターに式（1）の確

図 6 開催状況変化前とイベント再開後の
東京ドームにおける 1 日の人口変動
(クラスターごとに色分け)

「混雑統計 ®」©ZENRIN DataCom CO., LTD.

図 7 データのサンプリング確率

率密度関数を割り当て，その他のクラスターは要素数の比に応
じた係数を dに乗じてステップ幅を変えることで，クラスター
内で最古のデータに対するサンプリング確率が同じとなるよう
に正規化した関数（図 7の weight′(d)）を用いる．

weight(d) = λe−λd (1)

4 評 価 実 験
提案手法の有効性を実世界データを用いて評価した．実験は

以下の 2つの観点で実施した．
• 開催状況変化後のイベント発生日と非イベント日との

　　　判別精度



表 1 評価に用いた人口統計データとマイクロブログ投稿データの期間
学習データ 評価データ

4M 2020.03.01～2020.06.30 2020.07.01～2020.07.31

5M 2020.03.01～2020.07.31 2020.08.01～2020.08.31

6M 2020.03.01～2020.08.31 2020.09.01～2020.09.30

7M 2020.03.01～2020.09.30 2020.10.01～2020.10.31

4M+b 上記期間に加えて，
2019.03.01～
2020.02.28 を追加

上記期間と同様5M+b

6M+b

7M+b

• イベント発生日の時系列人口変動の予測誤差

4. 1 実 験 設 定
データセット．実験に用いたデータセットは，時空間人口統
計データとマイクロブログ投稿データからなり，一部データの
期間や対象場所に違いはあるものの，基本的には先行研究 [6]

での条件を踏襲している．時空間人口統計データについては，
3章で述べた混雑統計データを使用した．混雑統計データには，
約 250m 四方のメッシュごとに，そのメッシュ内の滞在人数の
推定値を 1 時間単位で集計した値（混雑度）が含まれる．この
うち 2019 年 3 月から 2021 年 2 月までの約 2 年分から，表 1

に示すように開催状況変化前のデータとして 2019 年 3 月から
2020 年 2 月まで，開催状況変化後は 1 か月分であれば 2020

年 3 月 1 日から 2020 年 3 月 31 日まで，4 ヶ月分であれば
2020 年 3 月 1 日から 2020 年 6 月 30 日まで，それ以降も同
様に 7 ヶ月分（2020 年 3 月 1 日から 2020 年 9 月 30 日）ま
でのデータを学習に用いており，学習データ末日の翌月 1 か月
分を評価データとして利用した．
予測対象のイベント発生場所には，プロ野球の試合が開催さ
れる東京の 1施設（東京ドーム）を選んだ．なお，開催状況変
化は人数上限等が適用される団体等が主催するイベントで主に
発生することから，団体がイベントを主催する施設を対象とし
て選定し，花見などの主催団体が不明瞭となるイベントの実施
場所（公園など）は除外した．各イベント発生場所についてそ
の場所を囲むメッシュを選び，その混雑度をその場所周辺の人
口とした．なお，単一メッシュに収まらない広い場所では，イ
ベント発生場所として利用される広場などを含む 1 メッシュ
を選んだ．ここで，過去の人口変化の時系列に現れる週毎のパ
ターンを捉えるために，回帰モデルで利用する 1 時間ごとの
人口の時系列 24× n ステップ分のベクトルは n = 7 とした．
この時系列データは，通勤・通学に起因する日毎や週毎の周期
的なトレンドを含む．時系列データの解析に先立っては，こう
したトレンドの除去が重要である [10]．そこで，1 日の各時間
ごとに過去の人口の平均値を時系列データから引くことでこれ
らのトレンドを除去した．マイクロブログ投稿データについて
は，研究室で収集している Twitter アーカイブ 3を利用した．

3：このアーカイブは，Twitter API によるクローリングを 2011 年 3 月から
継続的に行うことで構築されており，約 250 万人の公開ユーザーのタイムライ
ンからなる．このクローリングは，日本の有名人の 30 ユーザーから開始して，
そのタイムライン上のリツイートとメンションを追っていくことで繰り返しユー

抽出条件を満たすイベント関連投稿のカバレッジを上げるため
に，Wikipediaのリダイレクトデータから名寄せ辞書を構築し
て，イベント発生場所の名称の表記揺れ（通称や旧称など）に
対応した．抽出条件を満たした投稿は，JUMAN4で分かち書き
処理を行いストップワードを除去した．抽出条件を満たす場所
の名称と日付表現は，それぞれ特別なトークン（<TARGET

PLACE>および<TARGET DATE>）で置換することで
表記揺れを解消した．
サンプリング条件．クラスタリングしたデータからのサンプ

リング数は，各クラスタにつき 500サンプルとした．これは今
回の評価対象とする学習データ期間のうち最長となる 7M+b

の場合においても，データのダウンサンプリングが発生しない
ように十分なサイズとするためである．サンプリング確率を決
定する確率密度関数のパラメータ λについては，0.005～0.1の
範囲で設定した．λを変化させた際の，日付ごとのサンプリン
グ回数は図 8に示すとおりであり，非イベント日のクラスター
を黒色，イベント日におけるデイゲームやナイターのクラス
ターを赤および青色のバーで表した．なお，図中の (sampling)

は確率分布を一様分布とした場合のサンプリング結果であり，
λ = 0.005に近い結果となる．また，λを大きくすると直近の
データが高頻度でサンプリングされるが，クラスターごとにサ
ンプリングをするため，4Mのように開催状況変化後のデータ
に存在しないクラスターがある場合は開催状況変化前のデータ
からサンプリングされる．
ベースライン手法．比較する上でのベースラインとして，開

催状況変化後（2020 年 3 月以降）のデータだけで学習を行っ
たモデル，および，開催状況変化前後（2019年 3月～2020年
2 月，および，2020 年 3 月以降）のデータで学習を行ったモ
デルを用いた．具体的な学習データの期間は表 1に示したとお
りである．また，クラスターからデータをサンプリングする際
に，サンプリング確率を指数分布ではなく一様分布としたモデ
ル (図中では smplと表記)についても併せて評価を行った．
評価指標．提案手法の有効性の評価は，イベント有無の予測

精度と人口変化の予測誤差の 2 つの粒度で行った．イベント有
無の予測精度評価では，各手法がイベント発生日と非イベント
日を分類できるかを確認した．しかしながら，3. 1 節で述べた
通り，必ずしもイベントスケジュールは公開されておらず，ま
たイベントが開催されていてもオンライン配信限定イベントの
ように人口変動を及ぼさない場合もある．そこで，先行研究 [6]

と同様に，場所ごとに 1 日の人口の時系列に対して k-means

クラスタリングを行い，要素数が最大のクラスタ（以降，最大
クラスタ）に属する日を非イベント日，そうでない日をイベン
ト発生日とした．ここで，クラスタ数 k は k = 3 とした．こ
れは，訓練データを用いた予備実験において k = 3 とした場
合，イベント発生日が属する 2 つの小さいクラスタと，非イベ
ント発生日が属する 1 つの大きいクラスタに分かれる傾向にあ
るという分析に基づく．

ザーの集合を拡張してきたものである．
4：http://nlp.ist.i.kyoto-u.ac.jp/?JUMAN



図 8 λ 値ごとのサンプリング回数ヒストグラム
「混雑統計 ®」©ZENRIN DataCom CO., LTD.

人口変動の移動平均（幅 2）を X̄，1日の人口変動の平均を
µ，1日の人口変動の標準偏差を σ とするとき，以下の式（2）
を満たす場合にイベント発生日として時系列人口を予測してい
ると判断する．移動平均の幅については，イベント（今回の場
合は野球の試合）の開催時間が最低 2 時間以上はあることか
ら，予測結果も 2時間の平均で評価をすることとした．これに
より，ある時刻だけ極端に大きな人口が予測された場合に，イ
ベント発生として分類されないようにした．提案手法の性能を
イベント有無の 2 値分類問題として Precision，Recall，F 値
で評価した．

max(X̄) >= 2σX + µX (2)

人口変動の予測誤差評価は，実際の人口の規模をどの程度正
確に予測できるかを確認した．異なるメッシュ間での予測結果
を比較可能にするために，対象時刻 t(0 < t <= 24)において，人
口変動の実測値 X̂t と予測モデルによる時系列人口変動 Xt と
するとき，評価には式 (3) で定義される平均絶対パーセント誤
差（MAPE）を用いた．なお，評価対象とした時刻範囲は，イ
ベント等による人口変動が発生する朝 6時以降，当日の 24時
までとした．

MAPE =
1

N

N∑ ∑24

t=6
|X̂t −Xt|∑24

t=6
X̂t

(3)

なお，ここで N は評価対象の日数である．

4. 2 イベント有無の予測
各モデルによる予測結果に基づくイベント有無の判定精度を

図 9に示しており，以下の 6種類の学習データによりそれぞれ
学習したモデルを比較した．

• 開催状況変化前のデータのみ　: before

• 開催状況変化後のデータのみ　: xM

　　 xは学習データの期間（4～7）
• 開催状況変化前後のデータ　: xM+b

• クラスターごとにサンプリング（一様分布）した
　　開催状況変化後のデータ　: xM(smpl)

• クラスターごとにサンプリング（一様分布）した
　　開催状況変化前後のデータ　: xM+b(smpl)

• クラスターごとにサンプリング（指数分布）した
　　開催状況変化前後のデータ　: xM+b(λ)

　　カッコ内は式（1）のパラメータ λの値
開催状況変化前のデータのみ（before）では recallが低く，イ

ベント日としての予測がほとんどできていないことが分かる．
人数制限によりイベント時の最大人口が低くなっていることか
ら，開催状況変化前における非イベント日の定常的な人口変動
幅の範囲に収まってしまい，イベント開催時の人口変動として
扱われていないことが要因と考えられる．
人数制限下での有観客の試合が始まった 7 月が評価期間に

含まれる 4M，4M+b での予測では，開催状況変化後の学習
データ（4M）にイベント日が含まれないことから，イベント



日の人口変動が予測できていない一方で，開催状況変化前後
のデータを用いた場合（4M+b, 4M+b(smpl)）や，提案手法
（4M+b(0.005)～4M+b(0.1)）では，開催状況変化前のイベン
ト時のデータが含まれることから，イベント日の人口変動が予
測できていることが分かる．ただし，開催状況変化前のデータ
を増やすことで recallは改善するものの，precisionが悪化して
おり，必ずしも開催状況変化前のデータが多いほうが良いとい
うわけではなかったが，提案手法での λ が 0.04～0.05 の範囲
では最も良い精度となった．
5M～6M の期間は，人数制限下による試合が開催された際
のデータが含まれるため，開催状況変化後のみのデータだけで
学習を行ったモデル（5M, 6M）でも 4M+bと同程度の精度と
なっていたが，7Mの期間では 5Mや 6Mの期間と比較しても
精度が低下している．7Mでは評価期間に 10月が含まれている
が，人数制限が 5,000 人から収容人数の 50％に緩和する方針
となり，東京ドームでは 10月 6日の試合から人数を 1万 9000

人とすることが発表 [11]されており，人数制限変化前のデータ
しか持たない 7Mのモデルでは予測精度が低下したと考えられ
る．一方で，提案手法（7M+b(0.005～0.1)）や開催状況変化
前のデータをサンプリングするモデル（7M+b(smpl)）では，
5,000人の人数制限が適用される前のイベント時のデータを学
習データとして持っていることから，7Mを学習データとする
モデルよりも精度が高くなっており，特に提案手法では 5M～
6Mと 7Mの期間とで最高精度に大きな差は見られなかった．
また，6M～7M の期間は，開催状況変化前のデータを加え
たモデル（6M+b, 7M+b）の精度が，開催状況変化後のデー
タのみのモデル（6M, 7M）と比較し精度が落ちているものの，
開催状況変化前後のデータでクラスターごとに一様分布でサン
プリングを行ったモデル（6M+b(smpl), 7M+b(smpl)）では
6M(smpl)や 7M(smpl)に近い精度が出ていることから，開催
状況変化前のデータが予測精度悪化を引き起こしているという
わけではないと考えられる．単純に開催状況変化前のデータを
加えた場合，野球のシーズンオフ期間も含まれるため，非イベ
ント日のデータが支配的になってしまうが，クラスターごとに
サンプリングを行うことで非イベント日やイベント日のサンプ
ル数が揃えられたことで，相対的にイベント日の予測が行われ
やすくなり recallが改善したことが要因と考えられる．
さらに，提案手法ではサンプリング時に直近のデータを重視
するようにしているため，クラスターごとのサンプル数を揃え
る効果だけでなく，直近の状況を学習しやすくなると想定され，
5M～7M の期間において提案手法が最も高い F値を示してお
り，5Mでは 0.04 <= λ <= 0.1，6Mでは 0.04 <= λ <= 0.06，
7M では 0.04 <= λ <= 0.07 において一様分布でサンプリン
グを行ったモデル（5M+b(smpl)～7M+b(smpl)）よりも精度
が高くなった．
これらの結果より，提案手法におけるクラスターごとのサン
プリングや，直近データを高頻度でサンプリングする手法が予
測精度改善に寄与していると考えられる．

4. 3 時系列人口変動の予測
イベント日における実際の人口変動とモデル予測による人口

変動との予測誤差を図 10に示しており，開催状況変化後のデー
タが少ない 4M，5Mにおいては λの値によっては提案手法の予
測誤差が大きい場合もあるものの，単純に開催状況変化前のデー
タを混ぜた場合（4M+b, 5M+b）や，開催状況変化前後のデー
タを一様分布の確率でサンプリングした場合（4M+b(smpl),

5M+b(smpl)）よりは誤差を小さくできている．特に 4Mの場
合は，人数制限等がある形でのイベント開催であるにもかかわ
らず，イベント時のデータは開催状況変化前のみであるため，
人数規模が過大に予測されることにより誤差が大きくなってい
る．開催状況変化後のデータのみを用いる場合（4M）は非イ
ベント日としての予測しか行われておらず，人数制限があるイ
ベントはたかだか 5,000人程度の人口変動であることから，誤
差も小さく算出されるものの，イベント時の人口変動が予測で
きていないため，適切な予測ではないと考える．
また，開催状況変化後のデータが蓄積されてきた 6M～7Mに

おいても，提案手法では直近のデータであるほど高頻度でサン
プリングしているため，開催状況変化前後のデータを一様分布
の確率でサンプリングした場合（6M+b(smpl), 6M+b(smpl)）
よりも誤差を小さくできており，特に 6Mでは開催状況変化後
のデータだけで学習した場合（6M）の誤差よりも λ = 0.05で
は小さい誤差となった．

5 お わ り に
本研究では開催状況が大きく変化した場合にも早期に精度が

高い予測を実現するための手法検討に取り組んだ．過去の人口
変動パターンをクラスタリングにより抽出し，直近の人口変動
がクラスタリング結果とは大きく異なった場合に，人口変動パ
ターンのクラスターごとに，開催状況変化前後のデータからよ
り直近のデータを重視して確率的にサンプリングを行い学習
データとして用いる手法を提案した．これにより，開催状況が
変化した際のイベント日の人口変動予測精度の改善をめざした．
実世界の混雑統計データと Twitterデータを用いた，東京ドー
ムでの 2020年 6月～10月までの予測精度の比較実験において
は，提案手法によりベースライン手法と比較して時系列人口の
予測誤差を同程度に抑えつつ，イベント有無の予測精度が 20%

程度改善されることを確認した．
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