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あらまし 都市空間における人の動き（都市動態）は日々様々に変化するため，それらの検知及び分析を自動化・高

度化することは商業・都市計画の意思決定を行う上で重要である．都市動態の変化は周辺に存在する施設と密接に関

連して発生するが，従来の人口変動に関する情報のみに基づく変化点検知では，各々の変化に関与する施設について

十分に説明できない．そこで本研究では，原因を多角的に分析可能な形で都市動態の変化点を検知することを目的と

して，人口変動と施設情報を考慮した変化点検知に取り組む．具体的には，都市における各区画の潜在的な役割を人

口変動及び施設情報を用いた同時パターン分解により抽出した上で，区画毎の複合的な都市役割の経時的変化に基づ

く変化点検知手法を提案する．提案手法の有効性を検証するために，人口変動に関する情報として携帯電話のGPSロ

グデータから得られる混雑統計データ，施設位置情報として地図データを用いた実験を行った．その結果，提案手法

は人口変動単体を用いた手法と比較して，都市の潜在的な役割として汎化性能および解釈性の高いパターンを抽出可

能であり，変化点検知の性能も優れていることが確認された．最後に，検出された変化点の分析を通じて，提案手法

で得られる複合的なパターンが都市動態の変化原因と考えられる施設の推測に利用可能であることを確認した．
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1 は じ め に

都市において，各地域がどのように利用されているかを知る

ことは，地域毎の特性に応じた適切な都市計画や商業活動，災

害復興を行う上で重要である．従来，地域利用のされ方に関し

ては交通量・通行量調査等といった人的及び時間的コストの高

い方法で収集されたデータの分析がその役割を担ってきた [1]．

近年では，携帯電話やカーナビをはじめとした GPS端末の普

及にともない，大量かつ広範囲に収集された人々の行動履歴を

用いることで，低コスト，広範囲，長期間に渡って人々の都市

活動を観測することが可能となった [2]．都市動態は主に，「各

地点において，単位時間ごとにどのくらいの人や車が存在する

か」という形で観測され，その値は通勤・通学，飲食，歓楽等，

様々な目的を持った人々の都市活動が複合したものであると考

えられる．観測された都市動態の背後で，潜在的に人々がどの

ような目的で各都市を利用しているのか，あるいは都市がどの

ような役割で利用されているのかを推定することは都市動態を

理解する上で重要となる．

都市の潜在的な役割の推定に関しては多くの研究がなされて

おり，近年の研究では，Latent Dirichlet Allocation (LDA) [3]

や Non-negative Tensor/Matrix Factorization (NTF/NMF)

[4,5]を用いることで，都市動態を潜在的な人口変動パターンに

分解した上での分析が多くなされている [6, 7]．これらの手法

では，「平日昼間に人が集まる」「深夜に人が集まる」等の典型

的な時系列が人口変動パターンとして抽出され，各地区の都市

動態はそれら複数のパターンの重み付け和として表現される．

多くの分析において，都市動態は観測期間中変化しない，静

的なものとして扱われるが，実際の都市動態は災害やイベント，

施設変化等の原因により時間変化する．都市動態の変化につい

て理解することは，人々の需要の変化を発見することに繋がる

ため，これらの変化を検知・分析することは商業・都市計画を

行う上で極めて重要である．また，都市における施設の開閉業

を速やかに捉えることは，現状人海戦術で行われる地図更新作

業を効率化することにもつながる．

都市動態の局地的な変化を捉える試みとしては，潜在的な人

口変動パターンに対する所属人口を，各地区で長期追跡するこ

とにより変化点を検知する手法が提案されている [8, 9]．しか

し，既存研究では，検知された都市動態の変化に関して，個々

に周辺施設等を調べた上で，変化原因の解釈を後付け的に考察

するにとどまっており，変化の原因となった施設との関連につ

いて定量的な分析はなされていない．特に，広範囲の都市動態

においては日々多数の変化が検知されるため，各変化がどのよ



うな特徴を持ち，どのような施設と関連しているか，可能な限

り人手をかけずに分析できることが重要である．

そこで本研究では，原因を多角的に分析可能な形で都市動態

の変化点を検知することを目的として，人口変動と施設情報を

考慮した解釈性の高い変化点検知手法を提案する．具体的には

まず，都市における各区画の潜在的な役割を，人口変動及び施

設情報を用いた同時パターン分解により抽出する．これにより，

従来の研究で抽出された人口変動パターンに加えて，対応する

施設に関するパターンを同時に抽出することが可能となり，人

口変動と施設との関係を明示的に理解することが可能となる．

区画毎の複合的な都市役割の経時的変化に基づく変化点検知手

法を提案する．その上で，人口変動パターンに対する所属人口

を長期間に渡って追跡することで，都市動態に変化があった地

点と時間の検知を行う．人口変動パターンは施設パターンと関

連付けられているため，検知された都市動態の変化がどのよう

な施設と関連したものなのかを分析することが容易となる．

本稿では提案手法の有効性を検証するために，人口変動に関

する情報として携帯電話の GPSログデータから得られる混雑

統計データ，施設位置情報に各年度末に出版される地図データ

を用いた実験を行った．実験では，欠損値推定により抽出され

たパターンの汎化性能を評価し，エントロピーに基づく評価か

らパターンの解釈性を確認した．結果として，施設情報を用い

た同時パターン分解を行うことにより人口変動単体を用いたパ

ターンと比較して優れたパターンが抽出されることを確認した．

また，変化点の検知性能評価において，提案手法が従来手法に

比べて優れていることを示した．最後に，人口変動が変化した

点において，そこで起きた施設変化についてパターンを基にし

た推測が可能であることを確認した．

2 関 連 研 究

本節ではまず，GPS ログデータなどから観測される都市動

態から，潜在的な都市の役割を静的に同定した研究について述

べる．次に都市動態の長期的な変化を捉えることを試みた研究

について述べる．

2. 1 潜在的な都市役割の同定

都市空間における人々の多種多様な活動の集合として現れる

都市動態から，潜在的な人の活動や，土地の使われ方を抽出す

る取り組みは多くなされている．代表的な研究として，Toole

らは携帯電話でのメッセージや通話を行った際に送信される

GPS ログを時間毎にカウントしたデータを用いて，商業地や

住宅地などといった都市役割のクラス分類を行った [6]．また

Yuanらは，タクシーのGPSに基づく移動履歴から各地域にお

ける人流を推定し，都市役割に関する潜在パターンを LDAに

より抽出した上で，そのパターンを基に地域性のクラスタリン

グを行った [7]．これらの，静的に抽出された潜在的な都市役

割に基づいて，都市動態の長期的な変化に着目した研究を

2. 2 都市動態の変化に関する研究

本研究で対象とする都市動態の変化に着目した研究について

述べる．Fanら [10]は，東日本大震災前後の都市役割の変化を

分析するために，NTFを用いて携帯電話人口統計データの解

析を行なった．福島県全域における震災を含む 4ヶ月間のデー

タに対し，1日における日付，時刻，及び 900 ｍ × 900 ｍ の

メッシュ 1を単位とした場所からなる 3-mode tensorを構成し，

NTFによって 9つのパターンを抽出した．ここで各パターン

は日付, 時刻, 場所の 3 つの mode に関する特徴を持つことに

なる．例えば，1日の時系列を示す時刻方向には夜間に人口が

増えるというような特徴がありかつ，長期的な特徴を示す日付

方向には震災後に減少するといったような特徴をもつパターン

が現れる．さらにその場所方向の特徴を見ることで，震災後に

住宅地が減った場所を確認することが可能となる．しかし Fan

らによる手法は，パターン自体がもつ日付方向の系列に注目す

ることで長期的な変化を捉えており，都市動態の変化がパター

ン自体に現れる必要がある．そのため，この手法の適用範囲は

大規模災害のように広範囲で同時多発的に都市動態が変化する

場合に限定され，新規施設にともなう人口増加のような地域間

で異なる時期に発生する局所的な変化を捉えることは難しい．

そこで Maeda ら [8] は，(| 場所 | × | 日付 |) × | 時刻 | の
行列に対し NMFを行うことで，局所的な都市動態の変化を捉

える手法を提案している．交通系 ICカードの利用履歴に基づ

く駅の人口データを用いた実験を通じて，潜在的な駅役割のパ

ターンに基づいた変化点の検知が可能であることが確認されて

いる．また磯川ら [9]は，携帯電話人口統計データを用いるこ

とで，特定の場所に依らず，都市役割に基づいた変化点検知を

行う手法を提案している．しかし，これらの手法では，人口変

動パターンと施設との関係が与えられていないため，人口変動

と関連する施設や，その変化の原因となり得る施設を分析する

ことが難しく，後付的に個別の分析を行うにとどまっている．

広範囲の都市動態においては多種多様かつ多数の変化が検知さ

れるため，それらを人手で個別に調査・分析を行うことは困難

である．

そこで本研究では，従来の研究で抽出された人口変動パター

ンに加えて，施設に関するパターンを同時に抽出することで人

の動きと施設の関係を予め明らかにした上で，人口変動に関す

る変化点の検知を行う．

3 提案手法：解釈性の高い都市変化点検知

都市空間においては，都市動態が日々各所で変化するため，

それらを効率よく検知・分析するにあたって，求められる要件

は以下の 2つが挙げられる．

• 特定の地域に依らず，広範囲の変化点を高い性能で検知

でできる

• 検知された多数の変化点に関して，個別に現地調査や文

献収集といった労力をかけることなく，変化の原因の推測・分

析が可能である．

特に，変化点に対する分析の自動化を考慮したとき，変化点検

1：地図を矩形分割した際に割り振られる地域メッシュコード
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図 1: 提案手法の概要．

知におけるモデルの解釈性の高さが求められる．

そこで本研究では，解釈性が高く，変化の原因を追求しやす

い手法として，潜在的なパターンに基づく変化点検知を行う．

パターンの抽出においては，検知された変化の多角的な分析を

可能とすることを主な目的とし，都市動態と施設を関連付ける

ために，人口データと施設データの両方を用いた分解を行う．

特定の地域に依存しない 2種類のデータを組み合わせることで

汎用的かつ高性能な変化点検知が期待できる．

提案手法の概要を図 1に示す．手法は大きく 2つのステップ

から構成される．まず第一に，各メッシュ，各時刻における人

口を表す情報，および各場所に存在する施設（POI）に関する情

報を入力として，Non-negative Multiple Matrix Factorization

(NMMF) [11]を用いることで人口変動パターン，及びそれに

対応する施設パターンを同時に抽出する．次に，得られた各人

口変動パターンに対する所属人口を長期的に追跡することで，

人口変動に変化が生じたメッシュ，週の組を検知する．検知さ

れた変化に関しては，その人口変動パターンと，それに関連し

た施設パターンを追跡することが可能であるため，どのような

施設と関連した変化であるのかを分析することが可能となる．

以下で提案手法の各要素について順に説明する．

3. 1 複合的な都市役割の抽出

本節では人口変動および施設情報を用いた複合的な都市役割

の獲得手法について説明する．人口変動単体から抽出される都

市役割は，得られた人口変動パターンの時系列から直感的にオ

フィスや商業地といった解釈がなされるにとどまる．またパ

ターンを基にした変化点検知を行う際にも，関連の深い施設を

各変化点に対して個別に人手で調べる必要があった．施設パ

ターンを同時に抽出することにより，潜在的な都市役割を人口

と施設の双方から解釈することが可能となる．また，後に検出

される変化点に対して，個別に変化原因を調査することなく，

人口と施設に関する多角的な分析が可能となる．

本研究で用いるデータに NMMFを適用する様子を図 2に示

す．ここで，入力として人口情報に関するターゲット行列 X,

および施設情報に関する補助行列 A を与える．本稿において

行列 X,A はいずれもメッシュを行とする．NMMF により 2

つの行列 X,Aをそれぞれ，任意の要素が非負な 2つの行列の
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図 2: NMMFを用いた複合パターンの抽出．

積（T ×UT
X，T ×UT

A）に分解する．ここで，重み行列 T を共

有しながら分解を行うことにより，人口パターン UX と施設パ

ターン UA の各 k行目が一対一に対応する形で抽出される．以

下に各入力行列の構築手法について，ついで NMMFによる複

合パターン抽出手法について順に述べる．

3. 1. 1 人口行列 X の構築

人口情報に関する行列X の各要素 xm,t はメッシュm，時刻

tにおける人口を表す．時刻の粒度としては，日単位の時刻や，

週単位で時刻が考えられる．一般に，人口変動は週の周期性を

もっており，特に平日と休日とでは人が集まる施設は大きく異

なることが予想される．日単位での時刻を用いた場合，平日と

休日の区別がされず，人口変動パターンの表現力が低下する．

具体的には，週単位での時刻を用いた場合，平日の昼に人が集

まり休日には人が減るようなパターンを表現することが可能で

あるのに対し，日単位では表現することができない．そこで本

研究では，平日の平均時系列と土日祝日の平均時系列を連結し

た平日 24時間＋休日 24時間の週時刻を列とする．

3. 1. 2 施設行列 Aの構築

補助行列 Aの各要素 am,e はメッシュmにおける施設種別 e

に属する施設の数を表す．単純にはメッシュ内に存在する施設

種別 eのカウント値を用いることが考えられる．しかし，一般

に各地域における人口変動は近傍に存在する施設の影響を受け

るのに対し，上記の方法では近隣のメッシュに存在する施設の

影響を見積もることができない．

そこで，各メッシュにおける施設数を施設座標とメッシュの

中心座標との間の距離に応じた値として計算する．具体的には，

施設種別ごとに施設座標を入力とした二次元のカーネル密度推

定（KDE）を行うことで施設の影響力をモデル化する [12–14]．

ここで，今回対象とする全メッシュに接する近傍 9メッシュま

でを含めた領域内に存在する施設を用いてモデル化を行う．施

設種別ごとの全施設の座標に対して，ガウシアンカーネルを用

いたカーネル密度推定を行う．近傍への影響力の染み出しの大

きさを調節するハイパーパラメタとしてガウシアンカーネルの

バンド幅 bw rad を設定する．なお，座標上の点間の距離の算

出には球面モデルによる Haversine formula 法を用い，地球を

半径 6,378.137 km の真球と仮定したとき，bw = 10−5 rad あ

たり約 64 m に換算されることになる．各メッシュにおける周

辺メッシュからの影響を考慮した平滑化施設数は，メッシュの

中心座標におけるカーネル密度の推定値に施設種別 eの領域内

全体における施設数を乗じた値とする．



図 3: KDEを適用前後の駅の分布．左：メッシュ内の施設数，

右：KDEの適用による平滑化施設数（bw = 10−2rad）．

地理院タイル 2（淡色地図 3）を加工して作成

図 3にメッシュ内の施設数をカウントした場合（左）とKDE

適用した場合（右）の駅の施設数の分布を示す．KDEの適用に

より，施設の局在的な特徴を保ちながら，駅周辺かつメッシュ

内には駅を含まないメッシュに対して値が染み出していること

が確認できる．

3. 1. 3 NMMFに基づく行列の同時分解

図 2の分解において，メッシュ方向の軸をもつ行列 T は 2つ

の分解において共有されるため，入力の複数行列間のスケール

は近いことが望ましい．そこで，入力行列の各メッシュにおけ

る人口，および施設数の最大値が 1となるよう正規化を行う．

上記のように構築した行列 X,Aに対し，今回の分解におい

て最小化すべき目的関数 D は，所定の距離関数を dを用いて

次式で表される．

D(X,A|X̂, Â;T,UX , UA)

=
∑
m∈M

∑
t∈T

d(xmt|x̂mt) + η
∑
m∈M

∑
e∈E

d(ame|âme)
(1)

ここで，復元される行列を X̂ = T ×UT
X，Â = T ×UT

A とした

とき，x̂, âはその要素である．また，M,T,E はそれぞれ，メッ

シュ，時刻，施設種別の集合である．また，η は補助行列 Aの

分解における重要度を定めるハイパーパラメタであり，η = 0

のとき，NMMFは NMFに一致する．

式 1の最適化手法について説明する．目的関数は非凸である

ため，解析的に大域最適解を求めることができない．局所最適

解を求めるために交互最適化に基づく手法が提案されており，

各因子に関する更新式は以下のように導かれる．

t
(new)
mk = tmk

∑
t∈T

[
xmt
x̂mt

uX
tk

]
+ η

∑
e∈E

[
ame
âme

uA
ek

]
∑

t∈T uX
tk + η

∑
e∈E uA

ek

, (2)

u
X(new)
tk = uX

tk

∑
m∈M

[
xmt
x̂mt

tmk

]
∑

m∈M tmk
, (3)

u
A(new)
ek = uA

ek

∑
m∈M

[
ame
âme

tmk

]
∑

m∈M tmk
. (4)

ここで，更新式の各項はすべて正であり，初期値を正とする限

りにおいて非負性は保たれる．NMMFによって得られる行列

UX は行列 X から抽出されたパターン数 K 個の人口変動パ

2：https://maps.gsi.go.jp/development/ichiran.html

3：Shoreline data is derived from: United States. National Imagery

and Mapping Agency. ”Vector Map Level 0 (VMAP0).” Bethesda,

MD: Denver, CO: The Agency; USGS Information Services, 1997.

ターンを表す．また T はそれぞれの人口変動パターンに対する

各メッシュにおける重みと解釈することができる．

分解後の行列は，パターンごとに定数倍に関して自由度を持

つ．そこで，変化点検知に利用する人口変動パターンを基準と

した各行列の正規化を行う．ここで，人口変動パターンは平日

と休日の時刻を持つことを考慮して合計が 2となるよう正規化

する．

3. 2 都市変化点検知

3. 1節で獲得した人口変動パターン UX を用いて変化点を検

出する．変化点検知では，まず，各人口変動パターンに対する

所属人口を各メッシュ m，各週 dにおいて推定する．さらに，

所属人口を特徴量とし，その週系列から変化点の検出を行う．

3. 2. 1 パターン所属人口の推定

変化点の候補である週 dにおける人口行列 Xd を考える．変

化点検知における入力人口行列 Xd は複合パターン抽出時とは

異なり，各パターンに所属する人数の増減を捉えるためにスケー

ルを保持した行列とする．この行列に対して，∥Xd −WdU
T
X∥2

を最小化するような重み行列 Wd を求める．この行列の要素

wm,k は，週 dにおいて，メッシュm，パターン k に所属する

と考えられる人口に相当する．本稿では NMMFと同様の交互

最適化アルゴリズムによって推定する．

3. 2. 2 パターン所属人口を用いた変化点検知

週毎に計算される行列Wd (d = 1, 2, ...)の系列に着目するこ

とで，NMMFによって得られた各地域の地域性の長期的な変化

をみる．変化点検知の手法は多数存在するが，ここではMaeda

ら [8]と同様にして各点の局所的な前後の分布を比較すること

により検知を行う．

まず行列 Wd からメッシュ m においてパターン k に

所属する人口の週系列 wm,k = {wm,d,k|d = 1, . . . } を
取り出す．この系列から，ある週 d の前後 s 週を抜き出

し，それを Pm,d,k = {wm,d−s,k, . . . , wm,d−1,k}, Qm,d,k =

{wm,d,k, . . . , wm,d−1+s,k} とする．この Pm,d,k と Qm,d,k と

の間の距離 DCPD(Pm,d,k||Qm,d,k) を変化度 Sm,d,k と定義す

る．なお，窓幅 s はハイパーパラメタであり，s を大きくする

ほど単発的な異常の影響を小さく見積もることができる．しか

し，大きすぎる場合には検知が遅くなることに加えて感度が鈍

くなる可能性がある．

変化度における距離関数DCPD はデータや目的に適したもの

に設定する必要がある．分布間の差を求めるにあたってMaeda

らは，P,Qそれぞれに正規分布を仮定した上で次式で表される

Jensen-Shannon divergence を用いた [8]．

DJS(P ||Q) =
1

2
log

σ2
p + σ2

q

2σpσq
+

(µp − µq)
2

4(σ2
p + σ2

q)
(5)

ここで，µp, µq, σp, σq はそれぞれ，集合 P,Qの平均，標準偏

差である．

しかし，本稿で対象とする携帯電話人口統計データでは，以

下の理由により，零点が連続して現れる系列を考慮する必要が

ある．

• 個人情報保護の観点から，一定値以下の人口は秘匿処理



されることが多い [15]

• 人口規模の小さい地域を扱う必要がある．

• 非負値行列因子分解はスパースなパターンや重みが得ら

れやすいことが知られている．

このような点群に対し，上記のパラメトリックな距離関数を

用いた変化度を定義した場合，人口が少ない地域に偶然 1 人

が通りかかった場合に変化度が無限大に発散してしまうなどと

いった問題が生じる．そこで本稿では式 6で示す平均値の差に

よって変化度を定義する．

Sm,d,k = DCPD(Pm,d,k||Qm,d,k)

=
1

s

s∑
s′=1

wm,d−s′,k − 1

s

s∑
s′=1

wm,d+s′−1,k (6)

3. 2. 3 検知性能向上のための追加処理

前述の方法で，零点が連続するような今回のデータに対して

も変化点の検知が可能となる．しかし，都市空間における変化

点の数は非変化点の数に比べて圧倒的に少数であるため，注目

したい少数の変化点が多くの非変化点に埋もれてしまうという

問題が存在する．そこで，注目対象の点における変化度を強調

するための追加処理を 2点提案する．

パターンごとの標準化．日中に人が集まるようなパターンに

所属する人口は，夜間のそれに比べて人口規模が大きいと考え

られる．したがって，前者のようなパターンにおける変動が，

後者に比べて優先される可能性がある．このようなパターン間

の不平等性を解消し，人口の差異が小さくとも特異なパターン

に対する所属人口の変化を検知するために，パターンごとに値

の標準化を行う (式 7)．

S∗
m,d,k =

Sm,d,k − µk

σk
(7)

µk =
1

N

∑
(m,d)∈CP

Sm,d,k, σk =

√
1

N

∑
m,d∈CP

(Sm,d,k − µk)2

ここで，CP は全ての変化点候補 (m, d)の集合であり N はそ

の総数である．
週近傍のピーク抽出処理．標準変化度 S∗

m,d,k に関して，週近
傍でのピークを取ることで変化のあったタイミングを強調する．
考慮する週近傍を窓幅 sp としたとき，ピーク処理後の変化度
S∗∗
m,d,k は以下の式で表される．ピーク処理後の変化度 S∗

m,d,k

をメッシュm, 週 d，パターン k を以下の式により求める．

S
∗∗
m,d,k =


S∗
m,d,k (if S∗

m,d,k = max
d−sp<=d′<=d+sp−1

S∗
m,d′,k)

0 (otherwise)

(8)

上記で算出された変化度から，最終的に計算すべき変化に関

する値は，メッシュm，週 dに関するスカラー値である．そこ

で，各パターンに関する変化度を集約することで，点 (m, d)に

ついての代表値を求める．これを変化スコア S̃m,d と定義する．

代表値の計算方法は平均値やユークリッドノルム等，さまざま

考えられる．ここでは，パターンに対する変化の大小を直接的

に考慮するために最大値を用いることとする．したがって，点

(m, d)の分類に用いる最終的な変化スコアは以下の式となる．

S̃m,d = max
k

S∗∗
m,d,k (9)

4 実 験

4. 1 データセット

都市動態に関するデータセットとして，携帯電話から収集さ

れたGPSログを基に，東京都，神奈川県全域における 250メー

トル四方メッシュ内の 1時間ごとの人口の推定を行った「混雑

統計®」データ 4を用いた．対象期間は 2014年 12月から 2019

年 11月の 5年間である．

複合土地役割抽出における施設情報は，拡張版全国デジタ

ル道路地図データベース（2016年度，2018年度，2019年度，

2020年度）から抽出した．本データベースには施設名，施設種

別，緯度，経度が記述されている．施設種別は，粒度を揃える

ためにデータベースに登録されているカテゴリを一部削除，統

合した上で 41種別を用いた．

また変化点検知・分析においては，実際に施設に変化があっ

た正解事例としてそのメッシュと時期に関する情報が必要であ

る．上記地図データベースには変化の時期に関する詳細な情報

が含まれないため，ウェブ上 56，および上記の拡張版全国デジ

タル道路地図データベースを基に手動で，新規に開業した施設

の名称，位置情報，及び開業日を収集した．結果として得られ

た，当該期間内に新規にオープンしたショッピングモール（62

件），宿泊施設（189件）のデータを正解事例とした．

4. 2 都市役割に関する複合パターン抽出

4. 2. 1 実 験 設 定

「混雑統計®」データから，解釈性の高いパターンを獲得す

るために，以下の 2つの条件を同時に満たす 5,460メッシュを，

複合パターンの抽出対象として選択した．

• 2014年 12月から 2015年 11月における 1時間あたりの

平均人口が 1,000人より多い

• 1つ以上の施設を有する

これらの各メッシュにおいて，2014年 12月から 2015年 11月

の 1年間における平日の平均時系列，及び土日祝日の平均時系

列を連結することでターゲット行列 X を構築した．

4. 2. 2 抽出された複合パターンの評価

NMMFによる複合パターン抽出はハイパーパラメタに依存

して結果が大きく変わる．そこで，パラメタ選択を行うために

得られたパターンの定量評価を行った．

モデルの汎化性能評価

NMMFによって得られたモデルの汎化性能を欠損値補完問

題とすることで評価した [16]．具体的には，行列 X の要素の

4：「混雑統計®」データとは，NTT ドコモが提供するアプリケーション（※）

の利用者より，許諾を得た上で送信される携帯電話の位置情報を，NTT ドコモ

が総体的かつ統計的に加工を行ったデータである．位置情報は最短 5 分毎に測

位される GPS データ（緯度経度情報）であり，個人を特定する情報は含まれな

い．またデータの加工には「非特定化」「集計処理」「秘匿処理」がなされており

個人が特定されることはない．※ドコモ地図ナビサービス（地図アプリ・ご当地

ガイド）等の一部のアプリ．

5：http://www.jcsc.or.jp/sc data/sc open/2019opensc

6：https://www.traveltowns.jp/hotels/japan-new-hotels/
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図 4: 施設行列に KDE による平滑化を行った際の複
合パターン抽出評価．（左）人口行列 X の欠損値復元性
能．（右）エントロピーによる施設パターンの解釈性評価．
「混雑統計®」© ZENRIN DataCom CO., LTD.
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図 5: 施設行列に KDE による平滑化を行わない場合の
複合パターン抽出評価．（左）人口行列 X の欠損値復元性
能．（右）エントロピーによる施設パターンの解釈性評価．
「混雑統計®」© ZENRIN DataCom CO., LTD.

うち，1%をランダムに欠損させた上で分解を行い，欠損値の

補完を行った．評価指標には RMSE を用いた．欠損位置は 5

通りに変化させ，評価値はそれらの平均を用いた．

複合パターンの解釈性評価

複合パターン抽出において，得られたパターンの解釈性を直

接的かつ定量的に評価することは難しい．そこで，各パターン

は施設パターンにおける 1つ以上の少数の施設が大きな値をも

つことが望ましいという仮定に基づき，得られたパターンの解

釈性を評価した．具体的には，施設パターンを確率分布として

扱い，エントロピーを計算することで解釈性の評価指標とした．

ここで，エントロピーの値が小さいほど解釈性の高いパターン

であると見なすことができる．ただし，施設パターンを確率分

布として扱うにあたり，微小値での差分が大きく見積もられる

ことを避けるため，施設パターンの全ての値が一定の微小値以

下であるものに対しては，施設種別数を C としたとき，1/C の

値をもつ一様な分布として扱った．各パターンのエントロピー

を平均したものを分解結果の評価値とした．

4. 2. 3 複合パターン抽出結果

異なるハイパーパラメータを用いた際の NMMFの欠損値推

定性能を図 4 に示す．ここで，η は NMMF の分解において，

補助行列 Aをどの程度考慮するかを調節するパラメタであり，

大きいほど施設情報の分解を重視することになる．なお，η = 0

は施設情報を用いず，人口行列を単独で NMFすることに対応

する．この結果から，以下の 2点が確認された．

施設情報を用いることによる補完性能向上: パターン数K = 1

を除く全てのパターン数において，人口行列のみを用いた分

解 (η = 0) と比較して，NMMFを用いて施設情報を一定程度

(η = 0.5付近）考慮することにより，人口行列の欠損値補完性

能が向上していることがわかる．このことから，人口変動を表

現するパターンの汎化性能において，NMMFを用いた分解が，

従来の人口変動単体を用いた分解を上回ることが確認された．

施設影響力の周辺メッシュへ染み出しを考慮したことによる

分解パターンの解釈性能向上: 図 4右のエントロピーに基づく

施設パターンの解釈性能において，KDE（bw = 10−5 rad）を

用いることにより，η = 0.5付近において，図 5右の KDEに

よる処理を行わなかった場合に比べて同等以上に良いことが確

認される．以降の変化点検知では，KDEによる施設の平滑化

を行った上でのパターンを用いる．ここで，具体的に抽出され

た複合パターンについて分析する．図 6に η = 0.5,K = 8と

したときの複合パターンを示す．例として，パターン 6 が平

日の昼や夕方，休日の昼に人が集まり，施設はレストランやレ

ジャーに関わるようなパターンとして抽出されており，飲食・

娯楽・ショッピングに関わるような都市の役割を表していると

解釈できる．このような分析から，NMMFによって，定性的

にも解釈可能な複合パターンが獲得できているといえる．

4. 3 変化点検知

4. 3. 1 実 験 設 定

変化点検知においては広範囲のメッシュの長期間の人口変動

を用いる．期間は，2014年 12月から 2019年 11月までの 260

週を用いた．実用上，一定程度人が集まる場所での変化に興味

があることが多いため，上記期間中の 1 週以上における 1 時

間あたりの平均人口が 1,000人より多く，かつ既知の大規模な

イベント会場を除く 12,972 メッシュを対象とした．分解にお

けるパターン数は，汎化性能評価において最も良い値を示した

K = 8とし，変化度の算出における窓幅は，少数サンプルを用

いた予備実験において良好な感度が確認された s = 8, sp = 4

に固定した．

4. 3. 2 変化点検知評価

新規にショッピングモールあるいはホテルが開業したメッ

シュとその週をどの程度捉えられているかを評価する．各メッ

シュと週の組 (m, d) に対して算出される変化スコアを用い

た分類を行った際の分類性能を AUC (Area Under the ROC

Curve) [17]により評価した．ここで，評価は近傍 9メッシュ，

および前後 1週間のずれを許容した．具体的には，正解となる

点 (m̃, d̃)の周辺の点 {(m̃− 1, d̃− 1), . . . , (m̃+ 1, d̃+ 1)}の変
化スコアの最大値を (m̃, d̃)における変化スコアとした．また，

正解予測の重複を防ぐために，(m̃, d̃)の周辺の点は評価から除

外した．比較対象として以下のベースライン手法を用いた．

Maedaらの手法 [8]：（週×メッシュ）×（週時系列）を入

力とした NMFにより，人口変動パターンとそれに対する重み

行列を獲得する．分解時のパターン数 K は同数比較のため 8

とした．さらに，重み行列を用い，式 5により（メッシュ，週，

パターン）の組に対する変化度を計算する．元論文では（メッ

シュ，週）に対する変化度の代表値の算出手法に関して記述さ

れていない．そこで，実験では提案手法と同様の処理により代

表値を計算した．

weekly summation：パターンに対する所属人口を特徴量

として用いることの有効性を示すためのベースラインである．

本手法は各メッシュ，週における特徴量として，各パターンに



図 6: NMMFにより抽出された複合パターン．「混雑統計®」© ZENRIN DataCom CO., LTD.

表 1: ショッピングモールおよびホテルの開業に対し，各変化

点検知手法を適用したときの AUCによる検知性能比較．
ラベル スコア処理 NMMF NMF Maeda sum

mall

なし 0.87714 0.90036 0.85434 0.90135

標準化 0.90011 0.89660 0.85455 0.90135

ピーク 0.94635 0.92812 0.87748 0.88599

標準化＋ピーク 0.95458 0.94355 0.88724 0.91295

hotel

なし 0.89549 0.90429 0.81693 0.89896

標準化 0.90391 0.90538 0.83106 0.89896

ピーク 0.94935 0.93268 0.86365 0.80717

標準化＋ピーク 0.95200 0.95056 0.87896 0.83022

「混雑統計®」© ZENRIN DataCom CO., LTD.

対する所属人口の代わりに，総人口を用いた．特徴量を基にし

た変化度の算出は提案手法と同様とした．

NMF：施設情報を用いた複合パターンを抽出することの変

化点検知性能への影響を調べるために，人口行列のみからNMF

を用いることでパターン抽出を行った結果として得られる人口

変動パターンを用いた実験を行う．なお，NMFにより抽出さ

れるパターンは，NMMFにおける η = 0とした場合の結果を

用いた．また，抽出パターン数K は，同数比較のため 8とし，

変化度の算出は提案手法と同様とした．

4. 3. 3 変化点検知結果

表 1にショッピングモール，および宿泊施設の検知に関する

実験結果を示す．この結果から，以下の 4点が確認できる．1

点目は，NMMF と NMF の比較についてである．NMMF と

NMFは，人口変動パターンが施設情報を加味しながら抽出され

たものであるかにおいて違いがある．提案手法である NMMF

は，4. 2節で示されたように，解釈性の高い施設情報に関する

パターンを獲得しつつ，優れた検知性能を示すことが確認され

た．2点目は，NMMFと週の合計人口を用いた手法との比較に

ついてである．これらは異なる特徴量に対して同様の変化点検

知手法を適用したものである．この比較から，特徴量として合

計値よりも提案手法の人口変動パターンに対する所属人口を特

徴量とした場合がよりよい性能を示すことが確認された．3点

目は，NMMFとMaedaらの手法の比較についてである．これ

らはいずれも人口変動パターンに対する所属人口を特徴量とし

て用いているという点で共通しているが，変化度の計算手法が

異なる．この結果から提案手法における変化点検知手法が，既

存手法を上回る性能を示したことが確認された．4点目は，変

化点検知において行った変化度の標準化処理，週近傍でのピー

ク抽出処理の有効性についてである．ショッピングモールおよ

びホテルのいずれの開業の検知に関しても，標準化処理，およ

び週近傍でのピーク処理がいずれも検知の性能向上に寄与して

おり，両者を組み合せることでさらに性能が向上することが確

認された．

4. 4 変化点に対する分析

変化点の例として，ららぽーと湘南平塚（2016年 10月 6日

開業）における人口変動パターンの変化と施設の関係を分析し

た．開業前後における生の時系列を図 7に示す．また，各複合

パターン（図 6）に対する所属する人口の系列を図 8に示す．こ

こから算出される変化度ベクトルを基に，変化した施設種別を

推定した結果を図 9に示す．推定値 (pred) は，変化点 (m, d)

における変化度ベクトル (Sm,d,1, · · · , Sm,d,K)と施設パターン

の積について，和が 1となるよう正規化を行った値を用いた．

参考値（map）は変化週の前後（2016年度，2018年度）にお

ける施設データを用い，該当メッシュに実際に存在する施設数

の差分を同様に正規化した値である．両者を比較した結果，い

ずれも restaurant, および discount store が上位の施設として

現れており，施設パターンが施設分布の変化の推定に利用可能

であることが確認される．



図 7: ら ら ぽ ー と 湘 南 平 塚 に お け る 生 時 系 列 ．
「混雑統計®」© ZENRIN DataCom CO., LTD.

図 8: ららぽーと湘南平塚における人口変動パターンに対する
所属人口の推移．「混雑統計®」© ZENRIN DataCom CO., LTD.

図 9: ららぽーと湘南平塚における施設パターンを用いた変化
施設の推定．「混雑統計®」© ZENRIN DataCom CO., LTD.

5 お わ り に

本論文では，携帯電話人口統計データおよび地図データから，

施設の開閉業等にともなう人口動態の変化を検知する手法を提

案した．提案手法はまず，NMMFを用いた同時因子分解によ

り，人口と施設の複合パターンを抽出する．次に，得られたパ

ターンに基づいて，人口変動に変化の生じたメッシュと週の組

を検知する．大型ショッピングモールや宿泊施設の開業情報を

用いた評価実験により，提案手法の変化検知性能は人口データ

のみを利用するベースライン手法を上回ることが示された．ま

た，変化のあった人口変動パターンに対応する施設パターンを

観察することで，人口変動パターンの変化と関連の深い施設の

推定に活用できることを確認した．

本稿における提案手法では，人口変動の変化を検知に 8週間

程度の遅延を必要とする．高度な商業計画等に活用することを

検討する場合には，さらに早期の検知が望まれる．そのための

拡張として，提案手法の複合パターン抽出と，オンライン型の

変化点検知手法を組み合わせることが考えられる．

また，本稿では検知する施設変化はデータ収集の観点から

ショッピングモールとホテルの開業に限定されていた．しかし

実際の変化にはより多くのバリエーションが存在する．そこで，

検知された変化点に対しては，原因となった施設の変化を自動

で多クラスに分類することが望ましい．このような変化原因の

追求の高度化に向けて，さらなるラベルデータの収集および，

施設変化の推測・自動分類手法についても検討していきたい．
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