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あらまし 本稿では，医療機関が保険者への医療費の請求を目的として毎月作成するレセプトの大規模データから，
時間の経過にともない処方の傾向が大きく変化する疾患と医薬品のペアを発見する問題に取り組む．我々はまず，レ
セプトデータ中で欠損している疾患と医薬品との間の処方関係を潜在変数モデルによって推定することで，疾患と医
薬品の各ペアに対する月次処方数の時系列を正確に復元する．次に，干渉変数を含む状態空間モデルによって処方数
の時系列を長期変動，周期変動，構造変化，外れ値に分解することで，膨大な数の疾患と医薬品の中から処方傾向に
経時変化が生じているものを検出する．三重県の後期高齢者の約 3年半にわたる診療記録から構成される大規模電子
レセプトデータを用いた評価実験によって，正確性，有用性，効率性の観点から提案手法の優位性を示した．
キーワード レセプト，時系列解析，変化検知，処方推定，医療情報処理

1. は じ め に
医薬品医療機器総合機構の報告 [34] によると，我が国では

年間 100件以上の新医薬品（注1）に関する申請が厚生労働大臣に
よって承認されている．また，多くの疾患には季節性や流行と
いった時間変動要因が存在する [21]．そのため，各疾患に対す
る投薬の傾向は時間の経過とともに変化し得る．こうした投薬
トレンドの変化の早期検知は，医療や行政，経済など多様な分
野への応用の可能性を秘めた重要な問題である．例えば，新薬
の処方傾向の早期把握は，製薬会社による製品の適正な供給戦
略の立案や最新の処方知識の普及に役立つ．また，医療現場に
おける投薬傾向の把握は，行政機関が医薬品の適正利用の監視
や医療費の適正化を行う上で欠かせない．他にも，トレンド解
析を通じて既存薬の新規適応事例が発見できれば，従来の生命
情報学的なアプローチ [13], [27] とは異なる，臨床データ駆動
のドラッグリポジショニング（注2）の実現可能性を見出だせる．
近年，医療情報解析の対象として電子レセプトへの期待が高

まっている [40]．レセプトとは，医療機関が保険者に医療費を
請求するために毎月作成する医療報酬の明細書である．我が国
では，カルテと同様に電子化が推進されており，平成 29 年 9
月時点での電子レセプトの普及率は医療機関数ベースで 93.2%，
請求件数ベースで 98.2%に達している [37]．厚生労働省は匿名
化済みの電子レセプト情報等を継続的に収集することでレセプ
ト情報・特定検診等情報データベース（NDB）を構築しており，
平成 25年度からは研究目的での電子レセプトデータの第三者
提供が本格的に実施されている．同様の制度は，韓国や台湾と
いった諸外国でも導入されている [40]．
レセプト情報の特筆すべき特徴の 1 つとして悉皆性があげ

られる．我が国では国民皆保険制度が採用されているため，電
子レセプトデータの解析を通じて，個々の医療機関レベルでな
く，都道府県や全国レベルでの投薬トレンドの把握が可能とな

（注1）新有効成分含有医薬品，新医療用配合剤，新投与経路医薬品，新効能医薬
品，新剤型医薬品，新用量医薬品などを指す [34]．

（注2）ある疾患に有効な既存薬に対して別の疾患に有効な効能を発見すること．安
全試験が簡略化でき，開発・製造コストも低減できるため，創薬の代替手段
として注目を集めている [4], [36]．
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図 1 提案する 2 段階アプローチの概要．(a) 処方数を正確に復元す
るためにレセプト中の疾患・医薬品間の欠損リンクを推定する．
(b)処方数の時系列を季節変動や構造変化等に分解することで新
薬効果や新適応効果に起因する投薬トレンドの変化を検出する

る．従来研究で利用されてきた電子カルテ [31], [41]や X線画
像 [5], [15], [28]といった医療情報では，こうした網羅的な解析
を行うことは容易ではない．それは，前者は電子レセプトに比
べ普及率が低く（注3），後者は X線撮影が不要な疾患については
解析不能であることに起因する．さらに，含まれる情報の機密
性の高さゆえにデータを提供可能な医療機関の数が限られるこ
とも，従来の医療情報による悉皆分析を困難なものとしている．
本稿では，時間の経過にともない投薬トレンドが変化する疾

患，医薬品，およびその組み合わせを大規模レセプトデータか
ら発見する問題に取り組む．図 1に示すように，我々は 2段階
のアプローチで本問題を解決する．まず，レセプトデータ中で
欠損している疾患・医薬品間の処方関係を推定するための潜在
変数モデルを提案する．このモデルによって疾患と医薬品の各
ペアに対する月次処方数の時系列を正確に復元する（図 1a）．
次に，干渉変数を含む状態空間モデルによって処方数の時系列
を長期変動，周期変動，構造変化，外れ値に分解する．この分
解結果に基づき，膨大な数の疾患と医薬品の中から処方傾向に
経時変化が生じているものを検出し，変化の原因を分類する
（図 1b）．三重県の後期高齢者の約 3年半にわたる診療記録か

（注3）平成 29年度の電子カルテの普及率は医療機関全体の約 30%にとどまる [39]．



ら構成される大規模電子レセプトデータを用いた評価実験によ
り，提案手法の正確性，有用性，効率性を示した．
本研究の主な貢献は以下の 4点である．

• 大規模電子レセプトデータの 1つの活用として，学術のみ
ならず医療や行政，経済などの分野にも大きな影響を持つ
投薬トレンドの変化検知というタスクについて論じた点．
我々の知る限り，当該データを用いて本タスクに取り組ん
だ研究は過去に存在しない．

• レセプトデータ中で欠損している疾患・医薬品間の処方関
係を推定する確率的投薬モデルを提案し，提案モデルの予
測性能と処方推定精度が共起頻度に基づく手法よりも優れ
ていることを実験的に示した点．

• 干渉変数を含む状態空間モデルを用いることで，膨大な数
の疾患，医薬品，およびその組み合わせの中から，季節性
や新薬効果，新適応効果などに起因して投薬トレンドが変
化しているものを発見可能であることを実証した点．

• 投薬トレンド変化点を効率的に発見する近似解法を提案し，
その費用対効果を厳密解法との比較を通じて検証した点．

2. 関 連 研 究
医療情報解析．医療の質や水準の向上を目的として，医療情報

解析に関する研究が数多く行われてきた [5], [15], [28], [31], [41]．
近年では，医療分野のユーザ理解や知識発見のための分析対象
として，電子カルテ [31], [41]や X線画像 [5], [15], [28]といっ
た機密性の高い医療情報だけでなく，その他のデータ資源も利
用され始めている．Paparrizosら [24]は，検索ログを利用して，
重大な疾患に関する自己診断を行うユーザの予測に取り組ん
でいる．Mishraら [22]は，救命救急センターの検索のような，
健康に関する緊急性の高い情報要求を持つユーザの発見に同様
のデータを利用している．Aramakiら [3]は，インフルエンザ
の流行検知のために，Twitterをソーシャルセンサとして使うこ
とを提案している．本研究では，医療情報解析のための新たな
データ資源として，悉皆性を有するレセプトデータに着目する．
Matsubaraら [21]は，大規模疫病データの非線形モデル解析手
法として FUNNELを提案している．FUNNELは，既存の疫病感
染モデル [2]を一般化した柔軟なモデルであり，疫病，場所，期
間からなる所与の 3階テンソルデータに対して，季節性，ワク
チンによる減少効果，地域性，突発的な流行などといった疫病
の重要な特徴を自動で発見することができる．本稿で提案する
投薬トレンドの変化検知モデルは，Matsubaraら [21]が考慮し
た疾患の季節性に加えて，本研究の問題設定に特有の要因であ
る，医薬品の発売や適応拡大などによる処方数の変動を捉える．
リンク予測．2つのノード間にリンクが存在するかという問

題は，人間関係の推定や商品の購買予測といった応用範囲の広
さから，精力的に研究されている [10], [20], [23]．Bleiら [8]は，
文書に付与されるタグのような補助情報を含むデータのモデリ
ング手法として，対応トピックモデルを提案している．対応ト
ピックモデルでは，ある文書に付与されたタグのトピックは同
一文書中の単語に割り当てられたトピックの中から選択される．
Iwataら [14]は，対応トピックモデルを発展させ，文書の内容
とは関係のないタグが付与される状況にも対処可能な，ノイズ
有り対応トピックモデルを提案している．本研究で利用するレ
セプトでは，診断された各疾患に対してどの医薬品を処方され
たかという情報が欠落している．この処方関係を考慮せずに投
薬数の正確な時系列を復元することは困難である（3. 1節）．そ
こで我々は，対応トピックモデルにおける単語・タグ間の関係
性と，本問題における疾患・医薬品間の関係性との共通点に着
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(b)確率的投薬モデル（提案手法）

図 2 処方関係の欠損が月次投薬数の推定結果に与える影響．共起頻度
のみに基づく推定では疾患に関係のない医薬品の処方数まで高く
なる．確率的投薬モデル（4 節）を用いると誤差が低減される

目し，当該モデルと類似した構造を有する確率的投薬モデルを
提案することで，疾患・医薬品間の処方関係を推定する．
時系列解析．自己回帰モデル（AR）や自己回帰和分移動平

均モデル（ARIMA），状態空間モデルは，代表的な時系列解析
手法として知られており，これらの技術を礎として多くの研究
が行われてきた [6], [7], [16]．特に，本研究でも投薬トレンドの
モデル化に用いる状態空間モデルは，ARや ARIMAを包含し
た技術であり，カルマンフィルタ [18]を用いることで効率的な
パラメータ推定や将来予測が可能となる．また，時系列の変動
要因を複数の要素に分解して表現するため，対象ドメインに関
する知識や仮定をモデルに柔軟に組み込むことができ，得られ
た結果の解釈も容易であるという特徴を持つ [11]．こうした利
点を考慮して，本研究では状態空間モデルを採用し，投薬トレ
ンド変化を干渉変数としてモデルに組み込む．変化検知やバー
スト検知はデータマイニング分野で長年にわたり研究されてき
た [12], [19], [32], [33]．本研究では，ハイパーパラメータ不要の
完全自動的な方法で投薬トレンドの変化点を発見するために，
学習した状態空間モデルの相対的な質の高さを利用する．

3. 研 究 課 題
本研究で解決すべき課題として，電子レセプトデータを使う

上での課題と投薬トレンドに関する課題が存在する．それぞれ
について本節で整理する．

3. 1 レ セ プ ト
本研究で利用する医科用レセプト（注4）には，請求者である医

療機関，被保険者である患者，診断された疾患名，提供された
診療行為，使用された医薬品，診療報酬等に関する情報が含ま
れている．各医療機関は，当該機関を受診した患者のそれぞれ
について，これらの情報を月毎にまとめて保険者に送付する．
保険者は，受領したレセプトの内容を審査した上で，請求され
た医療費を医療機関に支払う．紙面の制約上，レセプトの仕様
の仔細 [35], [38]については説明を省略する．
処方関係の欠損．電子レセプトデータを調べることで，疾患

の診断回数や医薬品の使用回数については容易に把握すること
ができる．一方で，疾患と医薬品の各ペアに対して処方回数を
直接的に求めることはできない．これは，診断された各疾患に
対してどの医薬品が使用されたかという処方関係に相当する情
報がレセプトデータ中から欠損しているためである．前述した
ように，レセプトは月単位での受診記録から構成されている．
そのため，異なる疾患の治療目的で 1か月に何度か同じ病院に
通った場合など，複数回の受診記録が同一のレセプトにまとめ
られることも多い．実際，本研究で利用するデータセット（6. 1
節）では，各レセプトに含まれる疾患および医薬品の平均数は
それぞれ，7.435および 4.788である．信頼性の高い投薬トレ
ンドの変化検知のためには，レセプト中で欠損している疾患と

（注4）病院や診療所にて患者が外来診療もしくは入院診療を受けた際に発生する．
その他に DPC 用，歯科用，調剤用レセプトが存在する [35], [38]．
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(b)医薬品に起因する構造変化（新薬効果）
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(c)疾患・医薬品ペアに起因する構造変化（新適応効果）

図 3 本研究で考慮する投薬トレンドの変動要因
医薬品の処方関係を推定し，各ペアの処方回数を可能な限り正
確に復元する必要がある．
この問題に対する単純な解決策として，レセプトデータ中に

おける疾患と医薬品の共起回数を当該ペアの処方回数とみなす
という方法が考えられる．図 2aは，この方法によって推定され
た，高血圧症に対する 2種類の医薬品（経皮鎮痛消炎剤および
血圧降下剤）の月次処方回数の時系列を表している．このうち，
高血圧症に対する効能を有する医薬品は後者のみである．それ
にもかかわらず，図 2a中の処方回数は両者ともに高くなってい
る．このように，共起頻度のみを用いた場合，レセプト中で出
現頻度の高い医薬品の処方回数が不当に高く推定されてしまう．

3. 2 投薬トレンド
疾患に対する医薬品の処方数はさまざまな要因に影響を受け

て時間変化する．実データの観察を通じて，処方数のモデル化
に必要となる要素を整理する．なお，以下で実例として示す処
方数の時系列は，電子レセプトデータに関する前述の課題を解
決するモデル（4節）を学習することで推定した．
疾患の季節性．疾患の中には特定の季節に流行しやすいもの

が存在する [21]．図 3a は，花粉症，熱中症，およびインフル
エンザに関する医薬品の処方件数を示している．同図より，花
粉症は春頃，熱中症は夏頃，インフルエンザは冬頃にピークが
存在することが分かる．このように，疾患の季節性は投薬数に
周期的な変化をもたらすため，長期的な投薬トレンドの解析に
おいてはその影響を区別して扱う必要がある．
医薬品に起因する構造変化．季節性は疾患の発生件数に影響

する要素であるのに対して，医薬品に固有の時間変動要因も存
在する．その最たるものが，新製品の発売にともなう処方数の
変化である．図 3b は，2013 年 11 月に発売が開始された気管
支拡張剤の処方件数を示している．同医薬品が効能を持つ複数
の疾患に対して，処方数が発売時期を起点に急激に増加してい
ることが同図より読み取れる．
疾患と医薬品の組み合わせに起因する構造変化．特定の疾患

に対する治療薬として処方されていた医薬品が，別の疾患に対
しても有効であることが発見され，処方対象の疾患の数が増加
することもある．これは適応拡大と呼ばれる．その実例として，
（前例とは別の）気管支拡張剤に関する処方数の時系列を図 3c
に示す．同医薬品は，以前から慢性閉塞性肺疾患（慢性気管支
炎や肺気腫の総称）に対して処方されていたが，新適応の取得
が発表された 2014年末頃を境として気管支喘息に対する処方
数が大きく増加していることが同図より確認できる．
外れ値．処方数の時系列には，一時的な流行などにともなう

ランダムな変動も存在し得る．例えば図 3aでは，2015年初頭
におけるインフルエンザに関する処方数が他の年の同時期にお
ける処方数と比べて非常に多いことが観測できる．実データに
はこのような外れ値が存在するため，処方数の時系列解析モデ
ルはノイズに対して頑健である必要がある．

4. 疾患と医薬品の処方関係の推定
前述したように，本研究で扱う電子レセプトには個人の治療

表 1 記号の表記
記号 説明

R レセプトの総数
D 疾患の種類数
M 医薬品の種類数
dr レセプト r に含まれる疾患の（多重）集合（{drn}Nr

n=1）
mr レセプト r に含まれる医薬品の（多重）集合（{mrl}Lr

l=1）

η 疾患を生成する D 次元多項分布のパラメータ
zrl レセプト r 中で l 番目に投薬の対象となった疾患
θr zrl を生成する D 次元多項分布のパラメータ
ϕd 疾患 d に対する医薬品を生成するM 次元多項分布のパラメータ
qrld レセプト r 中で l 番目に投薬対象となる疾患が d である確率

!
"#$ %$
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図 4 医師の投薬行動を模倣する確率的投薬モデルにおける疾患と医薬
品の生成過程

記録を 1か月単位で集約および要約した情報のみが含まれてお
り，診断された各々の疾患に対して実際にどの医薬品が処方さ
れたかという情報は欠損している．そこで本稿では，処方対象
の疾患を潜在変数として表現した確率的投薬モデルを提案する．
提案モデルは，医師の投薬行動を模倣することで，レセプト中
で欠損している疾患・医薬品間の処方関係を推定する．
本稿で用いる記号の表記を表 1にまとめる．以降では，全レ

セプトの数を R と表記し，その中で出現するユニークな疾患
の数および医薬品の数をそれぞれ D およびM とする．また，
r ∈ {1, . . . , R} 番目のレセプトを (dr,mr) と表現する．ここ
で，dr = {drn}Nr

n=1 は r番目のレセプトにおいて診断された疾
患名の（多重）集合を，mr = {mrl}Lr

l=1 は当該レセプトにお
いて処方された医薬品の（多重）集合を表す．

4. 1 生 成 過 程
提案モデルにおける疾患と医薬品の生成過程を図 4 に示

す．各レセプト r について，提案モデルはまず疾患を生成す
る．これは，医師が患者に対する診察を通して疾患名に関す
る診断を下す行為に相当する．診断候補となる疾患は，病院
や患者，あるいは時期によって異なることもあり得るが，本
研究では簡単のため，全レセプトに共通の疾患分布が存在し，
各疾患がその分布に従って選択されると仮定する．具体的に
は，ηd >= 0 かつ

∑D
d=1 ηd = 1 を満たす D 次元パラメータ

η = (η1, . . . , ηD)で構成される多項分布から各疾患 drn を生成
する（drn ∼ Multinomial(η)）．
次に，生成された疾患集合 dr = {drn}Nr

n=1 の中から，潜在変
数 zrl の実現値を（重複を許して）反復的に選択する．この過
程は，診断を下した疾患の中から投薬治療が必要なものを判断
するという医師の行為を模倣している．具体的には，先述の過
程と同様に，D 次元のパラメータ θr = (θr1, . . . , θrD)の下で
zrl ∼ Multinomial(θr)によって生成を行う．ここで，θrd >= 0

かつ
∑D

d=1 θrd = 1である．ただし，関係のない疾患と医薬品
が対応付けられることを防ぐため，レセプト r 中に出現してい



ない疾患 d /∈ dr に対しては θrd = 0という条件を設ける．
最後に，各潜在変数 zrl (l ∈ {1, . . . , Lr})に対して医薬品mrl

を生成する．これは，投薬が必要な疾患に対して適切な医薬品
を選択するという医療行為に相当する．具体的には，zrl = d

である時に，M 次元のパラメータ ϕd = (ϕd1, . . . , ϕdM ) の下
でmrl ∼ Multinomial(ϕd)として生成する．ここで，ϕdm >= 0

かつ
∑M

m=1 ϕdm = 1である．
4. 2 定 式 化
上述した投薬行動の生成過程を定式化する．パラメータ

η，Θ = (θ1, . . . ,θR)，および Φ = (ϕ1, . . . ,ϕD) が与えら
れた際の，レセプト集合 R = {(dr,mr)}Rr=1 の生起確率
P (R | η,Θ,Φ)は次式で与えられる．

P (R | η,Θ,Φ) =

R∏
r=1

P (dr | η)P (mr | dr,θr,Φ)

=

R∏
r=1

Nr∏
n=1

P (drn | η)
Lr∏
l=1

∑
zrl∈dr

P (zrl | θr)P (mrl | ϕzrl)

=

R∏
r=1

Nr∏
n=1

ηdrn

Lr∏
l=1

D∑
d=1

θrdϕdmrl . (1)

以降では，所与のレセプトデータに対する提案モデルのパラ
メータの推定方法と，学習した提案モデルを用いた処方数の時
系列の復元方法について述べる．

4. 3 推 定
まず，パラメータ Θ の推定方法について述べる．本研究で

は，投薬の必要な疾患は各レセプト中でその疾患が出現した数
に比例した確率で選択されると仮定する．これは，単語とタグ
のような複数種類の情報を含む文書集合に対するトピックモデ
ルの中で用いられる仮定と同様のものである [8], [14]．この仮
定に基づき，r 番目のレセプトにおいて投薬が必要と判断され
る疾患が dである確率 θrd を次式で定める．

θrd =
Nrd

Nr
. (2)

ここで，Nrd は r番目のレセプトにおける疾患 dの出現回数で
あり，

∑D
d=1 Nrd = Nr となる．このようにして定義される θrd

は，4. 1節で述べた「疾患 dがレセプト r 中に出現していない
場合は θrd = 0」という条件を明らかに満たす．
次に，残りのパラメータである η および Φの推定方法につ

いて述べる．式 (1)をパラメータの尤度関数と見ると，対数尤
度 L(η,Φ) = logP (R | η,Θ,Φ)は次式で与えられる．

L(η,Φ) =

R∑
r=1

Nr∑
n=1

log ηdrn︸ ︷︷ ︸
≡L(η)

+

R∑
r=1

Lr∑
l=1

log

D∑
d=1

θrdϕdmrl︸ ︷︷ ︸
≡L(Φ)

. (3)

ラグランジュの未定乗数法を用いると，L(η)を
∑

d ηd = 1と
いう制約の下で最大化するパラメータ ηとして以下が得られる．

ηd =

∑R
r=1 Nrd∑D

d′=1

∑R
r=1 Nrd′

. (4)

パラメータ Φ については，最尤推定値が解析的に得られな
い．そこで，EMアルゴリズムを用いることで，対数尤度の下界
の更新とその下でのパラメータの最大化を反復的に行う．イェ
ンセンの不等式より，当該パラメータに関する対数尤度 L(Φ)

について以下が成り立つ．

L(Φ) >=

R∑
r=1

Lr∑
l=1

D∑
d=1

qrld log
θrdϕdmrl

qrld
≡ LLB(Q,Φ) . (5)

ここで，qrld ∈ Qはいわゆる負担率であり，r 番目のレセプト

において l番目に投薬が必要と判断される疾患が dである確率
を表す．負担率は qrld >= 0かつ

∑D
d=1 qrld = 1を満たす．EM

アルゴリズムは，以下で述べる Eステップと Mステップを繰
り返す．Eステップでは，パラメータΦを固定した上で，対数
尤度の下界 LLB(Q,Φ)を負担率Qに関して

∑
d qrld = 1とい

う制約の下で最大化する．Mステップでは，負担率 qrld を固定
した上で，LLB(Q,Φ)をパラメータ Φに関して

∑
m ϕdm = 1

という制約の下で最大化する．ラグランジュの未定乗数法を用
いると，各ステップにおける推定量は次式で与えられる．

qrld =
θrdϕdmrl∑D

d′=1 θrd′ϕd′mrl

, (6)

ϕdm =

∑R
r=1

∑Lr
l=1 qrld1(mrl = m)∑M

m′=1

∑R
r=1

∑Lr
l=1 qrld1(mrl = m′)

. (7)

ここで，1(·)は指示関数である．
4. 4 処方時系列の復元
データセットに T か月分のレセプトが含まれるとする．疾患

と医薬品の各ペアに対する月次処方数の時系列 XP ∈ RD×M×T

を復元するために，各月のレセプト集合に対して上記で提案し
た確率的提案モデルを学習する．得られた学習モデルを用いて，
疾患 dに対して医薬品 mが時刻 t ∈ {1, . . . , T}に処方された
回数 xdmt ∈ XP を次式で推定する．

xdmt =

R(t)∑
r=1

L
(t)
r∑

l=1

q
(t)
rld 1(m

(t)
rl = m) . (8)

ここで，各変数に付与されている上付き文字 (t)は，時刻 tに
おけるレセプト集合に対して上記の計算を行うことを意味する．
得られた XP を用いることで，各疾患に対する月次処方数

の時系列 XD ∈ RD×T と，各医薬品の月次処方数の時系列
XM ∈ RM×T も復元が可能となる．時刻 tにおいて，疾患 dに
医薬品が処方された回数を xdt，医薬品mが疾患に処方された
回数を xmt とおくと，これらの値は次式で推定される．

xdt =

M∑
m=1

xdmt , xmt =

D∑
d=1

xdmt . (9)

3. 1節で例示した疾患と医薬品のペアに対して，提案手法を
用いて推定した処方数の時系列を図 2bに示す．提案手法によ
る推定結果では，疾患に対する効能のない医薬品については処
方数がゼロに近い一方で，効能のある医薬品については共起頻
度に基づく処方数（図 2a）と同様の傾向が維持されていること
が確認できる．

5. 投薬トレンドの変化検知
4節の確率的投薬モデルによって復元された処方数の時系列

から処方数のトレンドの経時変化を検出するために，3. 2節で
述べた要素を組み込んだ状態空間モデルを提案する．

5. 1 定 式 化
処方時系列 {xqt}Tt=1（変数 qは，疾患 dに対する処方数であ

れば d，医薬品 m の処方数であれば m，両者のペアに関する
処方数であれば (d,m)を表す）の振る舞いを以下の状態空間モ
デルで表現する．

xqt = µqt + γqt1 + λqwqt + ϵqt ,

µq,t+1 = µqt + ξqt ,

γq,t+1,s =

−
∑11

s′=1 γqts′ + ωqt (s = 1) ,

γqt,s−1 (s ∈ {2, . . . , 11}) ,

ϵqt ∼ N(0, σ2
ϵ ), ξqt ∼ N(0, σ2

ξ), ωqt ∼ N(0, σ2
ω) ,

(10)



解法 1 時系列 {xqt}Tt=1 の厳密変化点の発見
1: best point← NULL , best aic←∞
2: for each change point t ∈ {1, . . . , T,−1} do
3: aic← AIC({xqt}Tt=1, t) ▷ AIC value of our model fitted with t

4: if aic <= best aic then
5: best point← t , best aic← aic

6: return best point

ここで，N(µ, σ2)は平均が µで分散が σ2 の正規分布である．
処方回数 x· は，上式 1段目の観測方程式によって，レベル項
µ·，季節項 γ·，干渉項 λ·w·，誤差項 ϵ· に分解される．各要素
について以下で説明する．
レベル項．他の要素では説明されない，時系列の緩やかな長

期変動を表現する．本項は古典的な線形回帰モデルにおける切
片と類似した役割を持つが，その値は時刻とともに変化し得る．
季節項．季節性にともなう時系列の周期的な変動を捉える．

多くの季節性疾患に対する処方数には 12か月を周期とする変
動が存在するため（図 3a），本研究では 11本の状態方程式を
用いて季節項の変動をモデル化する（注5）．
干渉項．ある時点に発生したイベントによる時系列の構造的

な変化を表現する．本項は λ· と w· の 2つの変数から構成され
る．前者は変化の有無を表す疑似変数であり，後者は変化の規
模を表す数値である．3. 2節で述べたように，本研究の主な関
心は，新薬効果や新適応効果等に起因する投薬トレンドの変化
であり，これらの効果は処方数の時系列の傾きに変化をもたら
す（図 3bおよび図 3c）．そこで，本項で捉える変化の種類と
して傾きシフト [11] を採用する．すなわち，時系列 {xqt}Tt=1

が時刻 tCP において変化点を持つとすると，時刻 tにおける疑
似変数 wqt の値を，t >= tCP であれば t − tCP + 1とし，それ
以外であれば 0とする．また，簡単のため，構造的な変化の規
模 λq は時刻によらず一定であると仮定する．
誤差項．式 (10)の 1段目の観測方程式と 2段目以降の状態方

程式はともに要素の誤差変動を最終項に含む．後者の誤差項は
各要素の値が時刻とともに変化することを許容するため，モデ
ルの柔軟性が向上する．前者の誤差項は時系列成分のうち各要
素に分解不可能なものを吸収する役割を持つ．3. 2節で述べた
ように，処方数の時系列には外れ値が存在し得る．誤差項の存
在によって，ノイズに対して頑健な解析が可能となる．

5. 2 推 定
処方数の時系列 {xqt}Tt=1 とその変化点 tCP が与えられれば，

カルマンフィルタ [18]を用いて，状態空間モデルのパラメータ
を効率的に推定できる．そのため，残された課題は，所与の時
系列の変化点を発見することとなる．時系列の変化点は，ハイ
パーパラメータを必要としない完全自動的な方法で発見するこ
とが望ましい．これは，膨大な数の時系列（6. 1節で述べるよ
うに，我々の実験では 20万件以上の疾患・医薬品ペアを扱う）
に対して，変化点を人手で発見することやハイパーパラメータ
を調節することが現実的ではないという理由による．
厳密解法．本研究では，変化点の自動発見のための指標とし

て，赤池情報量規準（AIC） [1] を採用する．AIC は，統計モ
デルの質の高さを，データに対する適合度とモデル自体の複雑
度から評価する指標であり，その値が低いほど質の高いモデル
であることを示す．我々は，解法 1を用いて，所与の時系列の
厳密な変化点を発見する．本解法は，時系列の各時点を変化点

（注5）誤差項を除いた季節変動は各周期においてその総和がゼロとなる．

解法 2 時系列 {xqt}Tt=1 の近似変化点の発見
1: function FINDWITHIN(left,right)
2: if right− left <= 1 then
3: return argmint∈{left,right} AIC({xqt}Tt=1, t)

4: middle← left+right
2

5: if AIC({xqt}Tt=1,left) < AIC({xqt}Tt=1,right) then
6: return FINDWITHIN(left,middle)
7: else
8: return FINDWITHIN(middle,right)

9: best← FINDWITHIN(1, T )

10: return argmint∈{best,−1} AIC({xqt}Tt=1, t)
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(a) 2013 年 9 月に変化点を持つ時系列
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(b)各月を変化点とみなした際の AIC 値

図 5 真の値に近い点を変化点とみなすモデルほど AIC値が低くなる．
解法 2 はこの観測に基づき探索範囲を効率的に絞り込む

とみなしたモデルを学習し，その AIC値が最小となる候補点を
発見する．次に，候補点に対するモデルと変化点が存在しない
モデル（式 (10)から干渉項を除去したもの）とで AIC値を比
較し，変化点の有無を決定する．
近似解法．解法 1は時系列の全数探索を行うことで変化点を

発見するため，その計算時間はレセプトデータの期間の長さに
比例して増加する．本研究では，無駄な探索を回避し計算時間
を短縮するために，異なる干渉変数の値に対する AIC値の感度
に着目する．図 5 は，2013 年 9 月に変化点を持つ時系列に対
して，各月を変化点をみなして学習したモデルの AIC値の変化
を示している．同図から，真の変化点に近い値で学習したモデ
ルほど AIC値が低くなっている様子が観察される．そこで我々
は，解法 2を用いることで，所与の時系列の変化点の近似値を
効率的に発見する．本解法の振る舞いは二分探索と類似してお
り，反復のたびに探索範囲が半減される．
時間計算量．カルマンフィルタを用いたモデルの学習に要す

る時間計算量を CKF とする．解法 1 は変化点の厳密解の発見
に O(CKFT )を要する．一方，解法 2は変化点の近似解の発見
に O(CKF log(T )) を要する．両者の費用対効果を 6 節で評価
する．

6. 評 価 実 験
4節および 5節で提案したモデルを評価するために，レセプ

トの実データを用いた実験を行った．本節では，評価実験を通
じて以下の項目を検証する．
• 確率的投薬モデルに基づく処方関係推定の正確性
• 状態空間モデルに基づく投薬トレンドの変化検知の有用性
• 近似解法に基づく時系列の変化点発見の効率性
以降では，有意水準 α = 0.05の下で統計的有意性を報告する．

6. 1 データセット
本実験では大規模電子レセプトデータとして，三重県の後期

高齢者の診療記録に関する医科用レセプトを利用した．当該レ
セプトの請求期間は 2013年 3月から 2016年 9月までの約 3年
半にわたる（T = 43）．各月のデータR(t) (t ∈ {1, . . . , T})に
は平均して，3,347か所の医療機関，202,972人の患者，332,167
件のレセプト，9,173種類の疾患，9,346種類の医薬品が含まれ



表 2 医薬品の予測性能（パープレキシティ）と処方関係の適合性
（AP@10 と NDCG@10）の平均（と標準偏差）．全指標におい
て提案モデルがベースラインに比べて有意に良い結果を示した

パープレキシティ AP@10 NDCG@10

共起頻度 168.241 (7.408) 0.304 (0.243) 0.450 (0.260)
確率的投薬モデル 112.436 (4.480) 0.787 (0.298) 0.835 (0.288)

ていた．
確率的投薬モデルの学習時には，トピックモデルに関する既

存研究 [14], [30]と同様に，各月のレセプトデータ R(t) から出
現回数が 5回未満の疾患および医薬品を除外した．状態空間モ
デルの学習時には，不安定な学習を避けるために，全期間にお
ける総処方回数が 10回未満の時系列を除外した．これらの除
外操作の結果，トレンド変化検知対象の疾患，医薬品，および
両者のペアはそれぞれ，3,978件，7,474件，および 206,829件
となった．

6. 2 正 確 性
提案モデルの正確性を評価するために 2種類の実験を実施し

た．両者の実験では以下の手法をベースラインとして利用した．
ベースライン．3. 1節で述べた，共起頻度に基づき疾患・医

薬品間の処方数を推定する手法をベースラインに採用した．
本手法は，各疾患 d に対する医薬品の生成分布のパラメータ
Φd = (ϕd1, . . . , ϕdM )を，式 (7)に代わって次式で推定する．

ϕdm =

∑R
r=1

∑Lr
l=1 Coocr(d,m)∑M

m′=1

∑R
r=1

∑Lr
l=1 Coocr(d,m

′)
. (11)

ここで，Coocr(d,m)はレセプト rにおける疾患 dと医薬品m

の共起回数を表す．
6. 2. 1 医薬品の予測性能
まず，確率的投薬モデルと上述のベースラインモデルの予測

性能を評価した．
設定．各レセプトに含まれる医薬品のうち，90%を用いて各

モデルを訓練し，残りの 10%に対する予測性能をパープレキシ
ティで評価した．パープレキシティは，統計モデルの予測性能の
評価のために広く利用されている評価指標であり [8],[14]，その
値が低いほどモデルの予測性能が高いことを示す．各レセプト
rに含まれる評価用の医薬品の（多重）集合をm′

r = {m′
rl}

L′
r

l=1

とすると，モデルMのパープレキシティは次式で計算される．

PPL({m′
r}Rr=1 | M) = exp

(
−
∑R

r=1

∑L′
r

l=1 logP (m′
rl | M)∑R

r=1 L
′
r

)
.

(12)

結果．各月のレセプトデータ R(t) (t ∈ {1, . . . , T}) に対し
て，提案モデルM(t)

prop とベースラインモデルM(t)
cooc を学習

し，両者のパープレキシティを計測した．その平均（および標
準偏差）を表 2 にまとめる．平均すると，提案モデルのパー
プレキシティはベースラインモデルの 3 分の 2 程度となった．
個々の結果を調べたところ，全ての月のレセプトデータ R(t)

に対して提案モデルのパープレキシティがベースラインより
も低いことが判明した．対応あり t検定を行った結果，両者の
パープレキシティには有意な差が存在することが確認された
（t(42) = −103.670, p < 0.001, Cohen’s d = −15.810）．参考
として，医薬品のユニグラムモデル [29]のパープレキシティを
計測したところ，その平均値は 2315.083 となり，提案モデル
と比べて性能が 20倍悪化することが分かった．以上の実験か
ら，医師の投薬行動を模倣する提案モデルが比較対象の中で最
も優れた予測性能を発揮することが示された．

6. 2. 2 処方関係の適合性
次に，各モデルによって関係が強いと推定された疾患・医薬

表 3 各種の処方数の時系列に対するモデルの AIC 値の平均（と標準
偏差）．干渉項を含む提案モデルが干渉項のないモデルに比べて
有意に良い結果を示した．近似変化点（解法 2）を用いたモデル
は厳密変化点（解法 1）を用いた場合と同等の性能を達成した

疾患 医薬品 疾患・医薬品ペア

干渉項なし 254.018 (44.937) 218.295 (56.216) 103.594 (54.999)
干渉項あり +厳密変化点 244.603 (44.937) 208.396 (56.441) 91.888 (50.618)
干渉項あり +近似変化点 244.742 (44.915) 209.076 (55.638) 92.099 (50.614)

品ペアの適合性を評価した．
設定．レセプトデータの全期間において出現頻度が最も高

い 100 件の疾患を評価対象として用意した．各モデルについ
て，これらの各疾患 dに対する医薬品 mの関連度に基づくラ
ンキングを，両者の推定処方回数（xdm =

∑T
t=1 xdmt）の降順

によって生成した．こうした得られたランキングの上位 10件
の適合性を，情報検索分野で広く利用されている評価指標であ
る Average Precision（AP） [25], [26] と Normalized Discounted
Cumulative Gain（NDCG） [9], [17]を用いて評価した．いずれ
の指標も値が高いほど優れたランキングであることを示す．
正解セット．ランキングの評価には，そこに含まれる全ての

疾患・医薬品ペア（合計 1,591件）に関する適合性の正解セッ
トが必要となる．そこで，本稿の第 1著者が，評価対象の各医
薬品 mと各疾患 dとの間の適合性を「dもしくは dの上位語
がmの添付文書の薬効分類名と効能・効果の少なくとも一方に
記述されていれば適合（= 1），そうでなければ不適合（= 0）」
という基準で判定した．この手続きによって，1,154件につい
ては適合値が得られたが，残りの 437件については専門知識な
しでの判定が困難であった．これらの未判定事例については，
医療専門家に専門知識に基づく判定を依頼した（注6）．最終的に，
1,528件について適合値が得られた．残りの 63件については不
適合としてランキングの評価を実施した．
結果．各ランキングに対する AP@10 と NDCG@10 の平均

（および標準偏差）を表 2に示す．同図から，いずれの指標に
おいても，提案モデルによってランキングの精度が大きく改
善されていることが確認できる．全 100 件のランキングのう
ち，ベースラインモデルが提案モデルを上回ったのは，AP@10
では 1 件，NDCG@10 では 2 件のみであった．両者の差は対
応あり t 検定によって有意であることが判明した（AP@10：
t(99) = 15.398, p < 0.001, Cohen’s d = 1.540．NDCG@10：
t(99) = 14.374, p < 0.001, Cohen’s d = 1.437）．本実験によっ
て，図 2で例示した提案モデルの優位性が定量的に実証された．

6. 3 有 用 性
提案モデルの有用性を定量的な観点と定性的な観点からそれ

ぞれ評価した．
6. 3. 1 定量的評価
まず，提案モデルの質の高さを AICを用いて定量的に評価し

た．ベースラインには，提案モデルから干渉項を除外したモデ
ルを採用した．これらのモデルを疾患，医薬品，および両者の
ペアに関する処方数の時系列データに対して学習した．
各モデルの AIC 値の平均（および標準偏差）を表 3 に示

す．平均すると，干渉項を含む提案モデルは，ベースライン
に比べて 10 程度低い AIC 値を達成した．対応あり t 検定
を行った結果，全ての種類の時系列に対して両モデルの間
には有意な差が存在することが判明した（疾患：t(3, 977) =

−36.619, p < 0.001, Cohen’s d = −0.581．医薬品：t(7, 473) =
−49.829, p < 0.001, Cohen’s d = −0.576．疾患・医薬品ペア：
t(206, 830) = −412.520, p < 0.001, Cohen’s d = −0.907）．こ

（注6）二重チェックのため，評価依頼時に判定済みの事例も医療専門家と共有した．



の結果は，処方数の時系列解析において，構造的な変化を捉え
ることの重要性を示唆している．実際に，提案モデルは，12%
の疾患時系列，28%の医薬品時系列，10%の疾患・医薬品ペア
時系列について変化点を検出した．

6. 3. 2 定性的評価
次に，定性的な有用性を評価するために，トレンド変化が確

認された事例を分析した．6種類の時系列に対する提案モデル
の学習結果を図 6および図 7に示す．各事例について，原時系
列と学習時系列を上段に，モデルによって分解された各要素を
中段に，原時系列に関係する時系列を下段に並べている．
季節性と外れ値．図 6aはインフルエンザに対する学習結果

を示している．中段のグラフから，毎年冬に流行するというイ
ンフルエンザの季節性を提案モデルが精度良く学習できている
ことが分かる．インフルエンザは 2015年の初頭に例年以上の
流行が観測された（上段）．この変化は一時的なものであるた
め，提案モデルはそれを外れ値として扱うことで安定した学習
結果を実現している．季節性疾患に関する別の事例として，下
痢症に対する学習結果を図 6bに示す．下痢症は季節の変わり
目に起こりやすいが，こうした年 1回以上のピークが存在する
疾患についても，提案モデルは季節性をうまく捉えている．
医薬品に関する構造変化．図 6cは，2013年秋に発売が開始

された骨粗鬆症の新薬に関する学習結果を表している．提案モ
デルは発売時期とその後の処方数の伸びを正確に検出している
（中段）．下段の時系列は，骨粗鬆症に対する効能を有する既存
の医薬品の処方数の変遷を表している．同図から，新薬の発売
によって，骨粗鬆症に対して処方される医薬品の傾向に大きな
変化が生じたことが確認できる．図 6d は，提案モデルによっ
て処方数の急な減少が検出された医薬品の 1例である．この医
薬品は，同じ効能を持つ複数のジェネリック医薬品が 2015年
中頃に発売されたため（下段），その時期を境に処方数が大き
く落ち込んだものと予想される．
疾患・医薬品ペアに関する構造変化．提案モデルは，新適応

に起因する投薬トレンドの変化検知にも成功した．図 7aは，レ
ビー小体型認知症への適応が追加された医薬品の学習事例であ
る．最後に，疾患と医薬品の組み合わせに起因する別の種類の
構造変化の事例として，ある医薬品の経口摂取困難に対する処
方数の学習結果を図 7bに示す．同図の上段のグラフから，2014
年中頃を境に処方数が突然上昇していることが分かる．下段の
グラフは，同医薬品の別の疾患に対する処方数の時系列を示し
ており，この医薬品が新薬ではないことが分かる（注7）．同グラ
フでもう 1つ注目すべきは，経口摂取困難の時系列と正反対の
振る舞いをしている脱水症（“related1”）の時系列である．この
結果は，同様の症状に対する診断名が時期によって異なる可能
性を示唆している．

6. 4 効 率 性
提案モデルの有用性を定量的な観点と定性的な観点からそれ

ぞれ評価した．提案モデルの効率性を評価するために，変化点
検出の厳密解法と近似解法の費用対効果を検証した．

6. 4. 1 計 算 時 間
まず，両解法の計算時間を評価した．具体的には，疾患，医

薬品，両ペアの時系列集合に対して，これらの解法を用いた学
習に要する合計時間を計測した．
その結果を表 4に示す．同表には比較として，変化点検出を

行わないモデルに対する学習時間の増加率も含めている．近
似解法を用いることで，計算時間が大幅に減少することが確

（注7）この医薬品の実際の発売年月は 1986 年 1 月である．

表 4 各種の時系列の学習に要する合計時間（分単位）．括弧内の値は，
干渉項のないモデルに対する学習時間の増加率を表す．変化点検
出の近似解法により学習時間が大きく減少した

疾患 医薬品 疾患・医薬品ペア

干渉項あり +厳密変化点 8.529 (27.878) 17.565 (29.900) 562.614 (35.492)
干渉項あり +近似変化点 1.832 ( 5.989) 3.678 ( 6.260) 117.308 ( 7.400)

表 5 厳密解法と近似解法とで検出された変化点の有無の内訳．近似解
法は偽陽性率と偽陰性率ともに十分に低い値を達成した

(a)疾患

近似

pos. neg.

厳密 pos. 423 40
neg. 0 3,515

(b)医薬品

近似

pos. neg.

厳密 pos. 1,944 154
neg. 0 5,376

(c)疾患・医薬品ペア

近似

pos. neg.

厳密 pos. 19,106 2,079
neg. 0 185,644

認できる．理論的には，厳密解法および近似解法はそれぞれ，
O(CKFT )およびO(CKF log(T ))の計算時間を要する（5. 2節）．
ここで，カルマンフィルタの実行に要する計算時間は時系列の期
間（T = 43）に関して定数であるとみなせる．そのため，計算
時間の増加率の期待値はそれぞれ，43および log2(43) ≈ 5.426

となる．実験結果は理論値に概ね一致しているといえる（注8）．
6. 4. 2 近 似 精 度
次に，近似解法の精度を評価するために，厳密解法と近似解

法によって検出された変化点を比較した．
両解法によって検出された変化点の有無の分割表を表 5に示

す．近似解法は，その定義から，変化点を誤検出することはな
く，偽陽性率は常に 0%である．さらに，偽陰性率も低いこと
が同表より分かる（疾患：8.639%．医薬品：7.340%．疾患・医
薬品ペア：9.814%）．疾患，医薬品，および疾患・医薬品ペアの
結果に関するカッパ係数はそれぞれ，0.949，0.948，0.943であ
り，両解法によって検出される変化点の一致度は高いといえる．
近似精度を評価する別の指標として，両解法が検出した変化

点の平均二乗誤差（RMSE）を計測した．疾患，医薬品，および
疾患・医薬品ペアの結果に関する RMSE値はそれぞれ，3.862，
7.154，および 4.481となった．本実験で用いた時系列の期間が
43か月であることを考慮すると，医薬品以外の時系列について
は，近似解法は比較的高い精度で変化点を検出したといえる．
また，表 3の下段には，近似解法を用いて学習したモデルの

AIC 値の平均（および標準偏差）が示されている．同表から，
近似解法によるモデルは，厳密解法を用いた場合と同等の質の
高さを達成していることが確認できる．

7. お わ り に
本稿では，投薬トレンドの検知とその原因の分類という問題

に取り組んだ．本問題に対してレセプトデータを用いた研究は，
我々の知る限り，過去に存在しない．3.5 年分の大規模なレセ
プトの実データを用いて，提案した 2段階アプローチの優位性
を以下の観点から示した．

（ 1） 正確性：提案した確率的投薬モデルが，共起頻度に基づく
手法に比べて，医薬品の予測力と処方関係の適合性の双方
の点において有意に良い性能を達成することを示した．

（ 2） 有用性：提案した状態空間モデルが，膨大な数の時系列の
中から，新薬効果や新適応効果等に起因する投薬トレンド
の変化を発見可能であることを示した．

（ 3） 効率性：提案した近似解法が，投薬トレンド変化点の検出
精度を保ちつつ，計算時間を短縮可能であることを示した．
今後の展開として，より複雑な投薬トレンド変化を捕捉可能

（注8）近似解法の増加率は理論値をやや上回っている．その一因として，同解法は
まず時系列の両端を変化点をみなして計算が行うことがあげられる．
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(a)インフルエンザ
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(b)下痢症
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(c)骨粗鬆症用の新薬

●

●
● ●

●
●

●
● ●

●
● ●

●

●
● ● ●

●
● ● ●

●

●
● ●

●
● ● ●

●

●

● ●

●
●

●
● ●

●

● ● ● ●

1500

2000

2500

2013 2014 2015 2016

Time

C
ou

nt

● fitted original

● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ●−1000

0

1000

2000

2013 2014 2015 2016

Time

C
ou

nt

● intervention level seasonality

● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ●
●

●

●

●
●

●

●
●

● ●

●
●

● ● ●

0

100

200

300

400

2013 2014 2015 2016

Time

C
ou

nt

● related1 related2 related3

(d)抗血小板薬（先発医薬品）
図 6 疾患の処方数時系列および医薬品の処方数時系列に対する提案モデルの学習結果．上段：原系列と学習時系列．中段：提案モデルによって分

解された時系列の各要素．下段：原系列に関係する別の時系列
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(a)レビー小体型認知症の適応追加
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(b)診断トレンドの変化の可能性
図 7 疾患・医薬品ペアの処方数時系列に対する提案モデルの学習結果
なモデルの考案や，全国規模のレセプトデータを用いたトレン
ド地域性の検証が考えられる．また，医療関係者向けの投薬ト
レンドの探索的検索用インタフェースの開発も検討している．
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ビッグデータ解析基盤の整備」，内閣府最先端研究開発支援プログラム
（FIRST）「超巨大データベース時代に向けた最高速データベースエン
ジンの開発と当該エンジンを核とする戦略的社会サービスの実証・評
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