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はじめに

単語ベクトルは単言語コーパスから教師なし学習に

よって獲得可能であるため，未知語に対して意味表現

を付与することのできる有力な手法である．これを活

用し，単語ベクトルから人間が解釈可能な定義文への

変換を行うタスクが ら により提案されて

いる．このタスクの性能改善は，任意の未知語に対する

定義文の自動付与を実現し得る点で意義が大きい．

本タスクを解くにあたり， らは 言語

モデルを用いた定義文の生成手法を提案した．この手

法は教師あり学習によって単語ベクトルから単語系列

（定義文）への写像関数を訓練する．この際，定義文特

有の構造やパターンは考慮されず，あくまで単語ベク

トルに条件付けられた言語モデルとして訓練される．

本研究では，単語の定義文には や

， 等頻出のパタ

ーンが存在しており，かつ意味類似度の高い単語の定

義文は共通のパターンで記述されることが多い点に着

目する．たとえば，単語 の定義文は

であり，この語とベクトル

空間における距離の近い の定義文は

である．こうした性質をふ

まえると，単語系列を生成する問題である定義文生成

タスクは，既知の単語系列を適切に書き換える問題と

して解く方法が有効と考えられる．

一方，単語系列の生成を伴う様々なタスクにおいて，

系列を編集するアプローチの有効性は既に報告されて

いる．定義文生成とは異なるタスクであるが， ら

は言語モデリングにおいて，訓練データから文をラ

ンダムに抽出し，その文を モデルに

より編集する手法を提案している．また， ら は

機械翻訳において，検索エンジンを用いて原言語文と

図 提案手法：系列編集モデルに基づく定義文生成．

赤色は提案手法で追加した機構を表す．

類似度の高い対訳ペアを学習データから抽出し，翻訳

の手がかりとして活用するモデルを提案している．

これらの研究はいずれも学習データに含まれる系列

を編集する手法の有用性を示唆しているが，この手法を

定義文生成タスクに適用する方法は自明ではない．そ

こで，本研究では単語ベクトルからの定義文生成タス

クに特化した系列編集モデルを提案する．提案手法の

概要を図 に示す．提案モデルは，まず入力された単

語との関連性が強い語の集合をベクトル空間における

近傍探索により抽出する．抽出した関連語の定義文を

エンコーダ（図 左）を用いてモデルに入力し，

言語モデル（図 下）がこれを適宜編集しつつ

定義文生成を行うように学習を誘導する．

辞書コーパスを用いた実験にお

いて，提案手法は従来手法と比較して

ポイント， ポイントの改善が確認された．



単語ベクトルからの定義文生成

本研究で取り組む定義文生成は，事前訓練された単

語ベクトルを入力とし，その単語の定義文を出力とす

るタスクである． ら により提案された

（以降， ）は単語ベク

トルから定義文への写像を学習するモデルであり，（ ）

言語モデル，（ ） 文字情報エンコーダ，（ ）

ゲート関数で構成される．このうち，（ ）は「似た文字

列の単語は，似た意味を持ちやすい」という言語的性質

をモデルに反映し，（ ）は定義文生成に際して単語ベ

クトルの情報をどの程度重視するかを動的に制御する．

入力単語 w∗ の定義文 Y = {y1, ..., yT } の生成確率
は，条件付き確率

p(Y |w∗) =
T∏

t=1

p(yt|w∗, y1, ..., yt−1)

で表現される．この条件付き確率は 言語モデル

により近似され，時刻 tにおける単語 yt の生成確率

を以下のように算出する．

v0 = v∗

st = (vt−1, s
′
t−1)

s′t = (st,v
∗, c∗)

p(yt|y<t, w
∗) = (Ws′s

′
t + bs′).

ここで，v∗ は単語 w∗ の単語ベクトル，st は時刻 tに

おける の隠れ層ベクトル，vt−1 は時刻 t− 1に

出力された単語 yt−1 の埋め込み表現，c∗ は 文字

情報エンコーダにより得られた単語 w∗ の文字情報ベ

クトルである．またWs′，bs′ はそれぞれ (·)関
数の出力ベクトル s′t を語彙サイズ次元の空間に写像

する重み行列とバイアス項である．

式 のゲート関数は以下のように定義される．

f = [v∗; c∗]

zt = σ(Wz[f ; st] + bz)

rt = σ(Wr[f ; st] + br)

s̃t = (Ws[(rt ⊙ f); st] + bs)

s′t = (1− zt)⊙ st + zt ⊙ s̃t

ここで，σ(·)はシグモイド関数，⊙はベクトルの要素
積，;はベクトルの連結をそれぞれ表す．また各W は

重み行列，各 bはバイアス項である．時刻 tにおいて，

更新ゲート zt は の出力 st をどの程度更新する

かを制御し，リセットゲート rt は v∗ および c∗ に含ま

れる情報が言語モデルに与える影響の強さを制御する．

提案手法

提案手法は，学習データ内に存在する単語 w∗ の関連

語集合の定義文を書き換えることで，単語 w∗ の定義文

を得る．図 に提案手法の概要を示す．まず，単語ベク

トルのコサイン類似度に基づき v∗ の近傍探索を行い，

上位 N 位までの単語 {w(1), ..., w(N)} を w∗ の関連語

とする．

次に，各関連語 w(n) について，その定義文 X(n) =

{x(n)
1 , ..., x(n)

T }を双方向 エンコーダ

h(n)
i = (h(n)

i−i, x
(n)
i )

により隠れ層ベクトル {h(n)
1 , ...,h(n)

T }にエンコードす
る（図 左）．続いて，得られた N 個の隠れ層ベクトル

の集合それぞれに対し，アテンション機構

d̃(n)
t = (st,h

(n))

による重み付け和を計算し，N 個の関連語それぞれに

対する文脈ベクトル {d̃(1)
t , ..., d̃(N)

t }を得る（図 中央）．

ここで， (·)は各隠れ層ベクトル h(n)
i に対

する重み付け和を下式に基づき算出する．

d̃(n)
t =

T∑

i=1

α(n)
i h(n)

i

α(n)
i = (Uhh

(n)
i Usst)

ここで，Uh と Us はそれぞれエンコーダと言語モデル

の隠れ層ベクトルを同一空間に写像する行列である．

さらに，N 語の関連語がそれぞれ w∗ の定義文生成

に対してどの程度支配的であるかを動的に制御考慮す

るため，式 とは異なる別のアテンション機構

dt = (st, d̃t)

によって N 個の文脈ベクトルの重み付け和を計算し，

dt を得る（図 右上）．ここで，式 でエンコー

ダは N 文の定義文に対し，それぞれ独立に文脈ベクト

ルを計算している点に注意が必要である．これにより，

d̃(n)
t は nごとに異なる空間に存在している．この差異

を吸収するため，複数のエンコーダの出力を階層的に

組み合わせる手法 に倣い， (·)ではエン
コーダごとに独立した写像行列 U (n)

d を導入し，下式の

ように dt を算出する．

dt =
N∑

n=1

βnU
(n)
β d̃(n)

t

βn = (U (n)
d d̃(n)

t Usst)



コーパス 単語数 定義文数 平均文長

表 定義文生成実験に用いたデータセット

ここで，式 の Uh が単一の行列であるのに対し，

式 の U (n)
d および式 の U (n)

β はいずれも nごと

に異なる行列である．

最後に，得られた文脈ベクトル dt を v∗，c∗ とともに

ゲート関数への入力とし， モデルの式 を

f = [dt;v
∗; c∗]

で置き換えることで，関連語の定義文の情報を言語モ

デルへと伝達する（図 右下）．

実験

データセット

定義文生成タスクにおける提案手法の有用性を評価

するため，先行研究 に倣い ツ

ールキットを用いて および か

ら抽出された英語辞書データを実験に用いる．各エン

トリは単語と定義文のペアからなり，一つの単語に複

数の定義文があるものも存在する．このデータセット

をランダムに 分割し，それぞれ ， ，

データとした．分割の際， つのデータセット間で同じ

単語が重複して出現しないよう制約を設けた．データ

セットの統計量は表 に示す．

モデル

従来手法 モデルと提案手法はそれぞれ深

層学習フレームワーク によって実装した．提

案手法が モデルと異なるのは， 節で述べ

た関連語のエンコーダ，およびそれを単一のベクトル

に合成する つのアテンション機構の存在のみであり，

その他のハイパーパラメタは両手法で共通である．モ

デルの詳細は表 に示す．

式 に示すように，t = 0のとき への入力は

単語ベクトル v∗ となる．先行研究に倣い， モ

デル によりニュースコーパスから学習されたベク

提案手法

の層数

の隠れ層 s 次元

アテンション機構の隠れ層 次元

単語ベクトル v∗ 次元

文字情報ベクトル c∗ 次元

の層数

の隠れ層 h 次元

語彙サイズ

最適化手法 推奨設定

表 各モデルのハイパーパラメタ

トル を v∗ として使用する．また，この単語ベクトル

は 言語モデルの単語埋め込み層初期化にも使用

する．

評価手法

提案手法の有用性を評価するため，定義文生成タス

クにおいて自動評価と人手評価を行う．自動評価には，

先行研究に倣い による文レベ

ル の平均を使用する．

人手評価では，下記 段階のスコアにより定義文の

評価を行う．

入力単語の定義文として完全に正しい．

定義文としておおよそ正しいが，情報の抜けや余

計な情報，文法ミスが存在する．

完全に正しくはないが，入力単語と関連する語の

定義文としては成立する．

ほぼ誤りだが，正解の定義文を一部含んでいる．

正解の定義文を全く含まず，誤りである．一単語を

多数回繰り返している．定義文が入力単語を含む．

評価者は データからランダムに抽出した 例に

ついて，各手法の出力した定義文に 段階のスコアを

つける．なお，この評価は英語母語話者 名が行った．

実験結果

ベースラインと提案モデルの出力例を表 に示す．入

力単語 に対し， モデルは か

ら定義文生成をはじめており，入力単語が動詞である

ことは認識できていることがわかる．しかし，出力され

た定義文 は誤りである．



入力単語

参照文

提案手法

関連語 定義文

　

　

　

　

　

表 各手法の出力例，および関連語集合（N = 5）

一方，提案手法は関連語 の定義文に含まれる

， の二箇所をコピーし，

の定義文としてふさわしくない

という箇所は別の単語列 に

編集していることが確認できる．

自動評価の結果を表 に示す．提案手法（N = 5）

では，ベースラインに対して ポイント，

ポイントの性能向上が確認された．ま

た，モデルが使用する関連語の数 N を大きくしていく

につれ， ， がともに改善されていく

傾向が見られる．ただし，N = 2のときは提案手法の

がベースラインを下回っており，提案手法の優

位性を確認するためには，（ ）学習時の揺らぎを考慮

し複数回の試行を行う，（ ）より大規模な辞書データ

セットで実験を行う，等の対応が必要となる．

人手評価によって得られた各手法の累積得点分布お

よび平均得点を表 に示す．平均得点ではベースライン

が提案手法を僅かに上回っているが，ブートストラッ

プ・リサンプリング法 による検定では統計的優位差

は確認されなかった．また，表より提案手法では得点

が最低点の であった割合がベースラインと比較して

5 程度高いことが読み取れる．主な原因として，提案

モデルの出力における未知語（学習データにおける出

現頻度が上位 位以内に入らなかった語）の出現

回数が，ベースラインよりも 10.7 高かった点が挙げ

られる．提案モデルがベースラインよりも未知語を生

成しやすい原因は未だ明らかでないが，この現象の詳

細な調査，および語彙サイズを拡大した場合の実験は

今後の課題である．

提案手法 N = 5

提案手法 N = 2

提案手法 N = 1

表 出力された定義文の平均

提案手法 N = 5

平均得点

表 人手評価の累積得点分布および平均

おわりに

本研究では，定義文に頻出のパターンがある点に着

目し，入力単語の関連語の定義文を原型とし，それを編

集することで定義文生成を行うモデルを提案した．実

験により提案手法が関連語の定義文を参照しつつ定義

文生成を行うことが確認されたが，詳細な分析と有用

性の評価は今後の課題である．
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