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Summary
While vector-based representations of word meanings (word vectors) have been widely used in a variety of

natural language processing applications, they are not meant for capturing the similarity between words in different
languages. This prevents using word vectors in multilingual-applications such as cross-lingual information retrieval
and machine translation. To solve this problem, we propose a method that learns a cross-lingual projection of word
representations from one language into another. Our method utilizes translatable context pairs obtained from a bilin-
gual dictionary and surface similarity as bonus terms of the objective function. In the experiments, we evaluated the
effectiveness of the proposed method in four languages, Japanese, Chinese, English and Spanish. Experiments shows
that our method outperformed existing methods without any additional supervisions.

1. は じ め に

単語の意味を計算処理可能な形式で表現することは，
自然言語テキストを対象としたアプリケーションの高度
化に必要となる要素技術である．現在，単語の意味は頻
度に基づくベクトルとして表現する方法が一般的である．
こうした単語の意味ベクトル (以下，単語ベクトルと呼ぶ)
は，「単語の意味は，その単語と共に出現している単語群に
よって特徴づけられる」という分布仮説 [Firth 57, Harris
54]に基づいている．単語の意味をベクトルで表現する
ことにより，単語間の意味的な類似性の計算を，ベクト
ル間の類似度計算 (コサイン類似度など) に帰着させる
ことが可能になる．このような単語のベクトル表現は類
義語検出 [Baroni 14] や言い換え検出 [Erk 08]，対話分
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析 [Kalchbrenner 13]など多くの自然言語処理アプリケー
ションで広く活用されている．

しかし，従来の意味表現には，異なる言語の単語間の
類似性判定，すなわち単語の対訳関係の判定に用いるこ
とが難しいという問題点が存在する．これは，異なる言
語のコーパスから上記のようなベクトル表現を学習した
場合，共通の共起語がほとんど出現しないためである．た
とえば，日本語のコーパスから学習された “猫”のベクト
ルと，英語のコーパスから学習された “cat”のベクトル
の類似度は正しく計算することができず，“猫”と “cat”
が同義であることを計算により判定することができない．
このため，共起する単語に基づく意味表現は言語横断検
索や機械翻訳など，多言語にまたがる自然言語処理アプ
リケーションにおいて利用することができない．

このような問題意識から，近年では，単語のベクトル表
現を言語横断的に活用するための手法の研究が進められ
ている [Dinu 14, Fung 98, Mikolov 13b]．特にMikolov
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らは，少量の対訳辞書を学習データとして用いて，異な
る言語の単語ベクトル間の線形変換，m行 n列の翻訳行
列 (m, nはそれぞれ目的言語のベクトルの次元数と，原
言語のベクトルの次元数)を学習する手法を提案した．
本研究では，単語ベクトルの翻訳において，翻訳行列
を教師あり学習によって得るというMikolovらの枠組み
で，(1) Fungらが用いた辞書に基づく共起語間の対応関
係や，(2) 表層の類似性に基づく共起語間の対応関係と
いった事前知識を同時に活用する新しい手法を提案する．
特に本研究が対象としているのは，カウントベースの単
語ベクトル [Baroni 14]である．これは各次元が他の単語
との共起頻度に対応しているベクトルのことであり，意
味が似た単語のベクトル間の類似度が高くなることが知
られている [Erk 12, Turney 10]．翻訳行列の学習に用い
る対訳辞書には，こうしたカウントベースのベクトルの
次元間に存在する対応関係に関する情報が部分的に含ま
れている [Fung 98] (例: 学習データに “犬” - “dog”とい
う単語対が含まれていた場合，日本語のベクトルの “犬”
の次元と，英語のベクトルの “dog”の次元は対応してい
ると考えられる)．また，単語の表層の類似度もベクトル
間の写像を学習する際の有用な手がかりとなりうる (例:
英語のベクトルの “cocktail”の次元と，スペイン語のベ
クトルの “cóctel”の次元はその綴りが類似していること
から，対応していると考えられる)．こうした知識は明ら
かにカウントベースのベクトルの翻訳において有用であ
るが，教師あり学習の枠組み内で活用する手法は未だ提
案されていない．そこで本研究では，ベクトル間の翻訳
行列を学習する際，上述した共起語間の対応関係に関す
る事前知識を目的関数の報酬項として利用することによ
り，より精度の高い翻訳を実現させる．
本稿では，提案手法の有効性を検証するため，日本語，
英語，中国語，スペイン語の単語ベクトルについて，既
存研究にならって翻訳による訳語選択を行うというタス
クを設定し，Wikipediaから学習した単語ベクトルを用
いてその精度を評価した．ニューラルネットワークを用
いて学習される単語ベクトルを用いた手法を含め，3つ
の既存手法との比較実験を行った結果，提案手法が最も
正確にベクトルを翻訳できるという結果を得た．
以降，2章では関連研究を紹介し，3章ではある言語の
単語のベクトルを他の言語のベクトルに翻訳する手法を
述べる．続く 4章ではベクトル翻訳の精度を評価するた
めの実験について述べ，最後に 5章で本研究をまとめる．

2. 関 連 研 究

カウントベースの単語ベクトルの翻訳に関する研究は，
機械翻訳における対訳辞書の自動抽出を目的として始め
られた [Fung 98]．この研究で提案されている単語ベク
トルの翻訳手法では，既存の対訳辞書を用いて対応する
次元間の値を直接移行することでベクトルを（部分的に）

変換する．この手法では，翻訳に用いる対訳辞書のカバ
レッジが低いと，翻訳元言語の単語ベクトルの多くの次
元が翻訳先言語のベクトルの次元に対応させることがで
きないという問題が存在する．これに対し，1章で述べた
研究 [Mikolov 13b]はベクトル間の対応をベクトル間の
線形変換（翻訳行列）を求める問題として定式化し，教
師あり学習によってベクトル間の対応関係を間接的に求
めることで，この問題に対処している．Mikolovらの研
究ではカウントベースの単語ベクトルは用いられておら
ず，ニューラルネットワーク言語モデルにより学習する
ベクトル [Bengio 03, Mikolov 13a]が利用されている．
単語ベクトルの翻訳とは異なるアプローチであるが，
異言語に共通のベクトル表現を学習する手法 [Chandar
A P 14, Faruqui 14, Gouws 15, Hermann 14, Klementiev
12, Xiao 14]も研究されている．特に Hermannらは「複
数の言語から単語の表現を学習することで，言語非依存
なもの (すなわち，意味)を精度良く捉えられる」と主張
し，翻訳の必要ない言語非依存なベクトル表現を提案し
ている．しかし，こうした単語の表現を学習するために
は，莫大な対訳コーパスが必要となるため，対訳コーパ
スの存在しない言語対には適用できない．また，対訳が
学習データに存在しない新語や，語の新用法にも適用で
きないという短所も存在する．
また，統計的機械翻訳における対訳辞書の自動拡張を
目的とし，上記の手法とは異なるアプローチを採用した
研究 [Marton 09, Razmara 13, Saluja 14]も多く行われて
いる．中でもRazmaraらと Salujaらの手法で用いられる
グラフ伝搬アルゴリズムは計算量が大きく，翻訳に先ん
じて辞書を生成する必要がある．これに対し，提案手法
による翻訳はベクトルと行列の乗算が 1回と単語ベクト
ル間の類似度計算のみであり，即時的に訳語を与えるこ
とが可能である点において応用上優れている [Ishiwatari
16]．また，Martonらは，未知語の類義語を分布類似度等
の尺度により探索し，得られた類義語の訳語を未知語の
訳とする手法を提案した．この手法は，未知語に類義語
(あるいは言い換え)が存在するという仮定に基づくため，
全く新しい概念を持つ新語の翻訳を行うことは難しい．
本研究では，以上で述べた異言語に共通のベクトル表
現を学習する手法や対訳辞書拡張の手法の欠点をふまえ，
Fungらや Mikolovらと同じく，単語ベクトルを翻訳す
るアプローチを採用する．このアプローチは，(1)小規模
な単語の対訳辞書のみを学習データとして利用する点と，
(2) 学習データに存在しない語に対しても訳語を与えら
れる点で，上述した他のアプローチよりも適用範囲が広
く，優れている．本研究の提案手法は，Mikolovらの教
師あり学習を用いたベクトル翻訳という枠組みに，Fung
らが用いた辞書の情報を学習の手がかりとして取り込ん
だ点で，これらの短所を補い，長所を組み合わせた手法
であると言える．提案手法とこれらの先行研究の手法と
の詳細な比較は 4章で述べる．
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3. 提 案 手 法

1章で述べたように，一般的に単語ベクトルは同じ言
語のテキストコーパスから作られるため，異なる言語に
属する 2単語のベクトルをそのまま比較することはでき
ない．本章ではこの問題に対処するため，我々が提案す
る，ある言語における単語のベクトルを他の言語におけ
るベクトルに翻訳する手法について述べる．

3 ·1 ベクトル表現の翻訳
まずはじめに，提案手法の基礎となるMikolovらの手
法 [Mikolov 13b]について説明する．Mikolovらは行列変
換に基づくベクトル表現の翻訳手法を提案している．こ
れは，ある言語の単語x∗3に翻訳行列W を乗じることに
よって，その訳語のベクトル表現の近似を得るというもの
である．翻訳行列W は，対訳語ペアの集合 {xi,zi}ni=1

を用いて，以下の最適化問題を解くことによって得られる．

W ⋆ = argmin
W

n∑
i=1

∥Wxi− zi∥2 +
λ

2
∥W ∥2 (1)

ここで 2つめの項は L2 正則化項である．この正則化項
は，Mikolovらの元論文では用いられていない．しかし，
正則化項には過学習を防ぐ効果があり，一般的にモデル
学習の精度を高めるために有効である．予備実験におい
てもその効果が確認されたため，本論文では上記の学習
方法をベースラインとして議論を進める．

3 ·2 翻訳可能な文脈語ペア
本節では，提案手法の核となるアイデアについて述べ

る．カウントベースの単語ベクトルを用いる場合，前節
で述べた翻訳行列の学習に用いる原言語のベクトルと目
的言語のベクトルの次元は，互いに異なるコーパスにお
ける共起単語，すなわち文脈語に対応している．しかし
ながら，この 2言語のベクトルの次元間には，対訳や翻
字，発音の類似など，何らかの意味的な対応関係が存在
する可能性がある．
例として，スペイン語と英語の単語ベクトルをそれぞ

れ考える．スペイン語のベクトルの各次元は “amigo”や
“comer”，“cóctel”といった，スペイン語の共起語と対応
している．一方で，英語のベクトルの各次元は “eat”や
“friend”，“small”，“cocktail”といった，英語の共起語と
対応している．ここで，2つの共起語 “amigo”と “friend”
は互いの対訳になっている．こうした言語をまたいだ文
脈語間，すなわち次元間の対応関係は，式 (1)の翻訳行
列W を学習する際にも活用しうるものである．
本研究では以下 2つの方法により，上記で述べたよう

な 2カ国語のベクトルの次元間の対応関係を自動的に見
つける．1つめは，翻訳行列を学習するための学習デー

∗3 正確には単語ベクトルであるが，文脈から明らかな場合には，
単語とそのベクトル表現のことは区別しないものとする．

タを転用する方法である．この学習データは単語の対訳
辞書であるため，次元間の対訳関係を見つけるのにその
まま用いることができる．以降，この方法で見つけられ
た文脈語ペアの集合はDtrainと記す．ただし，ある言語
における単語 (例: スペイン語の “amigo”)が，他の言語
においては複数の訳語を持つ (例: 英語の “friend”, “fan”,
“supporter”)場合は少なくないため，Dtrain 内の文脈語
ペアは 1:1に対応するとは限らない点に留意する．
次元間の対応関係を自動的に見つける 2つめの方法は，
共起語間の表層の近さを用いる方法である．言語はその
進化の過程で，他の言語から語や概念を借用することが
ある．こうした現象によって他言語から取り入れられた言
葉は，もとの言語における言葉と似通った (あるいは完全
に同じ)綴りを持つことが多い (例: スペイン語の “cóctel”
と英語の “cocktail”)．本研究ではこの点に着目し，下記
の距離関数で単語の表層の近さを測った．

DIST(r,s) =
Levenshtein(r,s)

min(len(r), len(s))
(2)

ただし，ここで Levenshtein(r,s)は 2単語の編集距離
を表し，len(r)は単語 r の文字数を表す．また，式 (2)
の分母は編集距離の正規化のために導入している．本研
究では，適当な閾値 ∗4を設定し，閾値よりも表層の距離
が小さい単語のペア (r,s)を全て翻訳可能な文脈語ペア
とした．以降，上記の方法で見つけられた文脈語ペアの
集合は Dsim と記す．

3 ·3 文脈語ペアの目的関数への導入
前節では，翻訳可能な文脈語ペアの集合DtrainとDsim

を見つける方法についてそれぞれ述べた．本節では得ら
れたDtrainとDsimを，翻訳行列を学習する際の手がか
りとして用いる方法について述べる．
前節と同様に，スペイン語から英語へベクトルの翻訳
を行うことを考える．このとき，直観的にはスペイン語の
ベクトルの “amigo”の次元は英語のベクトルの “friend”
の次元と，スペイン語のベクトルの “cóctel”の次元は英
語のベクトルの “cocktail”の次元と強い相関を持つはず
である．この直観に従い，仮にスペイン語のベクトルの
j 次元目が “amigo”との共起頻度を表し，英語のベクト
ルの k次元目が “friend”という語との共起頻度を表すと
すると，翻訳行列W の k行 j 列目の値が他の成分と比
較して相対的に大きくなるよう補正することで，より正
確なベクトルの翻訳が得られるはずである．同様に，ス
ペイン語のベクトルの l 次元目が “cóctel”，英語のベク
トルのm次元目が “cocktail”とそれぞれ対応している場
合，W のm行 l列目の値が相対的に大きくなるように
するべきである．
このように対訳関係にある次元のペアにかかる重みを
強くするため，式 (1)に報酬項を加えた下記の最適化問

∗4 今回は 0.5 に固定した．
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題を解くことによって，翻訳行列を学習することを提案
する．

W ⋆ = argmin
W

n∑
i=1

∥Wxi− zi∥2 +
λ

2
∥W ∥2

−βtrain

∑
(j,k)∈Dtrain

wkj

−βsim

∑
(l,m)∈Dsim

wml

ここで，上記の式における第 3 項と第 4 項は，Dtrain

と Dsim に含まれている文脈語ペアに関して，W の対
応する成分の値を大きくするように働く報酬項である．
この 2 項の係数 βtrain と βsim はハイパーパラメータ
であり，Dtrain と Dsim の最適な重みを開発データによ
り求める．本稿で行った実験では，予備実験の結果から
βtrain = βsim = 5.0とした．

3 ·4 確率的勾配降下法による学習
前節で提案した最適化問題を，確率的勾配降下法 [Bot-

tou 04] の一種である Pegasos [Shalev-Shwartz 11] で解
く．τ 番目の学習例 (xτ ,zτ )が与えられたとき，翻訳行
列W を次式に基づいて更新する．

W ←W − ητ∇Eτ (W )

ここで ητ は学習率であり，Pegasosでは λをハイパーパ
ラメータとして ητ = 1

λτ で表現される．また，∇Eτ (W )

は τ 番目の学習例 (xτ ,zτ )に基づいて求められた勾配で
あり，次式で表すことができる．

2(Wxτ − zτ )x
T
τ − βtrainA− βsimB+λW

ここでAとB は 3 ·3節で導入した 2つの報酬項にそれ
ぞれ対応している．Aは (j,k) ∈ Dtrain のとき akj = 1

となり，それ以外の場合は akj = 0となる行列である．B
も同様に，(l,m) ∈ Dsimのとき bml = 1となり，それ以
外の場合は bml = 0となる行列である．

4. 実 験

我々は，日本語 (Ja)，中国語 (Zh)，英語 (En)，スペイ
ン語 (Es) の 4 カ国語の単語ベクトルを用い，それぞれ
の間の翻訳を通して提案手法の評価を行った．それぞれ
の言語の組み合わせにおけるベクトル翻訳の実験を行い，
学習の目的関数に組み込まれた 2種類の文脈語ペアがそ
れぞれ与える影響を評価した．

4 ·1 デ ー タ セット
日本語，中国語，英語，スペイン語の 4カ国語の単語ベ

クトルを作成するため，下記の手順で各言語のWikipedia

ダンプデータ ∗5 を加工した．まず，wp2txt∗6 を用いて
XMLタグの除去を行う．得られた 4カ国語のテキスト
データのうち，文中の単語が空白等で句切られない言語で
ある日本語と中国語は形態素解析ソフトウェアMeCab∗7と
Stanford Word Segmenter∗8をそれぞれ用いて単語単位に
分割した．続いて，語形変化が存在する英語，スペイン
語，日本語のデータについてはそれぞれ Stanford POS
tagger∗9，Pattern∗10，MeCabを用いて見出し語化し，最
終的なテキストコーパスとした．
次に，上記のテキストコーパスを用いてカウントベー
スの単語ベクトルを作成する．この際，前後 5単語以内
に出現している語を共起語とみなすが，接続詞や助詞と
いった機能語は共起語から除外する．こうして作られた単
語ベクトルは非常に高次元でスパースであるため，全言
語について頻出の共起語上位 10,000語のみを文脈語とし
て残し，10,000次元のベクトルを得た．また，単語の出
現頻度の差異を吸収するため，全てのベクトルの各次元
の値を正の相互情報量 (PPMI; Positive Pointwise Mutual
Information) [Church 90]に変換した後，正規化を行って
スケールを統一した．
最後に，Open Multilingual Wordnet∗11 を用いて，学
習データと評価データとして用いる対訳辞書を作成した．
本研究では，提案手法を応用して対訳辞書の拡張を行う
状況を想定し，頻出語であるほど既に辞書に含まれてい
る可能性は高いことをふまえて，得られた対訳辞書を学
習データと評価データに分割した．具体的には，原言語
のコーパス内での出現頻度が高い順に全ての単語を並べ，
上位 10,000位までの単語を学習データとし，続く 10,001
位から 11,000 位までの単語を開発データ，11,001 位か
ら 12,000位までの単語を評価データとした．このとき，
多義語が存在した場合はそれぞれを独立した対訳語ペア
として学習データに含める．そのため，表 2に示すよう
に，学習データ内の原言語の語彙数は全て 10,000語で固
定されているのに対し，目的言語の語彙数と学習データ
の数は 10,000件よりも大きくなっている．また，原言語
と目的言語の単語が 1:1に対応していないため，Dtrain

の件数も 10,000件を超える場合が存在する．表 2 には
言語対 (Ja→ Es)，(Es→ Ja)，(Zh→ Es)，(Zh→ Es)が
含まれていないが，これはOpen Multilingual Wordnetに
含まれる対訳データが少なく，12,000位までの単語につ
いて対訳辞書を作成できなかったためである．そのため，
この 4種の言語対を除いた計 8つの言語対について，上
記の対訳辞書を作成した．

∗5 http://dumps.wikimedia.org/から入手．バージョンはそれぞれ
Ja: 2014/11/04，Zh: 2014/12/04，En: 2014/10/08，Es: 2015/02/07
である．

∗6 https://github.com/yohasebe/wp2txt/
∗7 http://taku910.github.io/mecab/
∗8 http://nlp.stanford.edu/software/segmenter.shtml
∗9 http://nlp.stanford.edu/software/tagger.shtml
∗10 http://www.clips.ua.ac.be/pages/pattern
∗11 http://compling.hss.ntu.edu.sg/omw/
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4 ·2 比 較 手 法
提案手法の有用性を評価するため，以下に述べる 3種
類の比較手法を実装した．
ベースライン 式 (1)に基づき，翻訳行列を学習する．こ

のとき，提案手法と同様にカウントベースの単語ベ
クトルを翻訳に用いる．ベースラインと提案手法を
比較することで，提案手法で用いる文脈語ペアの集
合DtrainとDsimが単語ベクトルの翻訳精度に与え
る影響を明らかにする．

CBOW 式 (1)に基づき，翻訳行列を学習する．このと
き，提案手法とは異なる，ニューラルネットワーク
によって学習された Continuous bag-of-words モデ
ル (CBOW)の単語ベクトルを翻訳に用いる [Mikolov
13b]．この手法と前項のベースラインを比較すること
で，ベクトル表現手法の差異が翻訳精度に与える影響
を明らかにする．ただし，4 ·1節で述べたとおり，提
案手法及び前項のベースラインで用いたカウントベー
スのベクトルは出現頻度上位 10,000位までの単語の
み共起語として考慮している．一方で，CBOWモデル
のベクトルはコーパス内に出現した全ての単語を共起
語として考慮している．本研究では，word2vec∗12を
用いて 4カ国語の単語ベクトルを得た ∗13．ベクトル
の最適な次元数については，原言語のベクトルの次
元数が目的言語のベクトルの次元数の 2～4 倍にな
るように設定した際の翻訳精度が最も良いという報
告 [Mikolov 13b]がある．本研究ではこれをふまえ，
原言語のベクトルをm次元 (m = 100,200,300)に，
目的言語のベクトルを n次元 (n = 2m,3m,4m) に
設定し，開発データを用いて最適な mと nの組み
合わせを探索した．

Direct Mapping 学習された翻訳行列による翻訳が有用
であることを確認するため，翻訳行列を用いずに単
語ベクトルを翻訳する手法を実装した．この手法で
は，提案手法と同様にカウントベースの単語ベクト
ルを翻訳に用いる．3 ·2節で述べた学習データから
得られるDtrainを用いて，原言語のベクトルの次元
を，目的言語のベクトルの対応する次元に直接変換
する [Fung 98]．この際，原言語の次元と目的言語
の次元が 1:1に対応しない場合も存在する．その場
合，各訳語に対して目的言語内での出現頻度に基づ
き，Reciprocal Rank (順位の逆数)による重み付け和
[Prochasson 09]を用いた．

4 ·3 評 価 手 法
3 ·1節で述べたように，学習した翻訳行列がどれほど
正確に言語間の翻訳を行うことができるかを，ある単語
のベクトルxを翻訳した結果Wxが，どれほど対訳語の

∗12 https://code.google.com/p/word2vec/
∗13 “a” や “the” といった頻出語の影響を抑制するため，サブサ
ンプリングの閾値パラメータを 1e-3 に設定した．

ベクトル z に近くなるかで評価する [Mikolov 13b]．具
体的には，原言語の各単語ベクトルについて，下記 3つ
の手順で評価を行った． (1)原言語から目的言語へベク
トルの翻訳を行う，(2)得られた翻訳後のベクトルを，目
的言語の全ての単語ベクトルと比較し，コサイン類似度
が高いもの上位 n語 (n = 1,5)を選択する．(3) n語の中
に，正解の訳語が含まれているかどうかを評価する．

4 ·4 実 験 結 果
§ 1 訳語選択タスクにおける翻訳精度
表 1に各言語対における単語ベクトルの翻訳精度を示
す．提案手法はベースラインと比較して，ほぼ全ての言
語対において翻訳精度が大きく向上していることがわか
る．CBOWはカウントベースの単語ベクトルのかわり
に CBOWモデルのベクトルを用いることで，ベースライ
ンよりも良い精度を達成しているが，提案手法と比較す
ると僅かな改善に留まっている．
提案手法 (sim無し)は文脈語ペアを学習データのみか
ら探し，文脈語間の表層に関する情報は利用しない．す
なわち，βsim = 0と設定することで，文脈語ペアの集合
Dsimの影響力を除外する．この手法は特に (Ja, En)，(En,
Es) の各組み合わせについて Direct Mapping よりも大
きく優れており，翻訳行列を学習する手法の有用性を示
している．ただし，(Zh→ Ja)と (Zh→ En)については
Direct Mappingの方が提案手法 (sim無し)よりも高精
度となっている．また，逆方向の (Ja → Zh) と (En →
Zh)についても，Direct Mappingから提案手法 (sim無
し)への改善は僅かである．この現象に関して，表 2を参
照すると，(Ja, Zh)や (Zh, En)の各組み合わせと比較し
て，(Ja, En)や (En, Es)の各組み合わせは Dtrain の 1.6
倍から 2倍程度多いことが読み取れる．すなわち，特に
Dtrainとして活用できる対訳辞書が十分存在している状
況であれば，辞書から得られる情報Dtrainが翻訳精度の
向上に大きく貢献するといえる．
また，全ての言語対について，提案手法の結果は提案
手法 (sim無し)を上回っており，その差は特に (Ja, Zh)，
(En, Es)といった言語対において顕著である．日本語と中
国語，英語とスペイン語はそれぞれ文字体系が近く，語
彙の交換が頻繁に存在する．こうした表層的に類似して
いる言語対においては，表層の類似度から得られる情報
Dsim が翻訳精度の向上に大きく貢献すると考えられる．
なお，言語対をまたいで翻訳精度を比較することは，単
語ベクトルを学習する際のWikipediaコーパスのサイズ
が異なるため困難である点に注意されたい．今回は各言
語で頻度順位 11,001位から 12,000位の単語を評価デー
タとしたが，これらの単語はコーパス中での出現頻度は
バラつきがある．高頻度の単語ほど，単語ベクトルが密
となり翻訳するための情報が多く得られるが，一方で低
頻度の単語と比べて意味的曖昧性が多くなり，必ずしも
低頻度の単語に比べて翻訳が容易であるとは限らない．
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表 1 実験結果: 単語ベクトルの翻訳精度

言語対 ベースライン CBOW Direct Mapping 提案手法 (sim 無し) 提案手法
P@1 P@5 P@1 P@5 P@1 P@5 P@1 P@5 P@1 P@5

Ja →Zh 0.6% 1.6% 5.4% 13.8% 9.3% 22.2% 11.1% 26.2% 15.5% 34.0%
Zh→ Ja 0.3% 1.2% 2.9% 11.3% 11.6% 26.9% 7.8% 21.6% 13.1% 27.9%
Ja →En 0.2% 1.0% 6.5% 19.1% 22.3% 37.4% 32.3% 51.0% 32.5% 51.9%
En→ Ja 0.3% 1.1% 4.9% 13.3% 5.4% 13.9% 18.5% 36.4% 19.3% 37.1%
Zh→En 0.2% 0.8% 3.4% 11.8% 23.3% 40.6% 22.3% 40.4% 23.1% 42.0%
En→Zh 0.2% 1.1% 5.1% 13.7% 4.5% 11.8% 9.1% 22.1% 9.5% 23.0%
En→Es 0.2% 1.0% 7.1% 18.9% 11.9% 26.1% 28.7% 45.7% 31.3% 49.6%
Es →En 0.0% 0.6% 7.5% 22.0% 45.7% 61.1% 46.6% 62.4% 54.7% 67.6%

表 2 語彙，学習データ，Dtrain 及び Dsim の件数
語彙 (原言語) 語彙 (目的言語) 学習データ Dtrain Dsim

(Ja → Zh) 10,000 10,641 42,037 9,552 3,189
(Zh → Ja) 10,000 20,356 69,619 9,552 3,189
(Ja → En) 10,000 15,060 50,300 18,296 2,234
(En → Ja) 10,000 28,275 84,451 18,296 2,234
(Zh → En) 10,000 15,784 41,144 9,292 3,551
(En → Zh) 10,000 14,770 38,854 9,292 3,551
(En → Es) 10,000 10,247 34,034 15,567 12,764
(Es → En) 10,000 19,917 48,125 15,567 12,764

表 3 Dsim の有無による正解例の数の変化
(全言語対において，評価データは 1,000 例存在する)

不正解→正解 正解→不正解
(Ja → Zh) 53 9
(Zh → Ja) 60 7
(Ja → En) 9 7
(En → Ja) 11 3
(Zh → En) 14 6
(En → Zh) 8 4
(En → Es) 52 26
(Es → En) 108 27

文脈語の表層の類似度が翻訳行列に与える影響を分析
するため，表 3にDsimの有無による正解例の数の変化を
示す．(Ja, Zh)，(En, Es)といった言語対においてはDsim

が翻訳精度の向上に大きく貢献することは前述したが，
この 2種類の言語対における Dsim の役割は少し異なっ
ていることが表 3 から読み取れる．すなわち，(Ja, Zh)
間の翻訳では，不正解→正解となる例が増える一方で正
解→不正解の例はあまり増加しておらず，Dsim は確実
に正しい方向に，慎重にバイアスをかけているといえる．
しかし，(En, Es)間の翻訳では不正解→正解の増加とと
もに正解→不正解も大きく増加していることから，(En,
Es)間の翻訳行列を学習する場合，Dsimは小さい間違い
は無視して，よりアグレッシブにバイアスをかける働き
をしていると考えられる．
§ 2 学習データの規模による影響
図 1は，各言語対について，学習データの大きさを変化

させたときの翻訳精度 (Precision@1)の変化をプロット
したものである．ただし，学習データは翻訳行列の学習
だけではなく，Direct Mappingにおける次元の変換と，

提案手法の報酬項にも用いられている．図から，Direct
Mappingと提案手法 (sim無し)を比較すると，後者は学
習データが少ないときには有効でないことがわかる．こ
れは後者が学習する翻訳行列のパラメータ数と比較して，
学習データが少ないことから起こる過学習の影響である
と推測される．しかし，Direct Mapping では学習デー
タを増加させても精度向上に寄与しにくいことから，十
分学習データが存在している場面では翻訳行列の学習を
行った方が良いと言える．
また，表層が似ている言語対 (Ja, Zh)と (En, Es)の各
組み合わせについては，特に学習データが多いときに提
案手法の精度が提案手法 (sim無し)を大きく上回ってい
ることがわかる．このことから，文脈語の類似度による
手がかり Dsim が翻訳行列の学習を正しい方向に誘導す
る役割を果たしているといえる．
§ 3 各翻訳手法の出力例
表 4，表 5，表 6に (Zh→ Ja)，(En→ Ja)，(Es→ En)
の出力結果を一部示す．（太字は正解の翻訳語を表す）3
つの言語対全てにおいて，ベースラインは設問に依存せ
ず，どれも似通った翻訳候補を出力している．この現象
は Hubness 問題 [Lazaridou 15] として報告されており，
線形回帰を写像関数として用いることによって，説明変
数が目的変数よりも原点に近い位置に写像される傾向が
あることが原因である [Shigeto 15]ことが知られている．
CBOW の出力をベースラインと比較すると，正解の関
連語が多く存在していることがわかる．たとえば，(En
→ Ja)における sorceress (魔法使い/魔女)の訳語候補に
は「化け物」や「生霊」が，また xenon (キセノン)の訳
語候補には「微粒子」が存在している．こうした例から，
CBOWモデルのベクトルを用いることにより，正解の関
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図 1 学習データの規模が翻訳精度に与える影響

連語が出力されやすくはなるものの，正解は出力できて
いないことがわかる．

Direct Mappingと提案手法 (sim無し)の出力は多く
が共通している．これら 2つの手法は，いずれも学習デー
タに含まれる対訳例をベクトルの翻訳に用いている．前

者はベクトルの次元の変換に直接対訳例を用いるのに対
し，後者はDtrainとして学習の目的関数の報酬項として
取り込まれている．両手法で翻訳に利用できる手がかり
は完全に等しいため，出力結果や翻訳精度が類似してい
ると考えられる．
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表 4 (Zh → Ja) の翻訳例
ベースライン CBOW Direct Mapping 提案手法 (sim 無し) 提案手法

校験位→パリティ/パリティビット/パリティー
1位 違う 考慮 プリミティブ 縫い目 パリティビット
2位 動く 相 クライアント 言葉 パリティ
3位 持つ 把握 結び目 パリティ 縫い目
4位 周囲 規準 用語 正しい クライアント
5位 十分 正しい ディレクトリ 一見 言葉
焼瓶→フラスコ
1位 周囲 卵殻 空気 フラスコ フラスコ
2位 軽い 微粒子 フラスコ 空気 空気
3位 動く フラスコ 溶解 磨る 活栓
4位 小さい 小片 滴 寒天 磨る
5位 持つ 薄片 寒天 天井 寒天
小農→小作農
1位 周囲 変質 小作農 困窮 困窮
2位 見る 溜め込む 困窮 把握 保護
3位 現れる 無駄 配慮 好ましい 把握
4位 かなり 不潔 把握 配慮 小作農
5位 動く 腐敗 作物 保護 配分

表 5 (En → Ja) の翻訳例
ベースライン CBOW Direct Mapping 提案手法 (sim 無し) 提案手法

sorceress →魔法使い/魔女
1位 思う 化け物 魔物 魔物 魔法使い
2位 恐ろしい 生霊 恐ろしい 魔法使い 魔物
3位 捨てる 狂気 魔法使い 呪い 魔女
4位 怒る 暴君 思う 魔女 呪い
5位 邪魔 人殺し 呪い 怪物 エルフ
xenon →キセノン
1位 逆 微粒子 気体 放射 キセノン
2位 実際 蒸散 放射 キセノン 放射
3位 ある程度 変化 粒子 気体 気体
4位 弱い 吸い込む 特性 粒子 粒子
5位 小さい 縮む 小さい 重力 重力
abduct →連れ去る
1位 思う 追い払う 逃げる 連れ去る 襲う
2位 捨てる 騙す 逃げ出す 襲う 連れ去る
3位 恐ろしい 庇う 襲う 殺害 殺害
4位 逃げる 責める 思う 殺し 殺し
5位 怒る 見捨てる 恐ろしい 逃げ出す 逃げ出す

表 6 (Es → En) の翻訳例
ベースライン CBOW Direct Mapping 提案手法 (sim 無し) 提案手法

clericalismo → clericalism
1位 call attitude struggle attitude clericalism
2位 describe banality attitude negativity attitude
3位 intend self-consciousness turn struggle struggle
4位 make fatalistic clericalism clericalism negativity
5位 ignore egoism espouse fatalistic chauvinism
papio → baboon
1位 call crab elephant cow baboon
2位 turn dwarf antelope ichthyosaur crocodile
3位 make elephant cow parcel dwarf
4位 describe crocodile parcel elephant elephant
5位 intend hairy bovid crocodile obscure
yambo → iamb
1位 call fairy call iamb interrogative
2位 turn pluck turn caesura stanza
3位 describe stick stanza interrogative iamb
4位 make dark set gesture caesura
5位 intend croak iamb stanza gesture
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提案手法では，提案手法 (sim無し)で用いる対訳例の
情報に加え，さらに文脈語の表層の類似度を手がかりと
して活用している．この手がかりを Dsim として目的関
数に加えることで，提案手法はより正確な翻訳を出力で
きている．たとえば，(Zh → Ja) における校験位 (パリ
ティビット)の訳語候補を比較すると，提案手法 (sim無
し)では翻訳候補の 3位に正解「パリティ」が出現してい
るが，提案手法では 1位，2位がともに正解 (「パリティ
ビット」「パリティ」)となっている．(Zn→ Ja)におけ
る小農（小作農）や (Es→ En)の yambo (iamb)の翻訳
のように，提案手法で正解を出力できなくなった例も存
在するが，多くの正解は翻訳候補の上位に出力されてい
ることがわかる．

5. お わ り に

本稿では，単語ベクトルを他の言語のベクトルへ翻訳
する際に事前知識を取り込む新しい手法を提案した．我々
は (1)学習データと，(2)表層の類似度という 2種類の手
がかりから得られる文脈語ペアの集合を考慮可能な目的
関数を設計した．提案手法は，Mikolovらが提案した教
師あり学習を用いたベクトル翻訳という連続的な数値最
適化の枠組み [Mikolov 13b]に，対訳辞書や表層の類似
性で定義される単語間の離散的な対応関係 [Fung 98]を
学習の手がかりとして取り込むことで，各手法の短所を
補い，長所を組み合わせた手法と言える．実験から，我々
の手法が日本語，中国語，英語，スペイン語における単
語ベクトルの翻訳精度を大きく向上させることを示した．
本稿で用いたカウントベースの単語ベクトルは，同一
言語内の意味の類似性判定タスクに用いる場合，ニュー
ラルネットワークベースの単語ベクトルと比べて精度が
劣るため [Baroni 14]，単語ベクトルの翻訳が適切に行え
たとしても，類義性判定の失敗により適切な訳語が選べ
ないことがありうる．ただ，Levy らによる最新の報告
によれば，カウントベースのベクトルに特異値分解など
を施すことで，その質をニューラルネットワークベース
の単語ベクトルと同程度に向上させることが可能である
[Levy 15]．そこで，今後の課題としては，目的言語の単
語ベクトルと本研究で翻訳した単語ベクトルに，それぞ
れ Levyらの手法を適用することでその質を改善し，得
られた単語ベクトルの間の類義性判定を行うことで訳語
選択の精度を改善することが挙げられる．
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