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あらまし マイクロブログではユーザ間での情報共有が連鎖することによる情報カスケードがしばしば観測され，そ

の中には商品の回収につながり得る風評の拡散や災害への対処方法の共有など社会的影響力を持つものも存在する．

このような情報カスケードに迅速に対応するために，本稿では Twitterにおける情報カスケードから社会的影響力を

持つ情報カスケードを早期に検知するというタスクを新たに提案し，これを教師あり学習に基づく分類器により解く

手法を提案する．我々はまず，複数人によるアノテーションを行い提案するタスクの妥当性の検証を行った．その後，

本文のテキスト情報や情報カスケードのグラフ構造，情報カスケード毎のユーザ分布，情報カスケードに対してメン

ションを行ったユーザやそのメンションのテキスト特徴量といった多様な特徴量を設計し，カスケードが大規模に成

長するか分類を行ったあとで社会的影響力の有無を分類する二段階の分類手順を踏む方法とそれらを同時に分類する

方法の二種類の手法を提案し比較を行った．実験では，実際のツイートデータセットにおいて検知する対象の情報カ

スケードのサイズ（初期リツイート数）を変化させて社会的影響力を有し 600RT以上に拡散する情報カスケードを検

知する実験を行い，どれだけ早期に検知が可能かを明らかにし，提案した特徴量の有効性を評価した．
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1. は じ め に

近年，オンライン上でユーザが日常的な情報をリアルタイム

に発信する Twitterなどのマイクロブログが盛んに用いられて

おり，その上で友人関係をバーチャルに表すソーシャルネット

ワークが大規模化している．このソーシャルネットワークでは

友人間でのコミュニケーションが行われるが，単なる友人間で

のやりとりにとどまらず，友人から受け取った情報をさらに他

の友人へと発信することが日常的に行われる．このような情報

共有が連鎖することによって引き起こされる情報拡散を情報カ

スケード（以下，誤解なき限りカスケード）という [3]．

近年では，商品を批判する意見が拡散し，商品の回収につな

がるようなケースや，事故や災害への対処方法を共有する動き

など社会的影響力を持つ情報カスケードも観測されている．特

にマイクロブログにおける情報カスケードは，マイクロブログ

のリアルタイム性の高さによって急速に広がるため，政府，マ

スメディア，企業などにとって社会的影響力の高い情報カスケー

ドを早期に発見することは風評被害に対する未然の対処，世論

動向，報道，商品に対するフィードバックとして重要である．

以上のように，マイクロブログにおける情報カスケードには

早期に対応，あるいは認知するべき情報が含まれるが，一方で

アフェリエイトリンクへと誘導するスパムやジョーク，有名人

の日常のつぶやき，広告など社会的影響力の少ない情報も多い．

注目すべき情報カスケードを検知するための研究としては，将

来的に拡大する可能性の高い情報カスケードを検知する手法 [7]

や，スパムツイートを検知する手法 [6]があるが，3. 4節で確認

するように，前者は広く拡散する情報カスケードが必ずしも社

会的影響力を持つとは限らない点で，また後者はスパム以外に

も社会的影響力のない情報カスケードが存在する点で，社会的

影響力を持つ情報カスケードを検知する上では不十分である．

この問題点に対して我々は，マイクロブログにおける情報カ

スケードの中から社会的影響力を持つものを検知するタスクを

提唱した [20]．この研究では，大規模な情報カスケードを分析

し，その分析をもとに社会的影響力を持つ情報カスケードの定

義を行っている．またそれに基づいたアノテーションを行い，

作成したデータセットを用い教師あり学習によって解く手法を

提案した [20]．しかしこの研究には 1) アノテーションが著者

一人によって行われておりタスク設定の妥当性，実験結果の信

頼性の担保が不十分であるという問題点と，2) 600回以上 RT

が観測された情報カスケードのみを対象にしており，情報カス

ケードが広まるかどうか，という前問題を解いていないため早

期検知にどの程度有効か分からない，という 2つの問題点が存

在する．そこで本研究では 1) アノテーションを複数人で行い，

その一致率を元にタスク設定の妥当性を確認し，2) 情報カス

ケードが拡大化するかという問題と組み合わせて解くことで，

社会的影響力を持つ情報カスケードの早期検知という目的に即

した問題設定を行い，それを具体的に解く手法を提案する．

実験では，複数人の被験者によるアノテーションにより構築

されたデータセットを基に SVMを用いて分類器を学習し，分

類器の示す F1 値によって提案手法の有効性の評価を行った．



2. 関 連 研 究

情報カスケードの性質を明らかにすることを目的とし

て，マイクロブログにおけるカスケードの予測に関する研

究 [9] [2] [17] [7]，マイクロブログにおけるカスケード分類の研

究 [16] [5] [11], マイクロブログにおけるスパム検出などが行わ

れている [6] [10]．以下で，これらのタスクについて，我々が提

案するタスクとの関連性を明らかにするとともに，情報カス

ケードの性質の分析に用いられている特徴量を紹介する．

2. 1 カスケード予測に関する研究

カスケード予測に関する研究としては，カスケードの成長 [7]

を予測する研究に限らず，実際につぶやくユーザを予測する研

究 [9]や，ユーザの影響力を定量化する研究 [2]など幅広く存在

する．また，対象とするカスケードもミームを Twitterのハッ

シュタグ [17]や URL [2] [9]とする研究や，あるいは Facebook

の投稿拡散機能であるシェアによる情報カスケードを扱う研

究 [7]など多岐に渡る．

カスケードの成長を予測する研究 [7]は，社会の中で広く拡

散される投稿を当てる問題を解いており，ある意味では社会的

に影響力の高い投稿を当てているともいえる．しかしながら，

1. 節で述べたように，広く拡散される投稿だからといって，必

ずしも社会的影響力を持つ投稿とは限らない．そのため，本研

究ではこれらの研究のように単に拡散するかどうかだけでは無

く，その上社会的影響力を持つかどうかまで分類することを目

指す．また，[6]を参考に成長の予測と組み合わせる手法も行い，

精度の比較を行う．

2. 2 ツイートやカスケードの分類に関する研究

マイクロブログにおけるカスケード分類の研究にはトピック

による意味的分類やグラフパターンによる構造的分類の他にツ

イートの信頼性判定を行うものなどがある．Sriram らはユー

ザが読むツイートを絞るための手助けとしてツイートを News,

Opinions, Deals, Events, Private Messagesの 5つに分類する

手法を提案している [16]．その際，分類の特徴量として Bag of

words を用いている．また，Ren らは各ツイートに対しWeb

Forum や質問応答システムなどで一般的なラベル付けである

複数の階層的な意味ラベル付けを行うことを提案している [14]．

しかし，これらのタスクではツイートの持つ情報の社会的影響

力については考慮されていない．

また，Castillo らはあるトピックのツイート集合において

News クラス，Chat クラス，判断できない，のどのクラスに

属するかを判定した後，自動でそのトピックの信頼性を判定し

ている [5]．その際の特徴量としてはユーザの特徴量，トピック

の特徴量，リツイートの特徴量を用いている．この研究におい

ては，ツイートの信頼性判定に重点が置かれており，前段階の

Newsクラス分類においても，特定の出来事に関するニュース

かどうかという観点で判定が行われている．そのため，本研究

で考える，情報が社会的に影響力を持つかどうかという判断基

準とは異なる．

社会的影響力に関係する分類の研究としては，Zheng らが

ツイートに対して情報の公共性の有無に基づく分類を行ってい

る [12]．ツイートの内容の公共性に基づき，News, Commercial,

Privateの 3種類の区分に分割するという問題に取り組んでい

るが，彼らはツイート本文の特徴量のみを用いているが，我々

が取り組む社会的影響力の影響力の検知にはテキスト特徴量だ

けではなく，グラフ特徴量やユーザ特徴量が有効である [20]．

Topic Detection and Trackingと呼ばれる研究分野では特定

のイベントを表すトピックを時系列データの中から抽出してい

る [1]．その中で，ユーザ毎のトピックや話題の時間変化をモデ

ル化する研究や [4]，近年では新しいトピックの出現の検知とし

て，SNS上でのイベント検知を行う研究 [18]などが行われてい

る．これらの研究で対象とする話題やイベント自体の抽出は，

情報カスケード自体の抽出という点で関連するが，どの研究も

情報の社会的影響力は考慮していない．重要な話題の早期検知

という観点では SNS上で長期間流行する話題の早期検出を行

う研究 [19]，Twitterにおける政治的なトピックの発生を早期

発見する研究 [15]なども存在するが，これらと本研究とは注目

する情報カスケードの性質が異なるといえる．

2. 3 マイクロブログにおけるスパム検出に関する研究

近年マイクロブログでは悪意のある投稿を自動で行うやスパ

ムユーザ・投稿が増加しており，これらを自動検出することが

広く求められている．Chenらはインタラクションの構造に着

目し，クラスタリング係数や推移性等の指標が有効であるとし

ている [6]．Gao らは投稿に注目し，投稿毎にスパム判定をす

るシステムを提案している [10]．

しかし，1 節で述べた通り，社会的影響力の有無を判定する

に際しては，カスケードがスパムでないと判定するだけでは，

3. 4 節で取り上げる例のように，スパムとはいえないが，社会

的影響力を持たない情報カスケードが多く存在するため不十

分である．また，スパム検出は基本的にユーザや投稿に対して

行っておりカスケードは対象としていない．

3. 情報カスケードへのアノテーション

本章では，提案手法の評価に用いる社会的影響力の有無をア

ノテーションした情報カスケードのデータセットの構築方法と

その内容の分析について述べる．アノテーション対象の情報カ

スケードとして，まず，Twitter APIによるツイートの収集を

行い，リツイート数に基づいて情報カスケードの抽出を行う．

このようにして得られた情報カスケードについて，被験者が社

会的影響力の有無をアノテーションすることで評価用のデータ

セットを得る．その後，社会的影響力を持つ情報カスケードの

内容を分析する．

3. 1 Twitterデータセット

情報カスケードの分析，評価を行うためのデータセットとし

ては，著者らの研究室において 2011年 3月より継続的に収集

している Twitterのデータセットを用いた．本データセットは，

150万人程度の公開ユーザからタイムラインを継続的に収集し

たもので，2015年 8月時点で約 250億のツイートが蓄積され

ている．収集対象のユーザは，2011年 3月に 30名程度の著名

な日本人ユーザを選択し，それらのユーザに対してメンション

(以下ではMt)やリツイート (以下では RT)を行ったユーザを



表 1 情報カスケードの統計量

1 月 2 月

カスケード数 (50RT 以上) 31,479 16,817

カスケード数 (600RT 以上) 1,130 475

カスケードへの参加総ユーザ数 407,034 338,640

図 1 1 月,2 月のカスケードサイズの分布

さらに収集対象として順次拡大していったものである．この中

から，2012年 1月から 2013年 2月の間につぶやかれたツイー

トを用いて評価用データセットの構築を行った．

3. 2 情報カスケードの抽出

本稿における情報カスケードは Twitter APIによる公式 RT

によって拡散されたツイート (元ツイート)とその公式 RTの集

合とする．分析対象となる情報カスケードは，次で述べるイン

タラクショングラフに含まれるユーザを観測対象のユーザセッ

トと限定した上で 2013年 1月，2月のツイートそれぞれから

50回以上 RTが観測された日本語を含む元ツイートとその RT

を抽出することによって作成した．また，非公式 RTが起点と

なって RTされ拡散した情報カスケードは今回分析対象から外

した．結果抽出された情報カスケードの統計量は表 1，図 1の

通りである．

また，社会的影響力の有無を判断する情報カスケードは 600

回以上 RTが観測されたものでフィルタし，さらに，情報カス

ケードの社会的影響力の有無を判断する際には（ツイート収集

時に取得していなかった）リンクされている画像等も参照する

必要があったため，リンク先を復元できなかったの 29の情報

カスケードは分析対象から外した．

インタラクショングラフの構築情報カスケードを抽出する期間

以前の 2012 年 1 月から 12 月のユーザ間の投稿のやり取りを

元にユーザ間の関係を表す有向グラフ（インタラクショングラ

フ）Gを作成し，情報カスケードの経路を推定する．なお，推

定した経路は次節で述べる提案手法で分類の手がかりの一つと

して用いる．RT と Mt はどちらもユーザ間の情報のやり取り

を表しており，このようにして得られるユーザ間のつながりは

カスケードの情報伝播の主要な経路となると考えられる．そこ

で各ユーザをノードとして（過去に）情報が流れる方向と同方

向となるよう，RTに関しては RT元から RTしたユーザへ情

報が流れるため同方向のエッジを，Mtに関しては Mtを送る

際は送り先のユーザの投稿を見て送ったと考えられるためMt

表 2 インタラクショングラフ

ユーザ数 1,066,870

Mt 58,627,341

エッジ数 RT 114,848,093

Mt or RT 153,711,945

表 3 1 月，2 月毎のカスケードの社会的影響力の有無

1 月 2 月

社会的影響力有　 188 106

社会的影響力無　 　 942 369

合計　 　 1130 475

の方向とは逆向きのエッジを追加しインタラクショングラフ G

を得る．今回作成したインタラクショングラフの統計量を表 2

に示す．今回分析の対象としたユーザはこの期間に一度はイン

タラクション元となっているユーザであり，およそ 100万ユー

ザ存在した．

3. 3 被験者による社会的影響力の有無の注釈付け

3. 2節で得られた情報カスケードに対し，（著者を含まない）3

人の被験者により，「ツイートに書かれた情報を知ったり，その

情報を不特定多数に知られたりすることで，直接的あるいは間

接的に行動や意思決定に影響を受けるか人がいるか」という観

点で社会的影響力の有無を注釈付けした．なお，このアノテー

ションは実際に RT したユーザが読む/見ると考えられる，元

ツイートの本文，画像，元ツイートに含まれる URLのリンク

先の情報を基に行ってもらった．これによって得られたラベル

における三人の被験者間一致度 [8] は 0.69 となり，[13] によれ

ば相当な一致となり，社会的影響力を持つ情報に関して一定の

共通認識が得られていることが確認できた．

最終的にラベルの不一致は多数決により解消し，最終的な学

習・評価用のデータセットを得た．その結果を表 3に示す．表 3

から分かる通り，社会的影響力を持つ情報カスケードは 600RT

以上確認されたカスケード全体のおよそ 20%弱，50RT以上確

認されたカスケード全体に対してはおよそ 0.6%と少ないこと

が確認された．

3. 4 社会的に影響力のある情報カスケードの分析

前節で抽出した社会的に影響力を持つ情報カスケードに対し，

どのような社会的影響力が存在するかを明らかにするため，拡

散された情報の内容について分類を行った．

分析の結果，社会的影響力のある情報カスケードは 1)個人，

組織，業界，社会への意見に対する共感・反感と 2)影響力の

ある出来事 (事実)の周知，として大別されることが分かった．

個人，組織，業界，社会への意見に対する共感・反感は，その

意見に対し個人，組織，業界が対応する必要があるため社会的

影響力を持ち，社会に対する意見では，そのカスケードが世論

を反映していると考えられるため社会的影響力を持つ．一方，

影響力のある出来事 (事実)の周知には，事件・事故の速報や知

られていない問題の周知が含まれ，それぞれ，世論動向や注意

喚起，啓蒙やデマ訂正，問題提起として重要である．詳細な内

容については著者らの過去の研究 [20]を参考にされたい．

実際にアノテーションされた社会的影響力の種類を分類した



表 4 個人，組織，業界，社会への意見に対する共感・反感の分布

明確 不明確

個人 23 33

組織 44 18

業界 32

社会 45

表 5 影響力のある出来事 (事実) の周知の分布

速報　 　 36

注意喚起・デマ訂正　 　 37

啓蒙　 　 26

結果，個人，組織，業界，社会への意見に対する共感・反感の

個数の合計は 195，影響力のある出来事 (事実)の周知の個数の

合計は 99，社会的影響力の無いカスケードの数の合計は 1311

となった．詳細な分類の結果は表 4,表 5に示す．意見の項目

では組織や社会に対する意見が多いことが分かった．特に世代

などへの意見や，特定の企業に対する批判が多く見られた．ま

た，社会的影響力を持たないとされた情報カスケードの多くは

下に示す例のように日常の面白い出来事やジョークをつぶやく

ものであり，スパムのような情報カスケードはほとんど見られ

なかった．� �
「きょうは 3月並みの気温」と聞いて驚いたり慌てたりし

ている皆さん、落ち着いてください。実は...あしたから

全国的に 3月なんです。

（注）：https://twitter.com/Lionbass/statuses/306912821982158848� �
被験者による社会的影響力のアノテーションの有無の不一致は

啓蒙の項目に多く見られた．啓蒙では，社会的影響力の有無を

判断する際に情報の受け手の知識が影響するため，その部分で

ゆれが見られることが原因であると考えられる．

4. 提 案 手 法

情報カスケードが拡散し，さらに社会的影響力を持つかどう

かを同時に分類する手法を提案する．本研究では 1)直接社会

的影響力を持つ情報カスケードを自動抽出する手法と， 2)第

一段階としてカスケードサイズが 600に達するかどうかを予測

し，その次に著者らの過去の研究で提案している手法 [20]を用

いて分類するという二段階の手順を踏む手法の二種類の手法を

提案し，これらを比較する．

それぞれの自動分類においては線形カーネルのサポートベク

ターマシン (SVM) を用いて情報カスケードの社会的影響力の

有無を識別する分類器を学習し，これを用いて社会的影響力を

持つ情報カスケードの検知を行う．

分類には，著者等の過去の研究 [20] で有効性が示されたテ

キスト特徴量，グラフ特徴量，ユーザ特徴量に加え，情報カス

ケードに対するMtを手がかりとして用いる．このMtは情報

カスケードに対するユーザの反応であり，情報カスケードが

ユーザに対してどのような影響を与えるのか，どのようなユー

ザに対して影響を与えるのかを捉えることで効果的な分類がで

きると考え，Mtに含まれるテキスト，Mtを行ったユーザを特

徴量として用いることを提案する．

なお，初期 n回 RTされた情報カスケードに対して用いる事

ができる Mt の集合は n 回目の RT よりも (時間的に) 前に元

ツイートに対して行われたMtの集合として得られる．今回対

象とするMtは RT数やユーザーに登録されたお気に入りの数

によって自動でMtを行うような botによるMtは社会的影響

力の判別には有効でないと考え，@Favstar, @favstarから始ま

るスクリーンネームのユーザによるMtは取り除いた．

4. 1 テキスト特徴量 (Text)

本研究ではテキスト特徴量としては大きく分けて元ツイート

のテキスト特徴量と情報カスケードに付随するMtのテキスト

特徴量を考える．情報カスケードによって伝播する情報の内容

を表す特徴量として元ツイートの本文特徴量を，情報カスケー

ドがそれを読んだユーザに対してどのような影響を与えたのか

を表す特徴量としてMtのテキスト特徴量を考える．

元ツイートのテキスト特徴量としては，(1) 出現する単語

(BoW) (2) 本文の長さ (lenText) (3) 固有表現の有無 (has ne)

(4)URLの有無 (has url) の 4種類を利用した．

出現する単語 (BoW) 社会的影響力の有無は伝播する情報の

内容によって決まるため，特徴的な単語が出現する (例: 事故，

危険)．実験では Bag of wordsを用い，具体的には，元ツイー

トの本文から URL，ユーザネームを除き，w, Wの連続を一つ

の文字列とする正規化を行った後MeCab（注1）でmecab-ipadic-

NEologd（注2）を辞書に用い形態素解析し，自立語の動詞，名

詞（注3），形容詞を用いた．

本文の長さ (lenText) 意見を述べる社会的影響力を持つ情報

カスケードには，本文の長さが長いものが多く存在する．その

ため，本文の長さも有効な判断基準と考えられる．実験では，

@から始まるユーザネーム，URLを除いた文字数を用い，長さ

が 70以上であるかどうかで本文の長さを表す特徴量とした．

固有表現の有無 (has ne) 固有表現が含まれ，その人物や組

織に対し意見や批判が述べられている場合，その情報カスケー

ドは社会的影響力を持つ可能性が高いと考えられる．そのた

め，ツイートに固有表現が含まれるかどうかは有効な判断基

準となると考えられる．そこで実験では，CaboCha（注4）を用

いて固有表現抽出を行い，組織名 (ORGANIZATION)， 人名

(PERSON)，地名 (LOCATION)，固有物名 (ARTIFACT)の

いずれかの固有表現が含まれているかどうかで特徴量とした．

URLの有無 (has url) 社会的影響力を持たないネタの情報

カスケードは画像を含むことが多い．そのため，URLの有無

は判断基準として有効だと考えられる．そこで実験では，URL

が含まれるかどうかを，1, 0 で表し，特徴量とした．

次に，Mt のテキスト特徴量としては，(1) 出現する単語

(BoWMt) (2)Mtの長さ (lenMt) の 2種類を用いた．テキスト

（注1）：http://taku910.github.io/mecab/

（注2）：https://github.com/neologd/mecab-ipadic-neologd/

（注3）：ただし接尾辞，数は除く

（注4）：http://taku910.github.io/cabocha/



表 6 カスケード構造グラフ

双方向エッジのみ 片方向エッジ

全ユーザ G′(R) Ĝ(R)

直前ユーザ G′
2(R) Ĝ2(R)

表 7 グラフに関する特徴量
(a) ルートユーザのグラフ特徴量 (Graph root)

G(V0)，̂G(V0), Ĝ2(V0) の outdegree

G′(V0), G′
2(V0) の degree

(b) RT したユーザのグラフ特徴量

(Graph RT)

G，̂G, Ĝ2 の outdegree の分布

G′, G′
2 の degree の分布

(c) 情報伝播過程に関する特徴量

(Graph Structure)

G′, Ĝ の最大の連結成分の大きさ

G′, G′
2, Ĝ, Ĝ2 の総エッジ数

G′ の深さの平均

G′ の深さの分布

G′ のクラスタリング係数の平均

の正則化の際に，非公式RTや引用の際に広く用いられる”RT”,

”Rt”, ”rt”, ”QT”, ”Qt”, ”qt”から始まる元ツイートの引用，

元ツイートと全く同様の文字列は削除することで，情報カス

ケードに対する反応のみを抽出した．

出現する単語 (BoWMt) 社会的影響力の有無によってそれを

読んだユーザの反応は変化すると考えられ，その反応を表す単

語は有用な判断基準と考えられる．実験では元ツイートの本文

に出現する単語 (BoW)と同様の方法で特徴量とした．

Mtの長さ (lenMt) 意見を述べる情報カスケードに対しては，

読んだユーザも自分の意見を投稿することがあるためMtの長

さも長くなることが多いと考えられる．そのため，Mtの長さ

も有効な判断基準と考えられる．実験ではMtの長さの閾値は，

訓練データの分布を参考にし，長さが 0であるか (引用やユー

ザ名のみのMt)，長さが 22以下，長さが 23以上の 3種類のど

れであるかで特徴量とした．

4. 2 グラフ特徴量 (Graph)

カスケードの伝播経路構造を特徴量として捉えることを目的

にしてカスケードのグラフ構造を作成する．カスケードのグラ

フ構造はインタラクショングラフ G の RT したユーザの集合

による部分グラフから作成されるが，親密なユーザ間でのやり

とりに注目すること，仮想的な伝播経路を定めることを目的と

し，エッジの残し方を変えることで 4種類のグラフ構造を得る．

まずエッジの残し方を 1) 以前に RT したユーザで，インタラ

クショングラフ上でエッジがあるユーザ全てからのエッジを用

いる場合 2)インタラクショングラフ上でエッジがあるユーザ

のうち直近に RTしたユーザからのエッジのみを用いる場合の

二種類を用いることでインタラクショングラフ G の情報をそ

のまま残したグラフ Ĝと仮想的に伝播経路を定めたグラフ Ĝ2

を作成する．さらにそれぞれに対し双方向のエッジのみを残す

ことで得られるグラフG′,G′
2 を用いることでユーザ間の親密性

を捉えたグラフを作成した．以上の 4種類のグラフをまとめる

と表 6のようになる．

今回用いたグラフ特徴量は表 7に示す．情報カスケードから捉

えたグラフ特徴量は元ツイートを投稿したユーザに対する特徴

量 (Graph root)，RTしたユーザのグラフ特徴量 (Graph RT)，

情報伝播過程に関する特徴量 (Graph Structure) に分類でき

る．前者 2つはユーザ自身の特徴とインタラクショングラフ上

で直接接続しているユーザとの関係を表し，グラフ構造に関す

る特徴量はカスケード伝播特徴を捉えることを目的としている．

ルートユーザのグラフ特徴量 (Graph root) 情報カスケード

が社会的影響力を持つかどうかは，どのようなユーザが発信

元になっているかである程度判断できると考えられる．特にマ

イクロブログ内でどれだけ影響力を持っているか，どれだけの

ユーザに直接 RT されたか，などが重要な要素であると考え，

実験ではルートユーザのグラフ特徴量として，マイクロブログ

内での影響力を表す指数として，Gにおける出次数，情報カス

ケードを直接どれだけ広めたかを表す指数として Ĝ, Ĝ2 の出次

数，G′, G′
2 の次数を用いた．

RTしたユーザのグラフ特徴量 (Graph RT) どのような

ユーザが発信元になっているかが，社会的影響力の判断に

重要なのと同様に，どれだけ影響力を持つユーザが RTしてい

るのかも判断に有効だと考えられる．そのため実験では次数の

分布を用いることで特徴量とした．具体的には，この分布は次

数の逆累積度数分布を次数の軸において対数軸で 10個の binに

分け，特徴ベクトルの各次元に対応させるという手法を用いた．

情報伝播過程に関する特徴量 (Graph Structure) カスケー

ドの成長予測やスパム検知にはグラフ構造に関する特徴量

が有効に働くことが知られている [6] [7]．そのため，社会的影

響力の有無にも有効に働くと考えられる．実験では連結成分，

総エッジ数，クラスタリング係数についてはどれだけ密なグラ

フであるかという指標として，深さはどれだけルートユーザか

ら遠くまで伝播したかという指標として用いた．

4. 3 ユーザ特徴量 (User)

ユーザ特徴量もテキスト特徴量と同様に，RTしたユーザの

特徴量 (userRT) と，情報カスケードに付随する Mt のユーザ

特徴量 (userMt)を考える．

RTしたユーザの特徴量 (userRT) マイクロブログではユー

ザごとに RTするツイートの内容に偏りがあり，社会的影響力

のあるカスケードばかりを RTするユーザや，ネタなど社会的

影響力のないツイートばかりを RTするユーザが投稿を拡散し

ているかどうかが分類の手がかりとなる．そこで，実験ではテ

キストに対する Bag of Words を参考に，カスケードに参加す

るユーザを，いわば Bag of Users として特徴量にした．つま

り，ある情報カスケードのユーザ特徴量を作る際にはその情報

カスケードをつぶやいたユーザの対応する次元を 1, それ以外の

次元を 0にすることでユーザの特徴ベクトルとする．このユー

ザの特徴量の次元は，カスケードサイズ 600の学習データに含

まれるユーザに対応しており，次元数はカスケードサイズ 600

のもので 137,167次元，50のもので 33,234次元となった．



表 8 同時分類を行う際の正例，負例の分布

負例

正例 50 100 200 300 400 600

1 月 　 188 31291 12088 4749 2758 1815 939

2 月 　 103 16714 6014 2203 1195 784 364

表 9 第一段階，成長予測における正例，負例の分布

負例

正例 50 100 200 300 400

1 月 　 1127 31291 12088 4749 2758 1815

2 月 　 467 16714 6014 2203 1195 784

情報カスケードに付随するMtのユーザ特徴量 (userMt) RT

するユーザが情報カスケードの社会的影響力の判断に有効な

のと同様に，情報カスケードに対しMtをしているユーザも社

会的影響力の判断に有効であると考えられる．そのためMtを

行ったユーザに対しても，情報カスケードのユーザ特徴量と同

様にして，Bag of Usersとして特徴量とした．

5. 実 験

本節では 2013年 1月の情報カスケードによって分類器を学

習し，2月の情報カスケードを自動で分類することで，提案し

た分類手法でどれだけ正確に社会的影響力を持つ情報カスケー

ドを検知することができるかを評価する実験について述べる．

5. 1 実 験 手 順

本研究の目的は早期の，つまりカスケードが広がらない段階

でのカスケードの社会的影響力の有無の判 断であるため，学

習・評価の各カスケードは n回以上 RTが観測されたカスケー

ドとし，先頭から n回目までの RTより求められる特徴量を用

い，分類器の学習・評価を行った (n=50, 100, 200, 300, 400,

600)．n が小さければ小さいほど候補となる情報カスケード

（負例）の数が多くなり，正例と負例のバランスが偏ることか

ら難しい問題となる．表 8に，今回の学習セット，評価セット

の正例負例の分布を示す．

分類器の学習の際，グラフ特徴量は各次元が実数値を取る

ため，0から 1の間の値へ正規化を行い，分類器としては LI-

BLINEAR（注5）を用いて線形カーネルの SVMを学習した．ま

た，分類のラベルに偏りがあるため，学習の際に正例側に重み

をかけることで対応した．なお，パラメータチューニングは学

習データにおいて 5分割交差検定を用いて最大の F1 値を取る

パラメータを用いた．

また，二段階で分類を行う場合，第一段階の分類の際は，テ

キスト特徴量，グラフ特徴量，ユーザ特徴量，全ての特徴量を

組み合わせた場合で分類を行い，比較する．その後，最も良い

F1 値を示した分類器を用い，2月分のテストデータの分類を行

い，その結果，著者らの研究室のツイートデータセットにおい

て RT数 600まで成長すると判別されたカスケードを第二段階

の分類の入力として用いる．また，第二段階の分類器は，[20]と

同様，1 月の訓練データにおいて，実際に 600RT 以上観測さ

（注5）：https://www.csie.ntu.edu.tw/~cjlin/liblinear/

表 10 第一段階 (カスケードの成長予測) の F1 値の変化

カスケードサイズ

50 100 200 300 400

ALL 0.290 0.398 0.505 0.602 0.711

Text 0.102 0.208 0.375 0.545 0.695

User 0.150 0.297 0.449 0.580 0.701

Graph 0.406 0.576 0.732 0.819 0.869

Baseline 0.054 0.142 0.336 0.528 0.688

表 11 カスケードサイズの変化に伴う F1 値の変動
カスケードサイズ

50 100 200 300 400 600

提案手法 (同時) 0.142 0.189 0.289 0.338 0.461 0.762

提案手法 (二段階) 0.268 0.378 0.467 0.545 0.585 0.762

Baseline 0.012 0.033 0.086 0.147 0.208 0.361

被験者 A n/a n/a n/a n/a n/a 0.907

被験者 B n/a n/a n/a n/a n/a 0.818

被験者 C n/a n/a n/a n/a n/a 0.900

れたカスケードのみを用いることで学習を行う．

5. 2 実 験 結 果

まず，二段階で分類を行う際の，第一段階の分類結果を表 10

に示す．この結果より，第二段階の分類の際は，グラフ特徴量

のみを用いて分類を行った結果成長が予測されたカスケードを

入力として用いた．

次に，同時分類，二段階分類を行った際の検知結果を表 11に

示し，比較する．参考のため，各被験者と正解ラベル (多数決)

との一致度もともに示す．どれも，全てのカスケードが社会的

影響力を持つとした場合 (Baseline)の F1 値と比較して改善し

ていることが分かる．また，カスケードサイズが小さい (早期

である)ほど F1 値が顕著に小さくなっており，早期の段階で分

類するのは難しいことが確認できる．この原因はカスケードサ

イズの分布が図 1で示した通り，べき乗分布に従っているため

であると考えられる．

また，同時に分類を行う手法と，二段階で分類を行う手法を

比較すると，どのカスケードサイズの場合でも，二段階で分類

を行う手法の方が分類性能が良くなるということが判明した．

これの原因としては，第一段階の「カスケードが成長するかど

うか」という分類において，テキスト特徴量，ユーザ特徴量が

悪影響を及ぼしているからであると推測できる．

5. 3 考 察

5. 3. 1 分類結果の分析

各カスケードを SVMで分類する際の判断基準である，分離

超平面からのマージンを 0から動かすことで，分類器の適合率

と再現率のトレードオフを調査した．なお，二段階分類による

手法では，一段階目は開発データで最大の F1 値を取る閾値を

用い，二段階目の分類平面のマージンを動かすことでトレード

オフを調査した．図 2，図 3にそれぞれのカスケードサイズで

分類を行った際の適合率と再現率のトレードオフを示す．

まず図 2,図 3を比較すると，同時分類を行う手法は二段階分

類を行う手法に比べて適合率が低くなる傾向が見られる．この

原因としては，テキスト特徴，ユーザ特徴によって RT数 600



図 2 同時分類による分類結果

図 3 二段階分類による分類結果

まで拡大しない情報カスケードが多く選ばれることが考えられ

る．一方で二段階で解いた場合は，図 3から分かる通り，直接

解いた場合に比べ再現率が低くなっていることが分かる．この

原因は第一段階で情報カスケードの成長予測を行った段階で正

例となる社会的影響力を持つ情報カスケードが落ちてしまって

いることである．これを防ぐ方法として，第一段階の成長予測

の時点で社会的影響力を持つ情報カスケードに対してはより大

きな重みを付けて学習を行うことや，第一段階，第二段階の学

習を完全に独立には行わず，第一段階の分類結果を第二段階の

分類の特徴量として利用して分類する方法などが考えられる．

5. 3. 2 分類の誤り分析

次に，どのような社会的影響力を持つ情報カスケードを検知

できているのか調査を行った．先頭RT数 50の段階で同時分類

による結果を表 12,表 13に示す．表は 3. 4 節の表 4,表 5と対

応しており，表中のそれぞれの項目の数字は，正しく予測でき

た情報カスケードの数とテストデータに存在する情報カスケー

ドの数に対応する．

この結果から分かる通り，影響力のある出来事 (事実)の周知

の項目についてはほとんど予測を行えていない一方で，個人，

表 12 個人，組織，業界，社会への意見に対する共感・反感の予測結果

明確 不明確

個人 2/3 2/8

組織 9/19 3/4

業界 7/15

社会 4/16

表 13 影響力のある出来事 (事実) の周知の予測結果

速報　 　 1/20

注意喚起・デマ訂正　 　 2/7

啓蒙　 　 2/11

組織，業界，社会への意見に対する共感・反感の項目について

は 65個中 27個と 4割以上の再現率で予測を行えていることが

分かる．このことを踏まえると，炎上等につながる意見や批判

を早期検知することはある程度できているが，危険やデマなど

を広める情報カスケードはあまり早期検知をすることはできて

いないということがいえる．また，この原因としては影響力の

ある出来事 (事実)の周知と個人，組織，業界，社会への意見に

対する共感・反感を同一視してしまっていることが考えられる．

RTするユーザ層やテキスト特徴など，捉えたい特徴が異なる

と考えると，これらを同一視することなく別々の方法で検知を

行うことで，より精度を向上させることができる可能性がある．

6. まとめと今後の課題

本研究では社会的影響力を持つ情報カスケードの早期検知と

いう新しいタスクを提案し，これを教師あり学習に基づく分類

器を用いて解く手法を提案した．

まず，複数人の被験者によるアノテーションを行い，その一

致率を基に社会的影響力を持つ情報カスケードについて問題

の妥当性の担保を行った．次に，社会的影響力を持つ情報カス

ケードを早期に検知を行う手法を提案し，実験により，いずれ

のカスケードサイズの場合でも F1 値で全ての情報カスケード

が影響力有りだとした場合 (Baseline)と比べ大きな改善が見ら

れた．しかし，実用的にはさらなる精度の改善が求められる．

今後の課題としては，データセットの拡大が大きな課題であ

る．社会的影響力の有無について人手でアノテーションを行っ

ているため，正解データを増やすのには大きなコストが伴う．

これを解決するためには自動で正解データを増やす手法や，ク

ラウドソーシングなどを検討する必要がある．また，現在では

第一段階，第二段階の分類を完全に独立に行ってしまっており，

それによって最終的な再現率の低下が起こってしまっている．

これを改善するために，第一段階の分類結果を第二段階の分類

の特徴量として利用することで，現在では第一段階で見落とし

てしまっている社会的影響力を持つ情報カスケードを判別でき

るようになる可能性がある．
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