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あらまし 近年，スマートフォンやソーシャルネットワークサービスの普及によって，リアルタイム性のある，詳細

な情報がウェブにアップロードされるようになった．その結果，ソーシャルメディアには他のメディアよりも実世界

の動きが早期に反映される．また，ソーシャルメディアには他メディアの報道内容を補完するような，より詳細な情

報が含まれることもある．実世界のイベントについて，リアルタイムかつ詳細に把握することは意思決定を下す際に

非常に重要である．そこで，ソーシャルメディアから実世界のイベントを抽出するという機運が高まっている．本論

文では，鉄道運行トラブル発生時の意思決定支援を目的に，Twitterの投稿を解析することによってトラブルの検出

および影響の予測を行う手法を提案する．トラブル検出ではバースト検出手法を用いた実験により，トラブルを早期

に検出できることを示す．影響の予測ではトラブルの継続時間および他路線への影響の予測を行い，実際の運行デー

タと比較して提案手法の有効性を示す．
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1. は じ め に

近年，スマートフォンやソーシャルネットワークサービスの

普及によって，リアルタイム性のある，詳細な情報がウェブに

アップロードされるようになった．スマートフォンの普及率は

世界中で増加の一途を辿っており，特に日本においては 2016年

までに 70%を超えると推定されている．世界中で広く利用され

ているソーシャルネットワークサービスの 1つである Twitter

では，2012 年 6 月に 1 日の投稿件数が 4 億を超えた．また，

Twitterのアクティブユーザの 60%がモバイル端末から利用し

ているということも分かっている．人々は Twitterのようなリ

アルタイムに情報を共有するウェブサービスを，スマートフォ

ンによっていつでも，どこでも利用することができる．その結

果，実世界で発生したイベントは即座にウェブ上のコンテンツ

に反映される．

我々は実世界のイベントの情報をテレビや新聞，ニュースサ

イト，ソーシャルメディアなど様々なメディアを通じて知るこ

とができる．特にソーシャルメディアには，他のメディアより

も実世界の動きが即座に反映されることや，他メディアの報道

内容を補完するような，より詳細な情報を含む場合があるとい

う特徴がある．例えば，地震や台風などの自然災害，交通渋滞，

鉄道の運行トラブルなどが発生すると，ソーシャルメディアに

は現場の状況が即座に反映される．実世界のイベントについて，

リアルタイムかつ詳細に把握することは意思決定を下す際に非

常に重要である．そこで，ソーシャルメディアから実世界のイ

ベントの情報を抽出するという機運が高まっている．

本論文では，鉄道運行トラブルを対象に Twitterの投稿を解

析することによって情報抽出を行う．鉄道運行トラブルは，数

千数万人規模の人が分単位の意思決定に迫られるようなイベン

トである．例えば，トラブルに巻き込まれた際，次の予定を中

止にすべきか，今駅に向かうべきか，このまま車内で待機すべ

きか，他路線に乗り換えるべきかなど様々な意思決定を行う必

要がある．そこで，本論文では鉄道運行トラブル発生時のリア

ルタイムな意思決定支援を目的に，トラブルの検出および影響

の予測を行う手法を提案する．トラブル検出ではバースト検出

手法を用いた実験により，トラブルを早期に検出できることを

示す．影響の予測ではトラブルの継続時間および他路線への影

響の予測を行い，実際の運行データと比較して提案手法の有効

性を示す．

本論文の構成は以下の通りである．まず，2章ではソーシャ

ルメディアから実世界のイベントの抽出を行った関連研究につ

いて述べる．次に 3章で本論文で行うタスクの全体像について

説明する．4章ではトラブル関連ツイートを抽出する方法につ

いて述べる．5章ではバースト検出手法を用いた運行トラブル

の発生および復旧検出を行う．そして，6章では運行トラブル

継続状況を予測する手法，7章では運行トラブルの連鎖の予測

手法について提案し，評価実験を行う．最後に 8章で本論文を

まとめる．

2. 関 連 研 究

ソーシャルメディアを解析することによって，実世界のイベ

ントを抽出するという研究は多岐に渡っている．先行研究は対

象としているイベントの種類によって，人の行動や状態，社会

の動き，経済の動き，自然現象の 4つに大別することができる．



人の行動パターンや状態などを対象にした研究として，Adar

ら [1]らや Sadilekら [2]らの研究がある．Adarらはインター

ネットユーザの過去の検索エンジンのクエリを解析することに

よって，今後の振る舞いを予測するという研究を行った．Sadilek

らは，Twitterの投稿内容，投稿位置，フォロー・フォロワー

関係を解析することによって，人の健康状態を予測するという

研究を行った．

次に，社会の動きを対象とした研究として，Radinskyら [3]

や Panagiotisら [4]による研究がある．Radinskyらは 150年

分のニュース記事を解析することによって，あるイベントが発生

した際に，そのイベントによって将来引き起こされるであろう

イベントを予測する手法を提案した．Panagiotisらは Twitter

を解析することによって，米国議会選挙の予測を行った．

また，経済活動を対象とした研究として，Gilbert ら [5] や

Bollenら [6]，Gruhlら [7]の研究がある．Gilbertらと Bollen

らはいずれも株価変動の予測を行った．Gruhlらはブログ上の

不安表現と株価指数の変動に相関があることを発見し，この相

関を用いることによって株価変動予測を行った．一方で，Bollen

らは Twitterに投稿された感情表現に着目して株価変動予測を

行った．Danielらは，ある書籍のブログ上での言及度合いから

その書籍の売上を予測する手法を提案した．

最後に，自然現象を対象とした研究として，Haipeng ら [8]

や Sakakiら [9]の研究がある．Haipengらは写真共有サイトで

ある Flickr（注1）を解析することによって，アメリカの積雪およ

び植生の有無を観測する研究を行った．Sakakiらは Twitter の

投稿内容と投稿位置を用いて，地震と台風それぞれの発生時間

および発生位置を推定した．

以上で述べた先行研究は，ソーシャルメディアの様々な情報

を用いて，対象イベントの基本的な情報を抽出している．しか

し，意思決定支援を行えるような情報を抽出している研究は著

者の知る限り，存在しない．対象とするイベントの基本情報だ

けでなく，そのイベントの付帯情報や影響など，具体的な意思

決定を可能にできうる情報の抽出がこの分野の課題であると言

える．

3. タスク設定

本章では，本論文で行うタスクの全体像について説明する．

本論文では，大きく 3つのタスクに取り組む．

まず，鉄道運行トラブル発生後および復旧後の早期対応を支

援するため，トラブルの発生時間および復旧時間の検出を行う．

その際，発生したトラブルの深刻さも同時に提示するため，ト

ラブルを全線見合わせ，一部見合わせ，見合わせ (全線および一

部見合わせを同一とみなしたトラブル) の 3つに分けて検出を

試みる．検出した時間と実際の時間の差を評価することによっ

て，トラブルを早期に検出できたかどうかを確認する．

次に，トラブル発生後，次の予定を検討する際の意思決定支

援のために，トラブルが一定時間以上長引くかどうかの予測を

行う．提案手法の有効性は実際の継続時間と予測結果を比較す

（注1）：http://www.flickr.com/

ることによって評価する．

最後に，トラブル発生時の他ルートを検討する際の意思決定

支援のため，トラブルが他の路線に影響を及ぼすかどうかの予

測も行う．提案手法の有効性は実際のトラブル連鎖状況と予測

結果を比較することによって評価する．

4. トラブル関連ツイートの抽出

本章では，路線名を含むツイートからトラブル関連ツイート

を抽出する手法について述べる．

4. 1 トラブル関連ツイート分類器の作成

本論文では，路線名を含むツイートを解析対象とした．路線

名を含むツイートには “今，千代田線が全線で運転見合わせて

いる” というように，現在の運行トラブル状況について述べて

いるものが含まれるため，トラブルの状況を把握する上で重要

な手掛かりとなる．しかし，“これから千代田線に乗る”のよう

に運行トラブルとは関係ないツイートも存在すため，ツイート

が現在の運行トラブルについて述べているかどうかを判定する

必要がある．

そこで，ツイートがトラブルに関連しているかどうかを分

類する分類器を作成した．分類器には線形カーネルの SVM，

SVM のライブラリには LIBSVM（注2）を用いた．特徴量には，

トラブルの状況はツイートの内容から得ることができるため，

ツイートに含まれる形態素を用いた．日本語の形態素解析器に

はMeCab（注3）を用いた．

4. 2 ラベル付きツイートデータの作成

SVMの学習データを作成するために，約 100万ユーザによっ

て投稿された約 100億ツイートの中から，東京メトロ 9路線の

いずれかの路線名を含むツイートを取得する．なお，ツイート

の正規化のため，収集した全てのツイートに対して，i) 検索時

に使用した路線名を “QUERYWORD”という文字に置換，ii)

投稿に含まれる URLを “URL”という文字に置換，iii) 投稿に

含まれる@から始まるユーザ名を “MENTION”という文字に

置換，という処理を行った．

次に，それらのツイートの中から 2011年 9月 21日（注4），2012

年 4月 3日（注5），2012年 9月 30日（注6）の 3日間に投稿された

ツイートをランダムに 5000件サンプリングし，人手でラベル

付けを行う．ラベルの種類は運行トラブルの発生状況，復旧状

況の 2つであり，それぞれ独立にラベル付けを行った．トラブ

ル発生状況のラベルは，T0：運行トラブル発生状況について言

及なし，T1：全線運転見合わせ，T2：一部区間運転見合わせ，

T3：遅延や直通運転中止など運転見合わせ以外の異常の 4種類，

トラブル復旧状況のラベルは R0: 復旧状況について言及なし，

R1: 復旧状況について言及ありの 2種類である．なお，復旧状

況については，実際にツイートを確認した結果，どの種類のト

ラブルから復旧したのかを判断することが困難であるため，ラ

（注2）：http://www.csie.ntu.edu.tw/ cjlin/libsvm/

（注3）：http://mecab.sourceforge.net/

（注4）：台風 15 号の影響で全路線で見合わせや遅延などが生じた．

（注5）：強風の影響で銀座線を除く全路線で遅延などが生じた．

（注6）：台風 17 号の影響で 6 路線で遅延などが生じた．



ベルは 2種類のみとした．ラベル付けの結果を表 1に示す．

T0 T1 T2 T3 R0 R1

#tweet 3010 868 461 661 4745 255

表 1 ラベル付けの結果

4. 3 分類器の性能評価

10分割交差検定によって，分類器の性能評価を行った．表 2

に性能評価の結果を示す．単一のトラブルを対象とした場合は

T1 は F値が 7割弱であるのに対し，T2，T3 は 6割前後と T1

よりも性能が下がる結果となった．また，複数ラベルを同一の

トラブルと見なし，トラブルの粒度を粗くすると，分類器の性

能が上がることも確認できた．

Target Label Precision Recall F-value

T1 0.695 0.666 0.680

T2 0.607 0.573 0.589

T3 0.583 0.534 0.557

T1 + T2 0.715 0.711 0.713

T1 + T2 + T3 0.759 0.746 0.752

R1 0.710 0.671 0.690

表 2 10 分割交差検定の結果

5. 鉄道運行トラブルの検出

本章では，鉄道運行トラブルの発生時間および復旧時間を検

出する方法について述べ，検出した時間と実際の時間の差を評

価することによって，提案手法の有効性を確認する．なお，ト

ラブルは全線見合わせ，一部見合わせ，見合わせの 3つに分け

て検出を試みる．

5. 1 提 案 手 法

本論文ではバースト検出手法を用いて，トラブルの発生

時間および復旧時間の検出を行う．データストリーム中の

異常箇所はバーストと呼ばれ，バーストを検出する様々な研

究 [10]，[11]，[12]，[13]，[14] が行われている．運行トラブルが発

生した時間帯にはトラブル関連ツイートが数多く投稿される．

トラブル関連ツイートの出現時系列をデータストリームとみな

すと，トラブル関連ツイートが集中している箇所はバーストと

みなせる．

そこで，4. 1節で作成した分類器によって抽出したトラブル

関連ツイートの出現時系列に対して蝦名ら [14]のリアルタイム

バースト検出手法を適用する．バースト検出によって，バース

トした期間が得られるため，本論文では，その期間の終了時間

をトラブルの検出時間とする．蝦名らの手法は Zhang ら [11]

の手法をリアルタイムにバースト検知ができるように改良した

ものである．Zhangらの手法は一定期間ごとにバースト解析を

行う．監視する間隔を短くすることでリアルタイムに近いバー

スト検出が可能になるが，イベントが発生していない期間に無

駄な計算が行われる．したがって，監視対象とするイベントの

数に比例して計算時間が増加するため，リアルタイムなバース

ト検出手法には不向きである．一方で，蝦名らの手法はイベン

トが発生するごとにバースト解析を行うため，イベントが発生

していない期間の無駄な計算を削減することができる. また，

一定期間内に複数イベントが発生した場合に，それらを 1つの

データに圧縮してデータを保持することによって，イベントが

集中して発生した際の膨大な計算を避けることができる．した

がって，蝦名らの手法はリアルタイムなバースト検出を行うこ

とが可能になり，鉄道運行トラブルという，リアルタイム性が

重要なイベントの検出に適していると言える.

蝦名らの手法では，いくつかのパラメータを与える必要があ

る．パラメータはバーストの判定基準や，計算をどの程度を

省くか，解析時間の最小単位などを決定する．本論文では，ツ

イートの投稿時間が秒単位で得られることから，解析時間の最

小単位は 1秒に設定した．残りのパラメータの調整を行うため

に，あるトラブル nに対してパラメータの組θを与えたときの，

バースト検出の結果を式 (1)によって評価する．

scoren(θ) = |Tactual(n)− Tn(θ)| (1)

ただし，Tactual(n) は実際の運行トラブルの発生時間，Tn(θ)

はパラメータθ が与えられたときのバースト検出時間である．

ここで，時間は全て秒単位である．トラブルの総数を K とす

るとき，あるトラブル nに適用するパラメータは式 (2) のよう

に決定する．

arg min
θ

K∑
i=1,i |=n

scorei(θ) (2)

パラメータの探索はグリッドサーチによって行った．

5. 2 評 価 実 験

2011年 3月から 2013年 10月までに東京メトロにおいて発

生した運行トラブルを対象に評価実験を行った．検出結果は式

(1)によって評価する．表 3に対象としたトラブルの数を示す．

正解データには goo路線運行情報（注7）を用いた．トラブル関連

T1 T2 T1 + T2

Occurrence 52 39 88

Recovery 36 26 54

表 3 運行トラブルのケース数

ツイートの抽出には，対象とするトラブルに応じた分類器を用

いた．ただし，復旧検出においては，いずれのトラブルに対し

ても R1 を正例に学習させた分類器を用いた．

蝦名らの手法はバースト検出を行う前にデータ構造内に一定

のデータを蓄積する必要がある．その際に，バースト検出対象

の日に投稿されたツイートを用いると，その日の早い時間帯で

実際のバーストがあった際にバースト検出ができなくなる．そ

こで，東京メトロが営業を行わない午前 1時から午前 5時まで

の約 4時間を除いた 20時間における，トラブル関連ツイート

の平均到着間隔で予めデータを蓄積した状態で評価実験を行っ

た．トラブル関連ツイートの平均到着間隔は式 (3)によって求

める．

（注7）：http://transit.goo.ne.jp/unkou/



20× 3600

AV G(m)× FPR
(3)

ここで，AV G(m)は東京メトロの路線名mを含むツイート数

の平均値，FPRは分類器の False Positive Rateである．

比較手法には，トラブル関連ツイートの 5分間隔のヒストグ

ラムに対して閾値を設定し，その閾値を超えた区間の終了時間

をバーストとする手法を用いた．閾値は，蝦名らの手法のパラ

メータと同様にして求めた．

実験結果を表 4に示す．トラブルの発生検出では，T1，T1+T2

Method T1 T2 T1 + T2

Occurrence
Burst Detection 286.0 1404.5 254.0

Threshold 420.0 1260.0 420.0

Recovery
Burst Detection 313.0 1903.0 452.0

Threshold 241.0 3539.0 301.0

表 4 バースト検出の評価値の中央値

においてバースト検出手法の評価値が閾値による手法に比べて

2分から 3分程度良く，バースト検出手法の有効性が確認でき

た．T2 においては，バースト検出手法，閾値による手法のいず

れも実際のトラブル発生時間との誤差が 20分以上となってお

り，実用的でないことが分かった．復旧検出においては，バー

スト検出手法によって T1 では 6分以内，T1 + T2 で 8分以内

に検出できた．しかし，いずれの場合も閾値による検出手法の

方が早期に検出できており，バースト検出手法を用いることの

有効性は確認できなかった．また，T2 の検出においては，トラ

ブルの発生検出の場合と同様に，バースト検出手法，閾値によ

る検出手法のいずれも実用的でないことが分かった．

一部見合わせの検出においてバースト検出手法が有効に機能

しなかった原因について考察を行う．評価値が 1800秒を超え

た 14件のケースについて解析したところ，主な原因は正解デー

タの不正確さであった．ツイートの内容を確認したところ，正

解データでは一部見合わせになっているが，実際には一旦全線

で運転を見合わせた後に一部運転見合わせに変わっているとい

うケースが 5件見られた．この場合は，運行状況が全線見合わ

せから一部見合わせに切り替わる時間を正解時間にしない限り，

一部見合わせの検出の評価を正しく行うことはできない．正確

な正解データを準備して評価を行う必要がある．また，Twitter

ではトラブルの発生についての投稿がなされているにもかかわ

らず，正解データではその時間帯は異常なしとされていたケー

スが 3件あり，より詳細な運行情報に基づいて評価する必要が

あると考えられる．

次に，バースト検出手法が有効に機能した場合についての考

察を行う．図 1に 2012年 4月 3日の東西線の運転見合わせの

発生検出を行った際の見合わせ関連ツイートのヒストグラムお

よび検出時間を示す．実際のトラブル発生時間付近にトラブル

関連ツイートが最も集中して出現していることが分かる．この

ようなケースではバースト検出手法が有効であることが分かっ

た．このケースでは実際のトラブル発生時間とバースト検出に

よる検出時間の差は 85秒である．一方で，閾値による検出手

法では，実際のトラブル発生時間よりも早期にトラブル関連ツ
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図 1 2012年 4月 3日の東西線の運転見合わせのヒストグラムおよび

検出時間
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図 2 2011 年 9 月 21 日の東西線の全線見合わせのヒストグラムおよ

び検出時間

イートが集中した箇所を検出時間としており，誤差が 32280秒

と非常に大きい．

バースト検出手法が有効に機能しなかったケースとしては，

2011年 9月 21日に東西線で発生した全線見合わせが挙げられ

る．図 2にこのケースの全線見合わせ関連ツイートのヒストグ

ラムおよび検出時間を示す．このケースではバースト検出手法，

閾値による検出手法いずれの場合も実際のトラブル発生時間よ

りも非常に早い段階で発生したバーストを検出している．この

バーストは分類器の誤分類によって生じたものである．また，

このケースはバーストしている箇所が複数見られた．正解時間

の前のバーストは，一部で運転を見合わせたことに対して，単

に「止まった」としか述べていないツイートが多く投稿された

ことによって生じたものである．また，正解時間の後のバース

トは，全線見合わせの情報が遅れて拡散されたことによって生

じたものである．このように，複数のバーストが存在する場合

は正解時間を検出するのは困難であることが確認できた．誤分

類によるバーストは分類器の性能を良くすることによって解決

できるが，他のバーストを検出しないようにすることは困難で
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図 3 評価値の 1 時間以内の分布

あると考えられる．

最後に，トラブル発生検出の評価値の累積分布を図 3 に示

す．バースト検出によって，T1 は，5分以内に全体の 5割強，

T1 + T2 は 5分以内に全体の 6割弱のトラブルを検出できたこ

とが確認できた．一方で，T2 ではバースト検出手法，閾値に

よる手法いずれも 5分以内に検出できたケースが全体の 1割に

も満たなかった．また，累積分布が 8割程度のところで平坦に

なっていることから，バースト検出が有効に機能するケースは

実験データ全体の 8割程度であり，残りの 2割は図 2で示した

例のように検出が困難であると考えられる．

6. 鉄道運行トラブルの継続時間の予測

本章では，運行トラブル発生後にそのトラブルが収束するま

での時間を予測する手法について提案し，見合わせを対象にし

た実験によって評価を行う．

6. 1 提 案 手 法

トラブル発生後 5分の間に投稿されたトラブル関連ツイート

から，そのトラブルが t 分以上継続するかどうかを判断する．

本論文ではトラブル発生後，継続時間を予測する問題を，継続

時間がある一定時間以上かどうかでトラブルを分類する問題と

して捉える．まず，トラブルが発生してから 5分間に投稿され

た路線名を含むツイートから，4. 1節で作成した分類器によっ

てトラブル関連ツイートを取得する．次に，取得したトラブル

関連ツイートをすべて合わせて 1 つのドキュメントとみなし，

ドキュメントごとに特徴量を求める．特徴量には，ツイートに

トラブルの継続時間を示唆するような内容が含まれると仮定し，

ドキュメントの中に含まれる形態素を用いる手法 (以下，WA

と呼ぶ)と，ドキュメントの中の形態素の出現回数を用いる手

法 (以下，WCと呼ぶ)の 2通りを実験する．トラブルの継続時

間がある時間 tよりも長い場合を正例，短い場合を負例とした

学習データによって，分類器を学習する．分類器には線形カー

ネルの SVMを用いた．

6. 2 評 価 実 験

2011年 3月から 2013年 10月までの間に東京メトロ 9路線

において発生した見合わせ 60件を対象に評価実験を行った．正

0 50 100 150 200 250 300 350

Duration [minute]
0

2

4

6

8

10

12

14

16

#
tr
o
u
b
le

0.0

0.2

0.4

0.6

0.8

1.0

A
cc
u
m
u
la
ti
o
n
 R
a
ti
o

図 4 継続時間の分布

Method 15 分 30 分 45 分 60 分

WA 0.633 0.650 0.717 0.817

WC 0.600 0.667 0.717 0.783

Baseline 0.650 0.533 0.583 0.650

表 5 継続時間の分類精度

Positive Feature(30 分未満) Negative Feature(30 分以上)

品詞 特徴量 重み 品詞 特徴量 重み

名詞 故障 0.132 名詞 人身 -0.131

名詞 一時 0.092 名詞 ユーザ名 -0.109

名詞 点検 0.082 名詞 停電 -0.079

名詞 ドア 0.077 名詞 勘弁 -0.076

名詞 ホーム 0.073 動詞 見合わせ -0.074

表 6 t = 30 分におけるWA を用いた SVM の特徴量の重みの例

Positive Feature(15 分未満) Negative Feature(15 分以上)

品詞 特徴量 重み 品詞 特徴量 重み

名詞 銀座 0.119 名詞 車輌 -0.113

名詞 ホーム 0.118 名詞 停止 -0.094

名詞 点検 0.114 動詞 見合わせ -0.085

名詞 ドア 0.113 名詞 町 -0.085

名詞 車両 0.107 名詞 勘弁 -0.074

表 7 t = 15 分におけるWA を用いた SVM の特徴量の重みの例

解データには goo路線運行情報を用いた．これらのトラブルの

継続時間についての統計を図 4に示す．トラブルの継続時間に

対して設定する閾値 tは 15分，30分，45分，60分の 4通り

とした．評価は leave-one-out 交差検定によって行う．ベース

ラインには，全て正解クラスが多いクラスと判定する手法を用

いた．

表 5に分類精度を示す．t = 15分においては，ベースライン

が最も高い精度を示したが，その他においては提案手法の有効

性が確認できた．また，用いる特徴量としてWAを用いた方が

WCよりも良い分類性能を示す傾向があることが分かった．

次に，表 6に特徴量にWAを用いて 30分以上長引くかどう

かを判定する分類器の重みの例を示す．この分類器では，ホー

ムドアの点検や車両故障による見合わせの場合は早期に復旧す

る傾向にあることや，人身事故や停電による見合わせは長引く



傾向にあるというような，一般的な知識を学習していることが

重みから判断することができる．その結果，予測精度が良かっ

たと考えられる．

一方で，提案手法が有効に機能しなかった，特徴量にWAを

用いて 15分以上長引くかどうかを判定する分類器の重みを表

7 に示す．15 分未満を判断する場合においては，30 分の場合

と同様に有効な特徴量が確認できた．しかし，15分以上の場合

を見てみると，トラブルが長引くことを示唆するような特徴量

は見られない．また，それぞれのクラスについて F値は 15分

未満については F値が 0.667であるのに対し，15分以上では

F値が 0.593という結果であった．したがって，15分以上のト

ラブル分類時の性能が悪く，提案手法が有効に機能しなかった

と考えられる．

7. 鉄道運行トラブルの連鎖予測

本章では，鉄道運行トラブルが発生した際に，そのトラブル

が他の路線に連鎖するかどうかを予測する手法について提案す

る．首都圏で発生した運行トラブル (見合わせ，遅延，直通運

転中止などを全て同一とみなしたトラブル) を対象にした評価

実験により，提案手法の有効性を示す．

7. 1 実験データの作成

運行トラブルが他の路線に影響を与えたかどうかの正解デー

タを作成するために，2011年 6月から 2013年 10月までに発

生した運行トラブルの情報を goo路線運行情報から取得した．

まず，取得した路線運行情報の中から他路線の影響を受けた

ことによって，運行トラブルが発生したケースを抽出する．他

路線からの影響を受けたことが明確に記述されている例を以下

に示す．

• 山手線は 22:38頃、京浜東北根岸線内で発生した人身事

故の影響で、現在も一部列車に遅れが出ています。

• 湘南新宿ラインは東海道本線内で発生した人身事故の影

響で、一部列車に遅れが出ていましたが、12:30現在、ほぼ平

常通り運転しています。

運行情報は自然言語で書かれているが，文章が定型的である．

そこで，パターンマッチングによって他の路線に影響を与えた

運行トラブルの情報を抽出した．抽出する情報は，連鎖元の路

線 x，連鎖先の路線 y，連鎖元のトラブル発生時間 tの 3つで

ある．適用したパターンは以下の 2つである．1つ目は，先に

述べた例の 1 つ目に相当するもので，路線 y について「t 頃、

x線内で」という記述を含むパターンである．この場合，連鎖

元となったトラブルの発生時間も分単位で取得することができ

る．2つ目は，先に述べた例の 2つ目に相当するもので，路線

y について，「x線内で」という記述を含むパターンである．こ

の場合，連鎖元となったトラブルの発生時間は取得することが

できない．そこで，連鎖元のトラブル発生時間を取得するため

に，この情報が掲載された日と同じ日に，この情報が掲載され

るよりも早く掲載された路線 xのトラブル情報が存在するかを

調べる．もしそのような路線 xのトラブル情報が存在し，その

トラブルの詳細に「t頃」という記述がなされていた場合，こ

の tを連鎖元のトラブル発生時間とする．

連鎖ありのデータ数 717

連鎖なしのデータ数 436

連鎖元の路線数 28

連鎖先の路線数 69

表 8 連鎖予測で用いるデータの統計

次に，他路線に影響を与えなかった運行トラブルを抽出する．

まず，トラブルの詳細に「t頃」という記述が存在し，かつ，「線

内」という記述がないものを取得する．このような例を次に

示す．

• 京浜東北根岸線は 22:19頃、東京駅で発生した人身事故

の影響で、現在も列車に遅れが出ています。

その後，先に述べた方法で連鎖ありと判定されたトラブルと重

複しないかを確認し，連鎖ありのトラブルに含まれなかったも

のを，連鎖なしの正解データとする．

以上で述べた方法によって，連鎖あり，なしそれぞれの運行

トラブルの正解データを作成した．連鎖元の路線として対象と

したのは，首都圏の鉄道のうち，路線名を含むツイートを十分

取得できる路線である．また，連鎖なしの正解データにしか含

まれない路線は除外した．表 8に作成した正解データの統計を

示す．

7. 2 提 案 手 法

本論文では，路線 xi で発生したトラブルが路線 yj へ連鎖す

るかどうかという予測を分類問題として捉える．まず，路線 xi

のトラブル発生後 5分間に投稿された路線名を含むツイートか

ら 4. 1節で作成した分類器によってトラブル関連ツイートを抽

出する．抽出したトラブル関連ツイートを 1つのドキュメント

とみなし，特徴量を求める．特徴量にはツイートの中にトラブ

ルが連鎖するかどうか示唆する内容が含まれると仮定して，ド

キュメントの中に形態素が出現したかどうか (以下，WAと呼

ぶ)，ドキュメントの中の形態素の出現回数 (以下，WCと呼ぶ)

を用いた．さらに，ダイヤが密になる通勤時間帯などにおいて

は，他路線からの影響を受けやすいと仮定し，トラブルの発生

時間 (以下 Tと呼ぶ)も特徴量として用いる．次に，連鎖先の

路線ごとに分類器を作成する．ここで，連鎖元と連鎖先のペア

ごとに分類器を作成しない理由は，学習データを十分に確保で

きないためである．分類器の学習方法の違いによって，2種類

の手法を提案する．

1つ目の手法は，連鎖先の路線 yj の分類器の学習に，全トラ

ブルを用いる手法である．例として，連鎖元の路線として x1，

x2，x3，連鎖先の路線として y1，y2，y3 が存在する場合を考

える．図 5のように，連鎖元から連鎖先に，連鎖率を重みとし

たエッジを生成する．ここで，連鎖が発生しない場合は連鎖率

は 0 としてエッジを生成する．このとき，y1 の分類器の学習

には連鎖元の路線 x1，x2，x3 で発生したトラブル全てを用い

る．正例 (連鎖あり)には，x1 および x2 で発生したトラブルの

うち，y1 に連鎖したトラブルを用いる．負例 (連鎖なし)には，

x1，x2，x3 で発生したトラブルのうち，y1 に連鎖しなかった

トラブルを用いる．ここで，負例には y1以外の路線に連鎖した

トラブルも含まれる．例えば，x1 から y2 には連鎖したが，y1



図 5 連鎖関係を表す有向グラフの例 (連鎖率あり)

図 6 連鎖関係を表す有向グラフの例 (連鎖率なし)

には連鎖しなかったようなトラブルは，y1 の分類器の学習では

負例として扱う．予測を行う際は，全ての分類器を用いる．す

なわち，連鎖先の路線すべてに対して，連鎖するかどうかの予

測結果が得られる．この手法は全ての連鎖パターンの予測を行

うことができる一方で，負例の数が多くなりすぎるという欠点

がある．

2つ目の手法は，連鎖先の路線 yj の分類器の学習に，yj の

連鎖元になった路線のトラブルのみを用いる手法である．例と

して，1つ目の例と同じ状況を考える．図 6のように，連鎖が

発生した場合のみ連鎖元から連鎖先にエッジを生成する．この

とき，y1 の分類器の学習には x1，x2 で発生したトラブルのみ

を用いる．正例には x1 および x2 で発生したトラブルのうち，

y1 に連鎖したトラブルを用いる．負例に用いるデータは x1 お

よび x2 で発生したトラブルのうち，y1 に連鎖しなかったトラ

ブルである．予測を行う際は，学習時に連鎖先となったことが

ある路線の分類器のみを用いる．例えば，x1 で発生したトラブ

ルの連鎖予測を行う場合は y1 および y2 の分類器，x2 で発生

したトラブルの連鎖予測を行う場合は y1 および y3 の分類器を

用いる．この手法は，負例の数を少なくすることができるが，

学習時に発生しなかった連鎖パターンを予測することはできな

い．例えば，テストデータに x1 −→ y3 という連鎖が存在する場

合は，予測を行うことができない．

7. 3 評 価 実 験

評価実験では作成した正解データのうち，2011年から 2012

年に発生した運行トラブルを学習データ，2013年に発生した運

行トラブルをテストデータとして用いる．評価は連鎖元から連

鎖先のエッジ単位で行う．ここで，分類器を作成する際に，学

習データの正例，負例の数がそれぞれ 5件以上ずつ存在しない

路線は評価の対象から除外した．トラブルを限定して学習する

手法では，学習データに含まれない連鎖パターンに対して予測

を行うことができない．そのため，学習データに含まれる連鎖

元の路線から新たな路線への連鎖は False Negative として扱

Method Precision Recall F-value

WA 0.587 0.456 0.513

WA+T 0.539 0.516 0.528

WC 0.629 0.544 0.583

WC+T 0.607 0.554 0.579

表 9 全トラブルを学習する手法の連鎖ありの分類結果

Method Precision Recall F-value

WA 0.733 0.469 0.572

WA+T 0.736 0.496 0.593

WC 0.749 0.479 0.584

WC+T 0.738 0.516 0.608

表 10 トラブルを限定して学習する手法の連鎖ありの分類結果

Line Method Precision Recall F-value

都営浅草線 WC 1.000 1.000 1.000

京王線 WA 0.958 1.000 0.979

東京メトロ東西線 WC+T 1.000 0.682 0.811

東急田園都市線 WA+T 1.000 0.667 0.800

東京メトロ副都心線 WC+T 0.750 0.750 0.750

表 11 分類結果が良かった路線

Line Method Precision Recall F-value

京浜東北線 WA+T 1.000 0.118 0.211

山手線 WC 0.500 0.273 0.353

東急東横線 WA 1.000 0.231 0.375

横須賀線 WA 1.000 0.263 0.417

東海道線　　　　　 WA+T 0.643 0.310 0.419

表 12 分類結果が悪かった路線

う．また，学習データに含まれない路線が連鎖元となった場合

は，その路線から連鎖するトラブルは False Negative，連鎖し

ないトラブルは True Negativeとして評価する．

テストデータ全てに対する実験結果を表 9，10に示す．特徴

量は形態素の出現回数を考慮した方が有効であることが分かっ

た．また，トラブルを限定して学習する手法では，特徴量にト

ラブル発生時間を加えることが分類精度向上に寄与した．さら

に，トラブルを限定して学習する手法では，未知の連鎖パター

ンの予測を行えないため，全トラブルを学習する手法に比べて

再現率は低いが，適合率と F値は高いことが確認できた．トラ

ブルを限定して学習する手法は，学習データを増やして，対応

できる連鎖パターンを増やすことで，再現率の向上を期待する

ことができる．

次に，トラブルを限定して学習する手法によって，連鎖元の

路線ごとに予測を行った際の連鎖ありの分類結果の一部を表 11

および表 12に示す．路線ごとに予測結果に大きなばらつきが

見られた．連鎖ありの分類結果について見てみると，京王線や

東西線の F値が高いことが確認できる．これらの路線は共通し

て，連鎖パターンが単純であることが確認できた．例えば，京

王線は 3種類の路線に影響を与えるが，この 3路線がいずれも

京王線でトラブルが発生した場合，ほぼ全てのケースで影響を

受けている．このように連鎖パターンが単純な路線に対する予

測結果は良い傾向にあった．一方で，京浜東北線や山手線の連



鎖ありの F値は低いことが分かる．京浜東北線や山手線はいず

れも 10路線以上に影響を与え，かつ，連鎖先の路線も多くの

路線から影響を受ける．このように連鎖パターンが複雑な路線

に対する予測においては，再現率が低いために F値が下がる傾

向にあった．複雑な連鎖パターンの予測を行うには，連鎖元と

連鎖先のペアごとに分類器を作成するなど，他の手法を検討す

る必要がある．

8. まとめと今後の課題

本論文では，鉄道運行トラブル発生時の意思決定支援を目的

に，Twitterを解析することによって首都圏の鉄道運行トラブ

ルの検出および継続時間と連鎖の予測を行った．運行トラブル

の検出では，蝦名らが提案したリアルタイムバースト検出手法

を用いることで，運行トラブルの発生時間および復旧時間の検

出を試みた．評価実験の結果，全線見合わせおよび見合わせの

発生検出において，半数以上のトラブルを 5分以内の誤差で検

出できることが確認できた．トラブルの継続時間の予測におい

ては，トラブル発生後 5分間のトラブル関連ツイートを解析す

ることによって，そのトラブルが一定時間以上長引くかどうか

を判定する手法について提案し，評価実験を行った．実験結果

から，30分，45分，60分以上長引くかどうかを判定する場合

に提案手法の有効性が確認できた．トラブルの連鎖予測におい

ては，トラブル発生後 5分間に投稿されたトラブル関連ツイー

トを解析し，そのトラブルが他路線に影響を及ぼすかどうかを

予測する手法について提案した．評価実験の結果，路線によっ

ては実用レベルで連鎖の予測が可能であることが確認できた．

今後の課題として，まずトラブル関連ツイートを抽出する分

類器の性能向上が挙げられる．本論文では，ツイート中に出現

する形態素のみを特徴量として用いたが，性能向上のために文

脈を考慮できる特徴量を加えたり，路線ごとに分類器を作成す

るなど様々な方法を検討する必要がある．また，本論文で扱わ

なかった鉄道運行トラブルに関する情報抽出も今後の課題であ

る．本論文では路線名を含むツイートのみを解析対象としたが，

例えば駅名を含むツイートも解析対象に加えることで，運行ト

ラブルの発生場所を抽出できる可能性もある．本論文で提案し

た手法の改良に加え，鉄道運行トラブル状況に関する様々な情

報抽出の可能性を模索する必要がある．
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