
社団法人 電子情報通信学会

THE INSTITUTE OF ELECTRONICS,
INFORMATION AND COMMUNICATION ENGINEERS

信学技報

TECHNICAL REPORT OF IEICE.

マイクロブログにおける対話ネットワークと投稿内容を併用した

ユーザ推薦に関する一考察

岡本 大輝† 豊田 正史† 喜連川 優†,††

† 東京大学大学院情報理工学系研究科
† 東京大学大学院情報理工学系研究科

† 東京大学大学院情報理工学系研究科，国立情報学研究所
E-mail: †hokamoto@tkl.iis.u-tokyo.ac.jp

あらまし ソーシャルネットワーク上でユーザに他のユーザを推薦するユーザ推薦は，多くのソーシャルメディアに

おいて提供されている．ユーザ推薦は，ユーザ間のコネクション形成を促進するうえで重要であり，ユーザは多くの

ユーザとコミュニケーションを取り，効率的な情報収集を行うことが可能になる．ユーザ推薦はグラフにおけるリン

ク予測問題の一種であり，ソーシャルネットワークのグラフ構造に着目した手法，発言内容に基づく手法等が提案さ

れているが，これらを併用することでさらなる精度向上が期待される．本論文では，マイクロブログサービスの１つ

である Twitter上において，ユーザ間の対話関係を表すグラフ構造を用いた Random Walk手法と，発言内容の類似

度を併用した手法を 2種類提案しその精度を比較した．
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Abstract User recommendation on social networks is one of the most important service on social media. It gen-

erates more links between users, and users can communicate with more friends and efficiently correct information.

User recommendation is one of the link prediction problems. There have been several methods based on graph

structure and contents of users’ posts, but these features have not been well combined in previous methods. In this

paper we propose two user recommendation methods that utilizes a random walk technique combined with contents

similarities. We apply these methods to a Twitter dataset and compare their accuracy.

Key words user recommendation, random walk, micro blogs, tf-idf,

1. ま え が き

近年，社会生活におけるWebの重要性が増し，人々はWeb

上でも社会活動や経済活動を行うようになった．そうした中で，

web ユーザに対する情報推薦は，Web サービスにおいて非常

に重要な技術となっており，その精度を高める研究は数多くな

されている．例えばユーザに商品を推薦することで，購買行動

が活発になる．また，ユーザにユーザを推薦することで，ユー

ザ間にコネクションが生じ，サービスの利用率を高めることが

可能となる．

一方で，web自体の肥大化と多様化に伴い，webユーザの数

が増加し，webの使い方も様々に変化・多様化している．そう

した中で，推薦の手法もまた，様々なサービスに適応する必要

がある．このような環境の中で，これまで盛んに研究されてき

た，ソーシャルネットワークのグラフ構造のみ着目するのでは

なく，グラフに依拠しない新たな指標に基づく推薦手法と併用

を試みる．

そこで本稿では，ソーシャルネットワークにおけるユーザ推
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薦を目的とし，ソーシャルネットワークのグラフ構造と，グラ

フに因らない特徴としてユーザが投稿するテキストの内容の両

方に着目し，それらを併用したユーザ推薦手法の実験と，その

成果を示す．

以降，第 2章では，ユーザ同士の関係から構築されるグラフ

に着目したユーザ推薦手法や，ユーザの特徴に基づいたユーザ

推薦手法について，先行研究の紹介を行う．それらを踏まえて

第 3章では，Twitterにおけるユーザ推薦を目的とし，今回実

施した実験に使用したデータの詳細について述べる．第 4章で

は，グラフ構造とツイート内容を併用した今回の実験の詳細と，

実験結果の評価方法について述べ，第 5章でその結果と考察に

ついて述べる．第 6章では，それらを総括し，今後の課題につ

いて述べる．

2. 関 連 研 究

近年，Web上においても，様々なコンテンツやユーザを，効

率的に，かつ的確に推薦する手法について，多種多様な研究が

行われている．特に，特定の環境下のユーザに対して，同一の

サービスを利用するユーザを推薦する際には，そのネットワー

ク構造に着目したアプローチをされることがある．

2. 1 ユーザ推薦における一般論

ある対象に対し，同一の環境下 (同じ学会に属している，同

じサービスを利用している，等)の別の対象を推薦することは，

対象間のリンク予測問題に帰着する．具体的には，同一の環境

下にある二つの対象の間に，近い将来何らかの関係性 (リンク)

が構築されると予測した場合，対象のそれぞれに相手を推薦す

るというものである．同一環境下でのリンク予測の活用例，な

いし実験や検証に用いる環境として，SNSへの利用や生体ネッ

トワークへの適用が代表的である [5]．

SNSにおいては，同一サービスにおいて利用者間の関係性を

分析し，２者が将来的にリンク関係 (主に友人関係)を形成する

か予測し，高評価となったユーザを推薦する．生体を構成する

タンパク質同士の相互作用の有無を分析する．バイオインフォ

マティクス分野で盛んに研究されている．

以下では，データ構造の表現に則り，推薦候補および被推薦

の対象となるオブジェクトをノード，オブジェクト同士のリン

ク関係をエッジと表現する．

また，ノードAとエッジを形成しているノードの集合を Γ(A)

として，Γ(A) の要素のノードをノード A の隣接ノードと表現

する．

2. 2 様々な推薦手法の紹介

ユーザ推薦においては，グラフを利用した様々な手法が考案

されている．

最もシンプルな推薦手法として，2つのノードに共通する隣

接ノードの数を数えて，数が多い順に推薦するというものがあ

る [2] [1]．また，共通する隣接ノードの数に，分母として両者

の隣接ノードの集合の論理和をとった Jaccard’s coefficient と

いう指標がある [2]．推薦候補に隣接ノードが多い場合，無用に

スコアが高くなることを防ぐ．

ノード Aとノード Bに共通する隣接ノードであるノード C

の隣接ノードが少ないほど，Cによる Aと B近縁性が高まると

したAdamic Adarの評価指標がある [3]．Jaccard’s coefficient

と同じく，多数の隣接ノードを保有するノードによって，近縁

性が不当に高まることを抑制することができる．

Score(A,B) =
∑

Γ(A)∩Γ(B)

1

log(Γ(C))
(1)

推薦の対象となるノードから離れたノードも評価できる指標と

して，ノード A からノード B へ，距離 l で移動する経路の集

合 paths
(l)
A,B を用いた Katzの指標がある [11]．

Score(A,B) =

∞∑
l=1

βl · |paths(l)A,B | (2)

一般的に，β は 0以上 1未満の値をとり，β が小さいほど，A，

B間の短距離経路が重視される．

2. 3 Random Walk

推薦される対象 (target)となるノードを sとして，sの隣接

ノードへとランダムで移動する動点の挙動を考える．動点は

エッジに従ってさらに隣接ノードへの移動を繰り返し，最終的

に動点が存在する確率が高いノードを sに推薦する [4]．sと同

じ距離に存在する複数の候補ノードの中でも，より sに近しい

対象を推薦する手法として，よく用いられている．

2. 4 Supervised Random Walk

Backstorm らは，facebook において友人関係をエッジとし

て，エッジの形成時間，インタラクションの回数，友人申請の

方向などをエッジの特徴量として，特徴量を元に機械学習を

行い，エッジにウエイトを付与してランダムウォークを行う

Supervised Random Walk を提案した． [7]

エッジの特徴量は多岐にわたるが，マイクロブログにおいて

は主要なコンテンツとなる，ユーザの発言・投稿の内容につい

ては触れられていなかった．

2. 5 Content Based Method

数は少ないものの，グラフ構造に着目せず，ユーザの特徴に

よってユーザ推薦を行う試みもある．Hannon らは，Twitter

におけるユーザ推薦において，ユーザのツイート内容と，フォ

ロー/フォロワーリストをユーザの特徴量と見做し，content

based の手法で推薦を行った． [10]

結果的に，2-hop(隣接ユーザの隣接ユーザ)まではフォロー/

フォロワーリストが有効に作用するが，より広範なグラフ構造

には言及していなかった．

3. 提 案 手 法

Random Walkを用いた推薦手法は，ネットワーク構造を用

いて近接性の高いユーザをランキングすることにより推薦を行

うが，これまでに提案された手法では，ユーザの発言内容まで

は考慮されていなかった．また，発言内容を用いた推薦手法で

はネットワーク構造が十分に考慮されていなかった．そこで、，
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論文では，Random Walkによる推薦手法を基にして，発言内

容を考慮した推薦を行うよう拡張する手法を 2種類提案し比較

実験を行う．

1つ目の手法は、Random Walkにおける遷移確率に，発言

内容の類似度を考慮した重み付けを行うものであり，2つ目の

手法は、Random Walkによるランキングに発言内容の類似度

によるランキングを混合する手法である．以下にその詳細を述

べる．

3. 1 発言内容の類似度を考慮した Random Walk

本手法は、Random Walk手法における遷移確率を，ユーザ

間のメンション回数や発言内容などを考慮して重み付けを行う．

Random Walk手法としては，推薦対象となるユーザ sを起点

とし，友人関係のリンクをたどる Randam Walk を行い，各

ステップにおいて一定の確率で sに戻る，Random Walk with

Restart手法 [4]を基にする．遷移確率行列をMとすると，定

常確率のベクトル−→r は以下で表わされる．

−→r k+1 = (1− α)M−→r k + α−→r 0 (3)

ただし，−→r 0 は，ユーザ sのみ 1で残りは 0となるようなベ

クトルである．αは，各ステップにおいて sに戻る確率を表し，

今回の実験では Supervised Random Walk手法 [7] において用

いられていた 0.3を値として用いた．

遷移確率には，各隣接ノードに等確率で遷移する一様な重み

付けに加え，以下の 2種類を用いる．

• メンション回数によるウエイト

ユーザ間のメンション回数は親密性を表すため，回数が多いほ

ど高い確率で遷移するような重み付けを行う．ユーザ A，ユー

ザ B間のメンション回数を n(A,B) として，ウエイト wm(A,B)

を以下のように定義する．

wm(A,B) = 1− 1

1 + n(A,B)
(4)

• ユーザ間の発言内容の類似度を用いた重み付け

各エッジにおいて両端のユーザの発言内容から名詞を抽出し，

tf · idf で重みづけした特徴ベクトル −→
t A,

−→
t B を用いて，コサ

イン類似度に基づくウエイト wt(A,B) を以下のように定義する．

wt(A,B) =
1

2
(1 +

−→
t A · −→t B

|−→t A||−→t B |
) (5)

以上の重み wm(A,B), wt(A,B) を線形結合して，エッジの重み

を以下のように計算する．

w(A,B) =

{
βwm(A,B) + (1− β)wt(A,B)

0 (A,B 間にエッジが無い場合)
(6)

遷移確率行列においては，あるユーザから隣接ユーザに対して，

この重みに比例した確率で遷移を行うよう正規化を行う．

3. 2 ランキング混合手法

前項の Random Walk において，名詞のコサイン類似度を考

慮しない，すなわち β = 0 として得られた，各推薦候補ノード

の定常確率を −→r として，ターゲットユーザ Aに対する推薦候

補ユーザ Bのスコアを，

Score(A,B) = β log(rB) + (1− β) log(cos(A,B)) (7)

として，全ての推薦候補ユーザに対してスコアを付し，Aに推

薦する．

図 1と図 2に，全てのターゲットユーザ (90ユーザ)に対す

る推薦候補ユーザ (約 22,000ユーザ)の，定常確率とコサイン

類似度の分布を示した．横軸を対数にすることで山型を描くた

め，定常確率とコサイン類似度の対数の値を使用した．

図 1 Random Walk (β = 0) における

ノードの定常確率と分布

図 2 各ノードの cosine similarity と分布

3. 3 評 価 方 法

Random Walk，Ranking based method のそれぞれで，

prec@10，AUCの 2つの指標を用いて精度を評価する．

prec@10

スコアが高くなった上位 10ユーザのうち，後半期間でエッジ

が形成されるユーザの平均数．今回のデータでは，推薦のター

ゲットユーザが後半期間に新たに 10以上のエッジを形成する

ため，推薦の精度の評価としてこの値を使用する．
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AUC

推薦候補のスコアとランキングが与えられた際に，スコアの閾

値を変えながら，閾値を超えたユーザを positive ，閾値以下の

ユーザを negative として，表 1における

TRUEpositive

TRUEpositive+ FALSEnegative
(8)

を縦軸の値，

FALSEpositive

FALSEpositive+ TRUEnegative
(9)

を横軸の値として，ROC曲線をプロットする．

表 1 Candidate user division
後半期間に

エッジが

形成される

後半期間に

エッジが

形成されない

スコアが

閾値以上 TRUEpositive FALSEpositive

スコアが

閾値未満 FALSEnegative TRUEnegative

ROC曲線と横軸が為す面積が AUCであり，一般的に 0.5以

上の値となる．prec@10がランキングの上位のみを考慮するこ

とに対し，AUCはランキングの下位の推薦候補も加味する．

4. データセット

今回の実験において，Twitter社が提供する APIを用いて，

ツイートを収集した．著者の使用している Twitterアカウント

を起点として，ソーシャルグラフ上で近傍に存在するユーザが

フォローしているユーザを順次集めて，最終的に 60,000 ユー

ザの tweetデータを取得した．

その中で，特に 2012年 10月から同年 12月まで (以下，前

半期間)のデータと，2013年 1月から 2013年 3月まで (以下，

後半期間)のデータを抽出した．それぞれでデータで，ユーザ

をノードとして，ユーザが別のユーザに mention (@(ユーザ

名)の文字列を含む tweet)をした，あるいは受け取った場合に

エッジが形成されるものとした．

以上の方法でグラフを作成し，以下の条件を満たすユーザの

間で，推薦を行う．

• 自動投稿アカウントではない

• 前半期間で 100件以上の tweetを取得できた

• 前半期間でトラッキング対象ユーザの中に隣接ユーザが

存在する

さらに，上記条件を満たすユーザのうち，後半期間で新たに隣

接ユーザとなるユーザが 10以上存在するユーザをアクティブな

ユーザとして，ランダムに 90ユーザを抽出し，推薦の target

user とした．

なお，事前分析として，後半期間に新たにエッジを形成する

(後半期間で初めてメンションを行う)ユーザが，前半期間のグ

ラフではどれほどの距離であったのか，を調査した (図 3)．

図 3より，今回のデータで新しく形成されるエッジは，2-hop

に 40%程度が含まれ，3-hop までで 80%程度が含まれる．新

表 2 Dataset detail
all
user

candidate
user

target
user

ユーザ数 46884 22422 90

前半期間の

平均隣接数 8.83 11.31 43.64

後半期間の

平均隣接数 7.89 10.24 56.71

後半期間で

新たに観測される

隣接数 1.06 2.21 16.70

図 3 グラフ上距離別の形成エッジ数

しく形成されるエッジが 2-hop に集中していると，common

neighbors，jaccard’s coefficient 等も有用であるが，今回は 3-

hop以上の探索が必要と考えられる．なお，ターゲットユーザ

が含まれるグラフから孤立しているユーザにエッジが形成され

た場合は，横軸の値を-1としてプロットしている．

参考として，Supervised Random Walk の実験 [7]では，2-

hopまでに 90%のユーザが集中しており，近傍ノードの重要性

に大きな違いがあることがわかる．

5. 実験結果と考察

Random Walk(RW)，Rankin based method(RBM) のそれ

ぞれで，β の値を変えながら prec@10 と AUC の値を調べた．

なお，ベースラインとしてエッジにウエイトをかけない一般的

な Random Walk(RW) の結果も併記する．

表 3 prec@10 and AUC

prec@10 AUC

base line 1.395 0.9165

RW(β = 1.0) 1.430 0.9163

RW(β = 0.56) 1.500 0.9168

RBM(β = 0.86) 1.488 0.9186

図 4を見ると，β > 0.5 の範囲ではいずれの手法にも大きな

変化は見られないが，β < 0.5 の範囲，すなわち名詞コサイン

類似度による影響を強くした場合は，精度が大きく落ちている

ことがわかる．その場合 Ranking based では，グラフ上の距
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図 4 βの値による AUC の変化

図 5 βの値による prec@10 の変化

離を問わず，ツイート内容が似ているユーザが優先的に推薦さ

れるが，Random Walk のほうが推薦の手法としては妥当であ

ることを示している．

図 5を見ると，prec@10はベースラインに対して最大 1.4%ほ

どの向上が見られた．RW，RBMのいずれでも β = 1.0の場

合が最大値とならないことから，Random Walk による推薦に，

テキストのコサイン類似度による評価を加味することに，意義

があると述べることができる．

しかしながら，precision も 15%止まりであり，依然として

改善の余地が見受けられる．また，今回は β の値を細かく変化

させながら精度を見積もったが，特に prec@10は β の値が少

し変化するだけで乱高下することがあり，的確な変数の設定方

法が課題である．

6. 今後の課題

以上の結果を元に，今後の研究課題及び改善点を述べる．

今回は個々のエッジ形成 (ユーザが新しく別のユーザにメン

ションをする行為)の原因には触れず，グラフ構造や発言内容

を機械的に処理して，推薦の精度の向上を試みた．今後はエッ

ジ形成が発生する場面を抽出し，メンションを発する/受ける

理由を考察し，その際の特徴を利用することで，推薦の精度の

向上につなげたい．

今回は Twitterの APIの仕様上，サンプリング期間のメン

ション回数と発言内容を特徴量として利用したが，発言の頻度，

時間帯，following/followedの関係，Twitterの機能であるハッ

シュタグ等，様々な特徴量の活用が考えられる．また，正解た

る推薦候補の特徴，高スコアとなりながら不正解となる推薦候

補の特徴等，より詳しく特徴を分析し，精度向上の手掛かりを

得たい．

今回の Random Walk の手法では，β の値を固定して，90

のターゲットユーザ，22,000の推薦候補に対して，3.2GHzの

シングルプロセッサで約 6時間の計算を要した．実際には，よ

り多くのユーザの間で推薦をすることになるため，何らかの高

速化が必要である．
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