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並列データインテンシブ処理基盤の I/O性能評価に関する実験的考察
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あらまし 企業が保持する情報は今後急速に増加することが予想され, データ解析による大規模データからの価値創
出に対する期待は高い. 近年, 大規模データ解析においてはオープンソースの並列データインテンシブ処理基盤が広く
利用され, 多様な計算機環境への導入が進みつつある. 本稿では, オープンソースの並列データインテンシブ処理基盤
の I/O性能評価を実施し, 結果を考察する.
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Abstract The digital information is rapidly increasing and analysis for large-scale data is becoming more impor-

tant. Recently, parallel data intensive platform is widely deployed for the large-scale data analysis. In this paper,

we examined the I/O performance of an open source parallel data intensive platform.
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1. は じ め に

企業が保持する情報は大規模化しつつあり, データ解析によ
る大規模データからの価値創出への期待は高い. IDCの報告 [1]

によると, 2010 年段階では 1EB（エクサバイト）を超えるデ
ジタル情報が既に生成され, 2015年には 8EBにも届く勢いで
あることが予測されている. データ量の増加に伴い, 解析対象
のデータも大規模になりつつあり, eBayでは, 40PBものデー
タウェアハウスの運用が報告されている [2]. また, 米国でのス
マートグリッドプロジェクトにおいては, スマートメータ等の
センサー機器から年間 1EBもの解析対象データの生成が予測
されている [3]. このように, 今後はこれまでの想像をはるかに
超える大規模なデータの解析を行う必要があり, より高速・高
効率なデータ解析処理基盤が求められている.

企業における大規模データ解析は, 大規模ストレージに接続
されたハイエンドサーバ等の集約ステムにより従来から行われ
てきた. 他方, 近年では多数のコモディティサーバ, OS, DBMS

を一体化したデータウェアハウス・アプライアンスの登場によ
り, 並列処理による解析が行われ始めている. データウェアハウ
ス・アプライアンスは, 多数のコモディティサーバを利用した

並列データベースアーキテクチャを採用し, 構造化データ処理
に対して優位であることを特徴としている. データ解析技術と
しては 1990年代までの並列データベース技術を応用したもの
に過ぎないと考えられるが, データ解析システムを安価にパッ
ケージ化することで, 大規模データ解析が一般企業へと普及す
る大きなきっかけとなった.

並列処理による大規模データ解析が普及しているなか, 並列
データインテンシブ処理基盤の Hadoop [4] により, この流れ
は加速しつつある. Hadoopは Google社のMapReduce [5]の
オープンソース実装であり, 非構造化データ処理の柔軟な扱い
を特徴としている. また, Yahooや Facebookでは数千ノード
での使用実績があるなど, スケーラビリティに対しても優位性
が高い. さらに, Cloudera等のディストリビューションにより,

その導入や管理コストも大きく低下していることから, ウェブ
企業でのデータ解析におけるデファクトスタンダードとなりつ
つある. 各社データウェアハウスベンダにおいても, 独自のデー
タ解析処理基盤と Hadoopとの連携が進められていることもあ
り, エンタープライズ分野においてもその活用が進んでいる.

近年の Hadoopによる大規模データ解析においては, I/O帯
域を確保するために, 各ノードに多数のディスクドライブを搭



載する流れが進んでいる [6], [7]. しかし, 現状の Hadoop は必
ずしも I/O処理能力が高くない [8]. 本稿では, TPC-Hデータ
セットを用いた並列データインテンシブ処理基盤 Hadoop の
I/O性能評価を行うことにより, Hadoopの I/O処理能力を検
証するとともに, その実行アーキテクチャについて考察する.

2. 実 験 環 境

実験に用いたハードウェア構成を以下に述べる. Hadoop用
サーバとして IBM System x3850 M2 を 1 台と, データ用ス
トレージとして AMS500を用いた. 当該サーバは, Intel Xeon

X7350 を 4 ソケット, メモリを 48GB(DDR2 ECC SDRAM

RDIMM), ローカルHDDとして SASディスク (10Krpm)を 4

台搭載している. ローカル HDDは OSと Hadoopの一部の管
理データの保存用に用いた. また, ストレージは 32台のFCディ
スク (10Krpm)を使用した. 2台の FCディスクを LU(RAID0)

とし, 16LUを構築した. サーバ・ストレージ間は 4本の 4Gbps

ファイバチャネルにより接続されている. ハードウェア構成の
概要を図 1に示す.

次に, 実験に用いたソフトウェア構成を以下に述べる. OS

は Linux(2.6.18), Hadoop はバージョン 0.20.2 を使用した.

また, 比較として商用の MapReduce 処理系（注1）を使用した.

HDFS のブロックサイズは 128MB, I/O のバッファサイズ
(io.file.buffer.size) はデフォルト値の 4KB とした. また, 特
に言及がない限り, Mapper数は 16とした（注2）.

実験においてはソフトウェアのレベルで複数の LUを扱う必
要があるが, 今回は以下の 2つのストライピング方法を用いた.

• LVMのストライピングを使用する方法
• Hadoop自体の分散 I/O機構を利用する方法

1つ目は, Hadoopは 1つの論理ディスクドライブを扱い, LVM

が複数の LUを使い分ける方法となる. 2つ目は, LUごとに異
なるディレクトリにマウントし, HDFSのデータ保存用ディレク
トリ (dfs.data.dir)とMapReduce処理の中間結果用のディレク
トリ (mapred.local.dir)に複数ディレクトリを指定し, Hadoop

自体が複数の LUを使い分ける方法となる. 商用のMapReduce

処理系においては 1つ目の方法のみを用いた.

実験データは TPC-Hを用いた. スケールファクタを 100と
し, LINEITEM表 (約 75GB)を使用した. 実験クエリは, 以下
の 3つの問い合わせを実施した.

• Job1: 1Mapジョブ (map処理は空)

• Job2: 1Mapジョブ (map処理は選択処理)

Job1は, LINEITEM表を入力とし, map処理は何も行わない.

つまり, Hadoop のフレームワークを介して LINEITEM 表を
全スキャンするのみの処理となる. Job2は, LINEITEM表を
入力とし, map処理は shipdateカラムに対する選択処理 (選択
率 1%)を行う. 選択結果の HDFSへの書き込みは行わない.

（注1）：商用の MapReduce 処理系は, Hadoop の分散ファイルシステムを
C++により書き換えたものとなっている. MapReduce 処理層は, Hadoop と
同様の Java プログラムを使用している.

（注2）：CPU コア数と同数に設定するのが推奨されているため.
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図 1 実験に使用したハードウェア構成

3. 実 験 結 果

実 験 は, 1LU(2D), 2LU(4D), 4LU(8D), 8LU(16D),

16LU(32D) の 5 つのディスク構成に対して実施した. 図 2

には, Job1, Job2に対する, 各ディスク構成における読み取り
の I/O転送レートを, 図 3には, それぞれの CPU使用率を示
している. 図 2おいては, 比較として, LVMによる論理ディス
クドライブを Rawデバイスとして扱った場合の, 単一ストリー
ムによる読み取り I/O 転送レートを示している. Raw による
I/O転送レートがディスクドライブ 16台以上で飽和している
のは, ストレージ側のコントローラの性能によるものである. 全
体として, Hadoop および商用 MapReduce処理系の実行にお
ける I/O転送レートは, ディスクドライブ本来の性能よりも大
幅に下回った結果であることがわかる. また, ディスク台数の
増加に対して性能向上率は低下の傾向にあり, 特に Job2 にお
いては, 16台以降で性能が飽和していることがわかる. これは,

ディスク台数の増加により I/O時間が短縮し, 各ジョブにおけ
る CPU処理が占める時間の割合が増加していることが原因で
あると考えられる. つまり, Job2においては 32ドライブ使用
時で CPU使用率は約 90%（注3）となっており, 性能が CPUによ
り律速されつつあることが, I/O帯域が飽和している原因であ
ると考えられる. Job1においても, CPU使用率は 50%程度で
あり, I/O帯域も 400MB/sに満たないことから, いずれにジョ
ブにおいても, I/O帯域および CPUリソースには空きがあり,

これらを完全に活用できていないという問題が確認できる.

当該問題は他の要因により性能が律速されることが原因であ
ることが考えられる. 図 4 に, Mapper 数を 8, 16 とした場合
の Job2 において発行された I/O をトレースを示す. Mapper

数が 8の場合 (図 4左)に対して, Mapper数が 16の場合 (図 4

右)は, ディスクドライブのシーク距離が増加していることがわ
かる. これは, 各Mapperは独立にシーケンシャル I/Oをバッ

（注3）：16CPU コアを最大限に使用する場合を 100%とする.
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図 2 ディスクドライブ台数に対する Job1, Job2 の I/O 転送レート
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図 3 ディスクドライブ台数に対する Job1, Job2 の CPU 使用率
(user+sys)

ファサイズ単位（注4）で発行しているため, ディスクドライブに対
しては完全なシーケンシャルアクセスにはならず, Mapper 数
(同時 I/Oストリーム数)の増加により, シーケンシャリティは
低下するためだと考えられる. つまり, 前述の性能律速は, 複数
ストリーム I/Oによるディスクシークの増加から起因される問
題であると考えられる.

一般的に, 前述のような複数ストリーム I/Oによる性能律速
の問題に対しては, I/Oバッファサイズの増加, または, I/Oの
スケジューリングにより解決が図られる. 以下に, それぞれの
解決策を Hadoopにおいて検証した結果を示す.

図 5に I/Oバッファサイズを変化させた時の I/O転送レー
トを示す. I/O バッファサイズの増加に伴い, I/O 転送レート
が低下の傾向にあることがわかる. また, 32MB の時は, 大き
な性能低下が確認された. これは, 各Mapperの逐次的な I/O

処理モデル（注5）が起因していると考えられる. つまり, 小さい

（注4）：デフォルトは 4KB.

（注5）：Hadoop の各 Mapper は I/O 処理と CPU 処理を同時には実行せず,

逐次的に実行することで処理を進めるデータ処理アーキテクチャとなっている.

図 4 Hadoopジョブの I/Oトレース (左: 8Mapper, 右, 16Mapper)
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図 5 I/O バッファサイズにおける I/O 転送レート (Job2)

単位で I/Oを発行した場合は, I/O発行の間隔が短いことから
OS の先読み機構が効率的に機能し, ディスクドライブに対す
るシーケンシャリティの増加に加えて, I/O 処理が CPU 処理
にオーバーラップして実行される可能性が高いが, 大きい単位
で I/Oを発行した場合は, ディスクドライブに対するシーケン
シャリティは増加するものの, I/O 発行の間隔が長いため OS

の先読み機構が効率的に機能せず, I/O 処理と CPU処理が逐
次的に処理されるため, 小さい単位で I/Oを発行した場合と比
べて性能が低下してしまうと考えられる. このことから, 現状
の Hadoopの I/O処理モデルでは, I/Oバッファサイズの増加
のアプローチは当該問題に対する解決策とはならないと考えら
れる.

次に, Linuxの既存の 4つの I/Oスケジューラを変化させた
時の Job2 における I/O 転送レートを図 6 に示す. この結果
からわかるように, I/Oスケジューラによる I/O転送レートの
違いはほとんど見られない. つまり, 現状の Linux I/O スケ
ジューラでは当該問題をうまく解決できていないと考えられる.

3. 1 Mapperの I/O処理内容に基づいたスケジューリン
グの効果検証

当該問題に対して, Mapperの I/O処理内容に基づいたスケ
ジューリングの有効性を検証する. Mapperの I/O処理内容に
基づいたスケジューリングとは, 各Mapperは Split単位に I/O

処理を行うという事前知識に基づき（注6）, I/O先読みおよび I/O

の並び換えを行うことを指す. つまり, 各 Mapper が Split の
先頭を読み始めた時点で, その位置から Split 分のデータを読

（注6）：Hadoop は, 通常 HDFS のブロックを Spilt とし, Split ごとにMap-

per を割り当てて処理を進める.
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図 6 Linux の I/O スケジューラにおける Job2 の I/O 転送レート

み込むことがわかるため, Splitサイズ分のデータの先読みをス
ケジュールすることが可能となる. これにより, 各 Mapperが
map 処理 (CPU 処理) をしている間に, 後の map 処理で必要
なデータの I/O 処理をバックグラウンドで実行することがで
き, I/O帯域の利用効率の向上が期待できる.

当該スケジューリング機構の検証結果を以下に示す. Hadoop

ジョブの I/Oトレースに基づいた再生プログラムに対して, 前
述のスケジューリング機構を組み込み, 検証を実施した. 図 7に
各ジョブにおける I/O転送レートを示す. Job1(図 7上)では,

当該スケジューリング機構によりほぼディスクドライブの帯域
に近い性能が出ていることがわかる. また, Job2(図 7下)にお
いても同様に, 当該スケジューリング機構により I/O転送レー
トは大幅に向上していることがわかる. ディスクドライブの帯
域にまで達していない原因は, Job2は選択処理も含み Job1よ
り CPU処理が多く, この時点で性能が CPUにより完全に律速
してしまったためである.

4. 関 連 研 究

MapReduce 処理系の性能評価に関しては, これまでも幾つ
かの議論がなされてきた. Pavloら [9]はHadoopと従来の並列
データベースとの性能比較により, MapReduce 処理系の全ス
キャン指向のアーキテクチャや解析時のパース処理などの欠点を
指摘した. これに対して, GoogleのMapReduceの開発者であ
る Deanら [10]は, これらの指摘はMapReduce処理モデルの
本質的な問題ではないとしている. Deanらは, MapReduceは
データ管理層非依存の処理フレームワークであり, Google内に
おいても, BigTableに対する検索結果をMapReduceの入力と
する方法や, 日付毎にログファイルを管理し, 解析に必要なファ
イルのみを読み取る方法などが実際に行われていると述べてい
る. また, アドホックな問い合わせ以外では, データフォーマッ
トとしてGoogle独自のバイナリフォーマット (ProtocolBuffer)

を用いていることも述べている. Jiangら [11]らは Hadoopに
対して, I/O方式, 索引, パース処理, ソート処理における 4つ
の問題点を指摘し, それらの改善策を提案している. それらを
改善した Hadoopは文献 [9]で使用された並列データベースに
近い性能を引き出せることを実験により示している.

Hadoop のエンタープライズでの利用が進むにつれて,

MapReduce 処理系を再実装する流れも出始めている. MapR
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図 7 Mapper の I/O 処理内容に基づいたスケジューリング機構の
効果

は, Hadoop の I/O 処理性能や NameNode の冗長性の低さの
問題点を指摘し, Hadoop と互換な分散ファイルシステムや分
散 NameNodeを実装している. MapRのホワイトペーパー [8]

によると, 各ノードに 12台にディスクドライブを搭載した 10

ノードのクラスタ環境における実験では, 従来の Hadoopに対
して約 3倍のシーケンシャル I/O性能が出ていることを示して
いる.

並列データインテンシブ処理基盤における研究では, 並列デー
タベースで培われた技術の応用による高速化技法や, 柔軟な処
理モデルやプログラミングモデルに関する取り組みが多く見
られる. Dittrich ら [12] は, 全データのスキャンを基本とした
Hadoop に対して, クラスタ化索引の適用によるスキャン I/O

量の削減方法について議論している. また, Abouzeidら [13]は,

各ノードのデータ管理層に単一の DMBS を配置し, Hadoop

を DBMS間のコミュニケーション機構として利用する方法を
提案している. さらに積極的なパーティショニング方法 [14]の
適用による, 結合処理におけるディスク I/O並びにネットワー
ク I/O の削減方法について議論している. 一方, MapReduce

処理モデルの低い柔軟性を指摘し, より柔軟な処理モデルやプ
ログラミングモデルに関する研究として, Borkarら [15]は, 予
めシステムが提供するデータ処理オペレータ (ノード) とコネ
クタ (エッジ) による有向非巡回グラフ (DAG) によりジョブ
を表現する Hyracks というシステムを提案している. 同様に
Isardら [16]も, 任意の DAGにより柔軟なデータ処理プログラ
ムを記述できる Dryadというシステムを提案している. また,

Hive [17]や Pig [18]では, SQLに類似した高レベルな言語によ



り Hadoop ジョブを記述することで, MapReduce のプログラ
ム開発の難易度を下げる取り組みが進められている.

5. お わ り に

近年の並列データインテンシブ処理基盤による大規模データ
解析においては, I/O 帯域を確保するために, 各ノードに多数
のディスクドライブを搭載する流れが進んでいる. 本稿では,

そのような背景を鑑み, TPC-Hデータセットを用いた Hadoop

の I/O性能を検証した. 実験の結果, 現状の Hadoopのアーキ
テクチャでは I/O帯域および CPUリソースに空きがあるにも
拘わらず性能が飽和してしまうという問題があることを確認し
た. また, 当該問題に対し, I/O先読みを利用したスケジューリ
ング機構の検証を行い, その有効性を明らかにした.

当該スケジューリング機構は, 現状に応じた解決策ではある
が, アドホックな機構に過ぎず, 豊富な I/O帯域および CPUリ
ソースを最大限に活用するにはデータ処理アーキテクチャの抜
本的な改変が必要となると考えられる. 今後は, 当該課題の解
決に向けて取り組んでいきたい.
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