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非構造知識検索を用いた自己適応型固有表現認識

西田光甫1,2,a) 吉永直樹3 西田京介1

概要：固有表現認識（NER）は，人名や組織名のようなドメインに依存しないエンティティだけでなく，
政治ドメインにおける選挙や音楽ドメインにおけるアルバムなど，目標ドメイン固有のエンティティを
抽出・分類するために活用できる．しかしながら，個々のユーザが自身の興味のある目的ドメインにおい
て，高精度の NERを行うために必要な大規模な訓練データや構造化された知識ベースを構築し，高精度な
NERを実現することは難しい．そこで本稿では，生のテキスト集合である非構造知識から，個々の入力文
に対して必要な知識テキストを都度検索する，自己適応型固有表現認識を提案する．提案モデルは，まず
入力のみから固有表現抽出を行ったのち，確信度の低いラベルを含むエンティティをクエリとした知識検
索を行い，知識を用いた予測によって元の予測を改善する 2段階のモデルである．CrossNERデータを用
いた評価実験により，提案モデルがベースラインを F1 で 2.35ポイント上回ることを確認した．

1. はじめに
固有表現抽出（NER）は，テキスト中の情報をエンティ

ティに注目して整理する言語処理技術であり，情報抽出
で用いられる基本的技術の一つである．NERは医療 [1]，
化学 [2]，COVID-19 [3]など様々なドメインにおけるエン
ティティを抽出・分類できる．しかし，個々のドメインで
高精度な NERモデルを学習するためには，そのドメイン
における大量の訓練データが必要である [4], [5], [6]．さら
に，ドメイン特有のエンティティに関する訓練データを作
成するためには多くの場合ドメインの専門家が必要であ
り，訓練データの作成コストは高い．情報抽出の対象とな
るドメインは多岐に渡るため，訓練データのコストは情報
抽出を多様なドメインで行う際の障壁となっている．

NERにおける訓練データの不足を補う手段としては，外
部知識の利用が一般的である．人手で設計した素性に基づ
く NERモデルでは，gazetteerや name listなどの整備され
た知識に基づいた素性を利用して分類を行う [7], [8], [9]．
これらの外部知識は，ニューラルモデルにおいても有効で
あることが知られている [10], [11], [12]が，知識を整備す
ることには相応のコストを要する．そこで，生のテキスト
集合に自動でラベルを付ける弱教師あり学習手法が提案さ
れている [12], [13], [14]が，あらゆる世界知識を弱教師ラ
ベルから学習してモデルに保存することは現実的ではない．
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図 1: 自己適応型固有表現認識の概念図．モデルはエンティ
ティ候補を予測してからエンティティレベルの検索を非構
造知識ベースから行う．次に，モデルは知識を参照しなが
ら予測を改善する．

本論文では，生のテキスト集合を構造化されていない知識
（以降，非構造知識）として推論時に利用するNERモデルを
提案する．我々のアイディアは，近年の retrieval-augmented

言語モデル [15]に触発されている．これらのモデルは主に
オープンドメイン質問応答を下流タスクとして想定し，質
問をクエリとして用いることでテキスト集合から知識テキ
ストを検索し，知識テキストと元の入力を繋げて言語モデ
ルに入力することで回答を出力する．しかし，評価実験に
示すように，オープンドメイン質問応答のために設計され
たモデルは NERにおける性能の改善幅が小さい．これは，
NERでは入力が多くのエンティティを含むため，入力中の
どのエンティティに注目して知識を検索すればよいかが非
自明であることが原因であると考えられる．
この問題に対処するため，我々は入力中の注目すべきエ

ンティティを動的に決定しながら知識検索を行う retrieval-
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augmented言語モデルとして，自己適応型固有表現認識モ
デルを提案する．表 1に示す提案モデルは 2段階の予測を
行う．つまり，まず元々の入力のみで NERを解き，エン
ティティの候補とエンティティラベルの予測確率を確信度
として得る．次に一定の確信度以下のエンティティ候補を
クエリとした知識検索を行い，非構造知識ベースから知識
テキストを得る．最後に，知識テキストを元の入力に繋げ
て言語モデルに入力し，新たな予測結果を得る．2段階の
予測を用いることで，モデルが理解できないエンティティ
に焦点を当てて効率よく知識を参照できる．

NERにおける知識検索の有効性を検証するため，7ドメ
インのNERデータセットでの実験を行った [16], [17], [18]．
5ドメインは訓練データ数が 200以下の低資源データセッ
トやドメイン固有のエンティティラベルを含んでいる．
本研究の貢献を以下に示す．
• 本研究は NERに知識テキストの検索を初めて導入し
た．自己適応型固有表現認識は，エンティティレベル
の知識検索を個々の入力に対して動的に行う．

• 評価実験において，提案手法は知識検索を行わない
モデルと既存の retrieval-augmented言語モデルの NER

性能を上回った．NERにおけるエンティティレベル
の検索の重要性を示した．

• 提案手法が特に事前学習コーパスに含まれないエン
ティティに有効であることを示した．そのため，提案
手法はドメイン特有のエンティティの分類に資する．

2. タスク設定
NERは系列タグ付けタスクである．語彙を V，入力長を

Lとしたとき，入力はX ∈ V L，出力は BIOラベルの長さ
Lの系列である．分類対象のクラス数を C として，BIO方
式でタグ付けを行う場合，ラベルの種類は 2C + 1である．
自己適応型固有表現認識では，非構造知識ベースとして生

のコーパスを用いる．コーパスは長さ Lのトークン系列に
分割されるものとする．これは，既存の retrieval-augmented

言語モデル [19]に準じた分割方法であり，知識を効率的に
保持できる．知識検索によってm個の知識テキストKiを
検索した後，それらの知識を元の入力X に繋げてモデルに
入力する．よって，モデルへの入力長は (m+ 1)Lである．

3. 関連研究
関連研究として，非構造知識を用いる NERと retrieval-

augmented言語モデルについて述べる．

3.1 非構造知識を用いた NER
これまで，NERのために様々な形で生のテキストが非

構造知識として用いられてきた．古典的な NERモデルで
は入力の周辺文脈 [20], [21], [22]やリンク先文書 [23]を非
局所的な知識として活用している．一方，近年のニュー

ラル NERモデルではより広い文脈を考慮した単語埋め込
みを計算するため近傍の文を動的単語埋め込みに利用し
た [24], [25]．文献 [26], [27] は，UMLS Meta-thesaurusな
どのドメインの一致する構造知識から質問，定義，事例と
いったエンティティに関するテキストを抽出して活用し
た．これらの研究が入力と明示的な手がかりで紐づくテキ
ストを非構造知識として活用しているのに対し，本研究で
は，NERにおいて，テキスト集合を非構造知識として検索
して活用する手法の確立を目指す．
前述の手法がテキストを非構造知識として用いるのに対

して，疑似ラベルを付与したテキストを利用して訓練を行
うアプローチが試みられている [12], [13], [14], [28], [29]．
これらの手法は，目標ドメインのテキストを弱教師として
モデル学習に利用でき，モデルはドメイン固有のエンティ
ティやクラスを学習できる [14]が，疑似ラベルを付与する
ための構造知識の存在を仮定している．また，これらの手
法は訓練を通じて目的ドメインの知識を獲得するが，提案
手法は推論時に目標ドメインのテキストを与えることでモ
デルに保存しきれない世界知識を補完できる．評価実験で
確認するように，提案手法は弱教師あり事前学習と併用す
ることでさらに NER性能を改善する．

3.2 Retrieval-Augmented言語モデル
モデルにない知識を補うため，外部知識として入力と関

連する生のテキストを検索して用いる言語モデルが提案さ
れている [15], [19], [30], [31], [32]．しかし，これらの手法
は言語モデルとオープンドメイン質問応答で評価されて
おり，NERにおける結果は報告されていない．これらの
手法は，タスクの入力全体または入力を固定長に分割した
チャンクから知識検索のためのクエリを構築している．し
かし，入力が複数のエンティティを含みうる NERタスク
では，モデルが追加知識を要するエンティティがどのエン
ティティであるかは自明ではない．そのため，これらの手
法を素朴に NERに適用した場合，追加知識を要するエン
ティティに焦点を当てたクエリを作成できない．
文献 [33], [34]は，関連知識を検索するときに訓練データ

自身を検索対象とすることで，モデルに保存しきれなかっ
た知識を推論時に改めてモデルに与えている．これらの研
究を参考に，提案手法では生のテキストから作成する教師
なし非構造知識ベースだけでなく，訓練データを教師あり
非構造知識ベースとして用いる．
文献 [35]は要素のキーとバリューを埋め込み表現とし

た知識ベースである仮想知識ベースを NERで用いること
を提案した．仮想知識ベースの埋め込み表現は，Wikipedia

ハイパーリンクの周辺テキストから学習されている．しか
し，仮想的な知識ベースを用いる手法は効率的である一方，
知識をテキストのままエンコーダ [31]に入力する手法の方
が高い精度を示すことが報告されている．
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図 2: 自己適応型固有表現認識の構成．非構造知識ベースは n-gram埋め込みと文埋め込みをキー，テキストをバリューと
して持つ．入力と知識と知識ラベルはトークンタイプ埋め込みで区別する．クエリは入力の文埋め込みと確信度の低いエ
ンティティの埋め込みである．BERT内部でスパースな attentionを用いて，複数の知識を高速にエンコードする．

4. 提案手法
本節では，図 2に示す自己適応型固有表現認識モデルを

提案する．以降で，非構造知識ベースの構成（§4.1），エン
コーダの構成（§4.2），確信度の低いエンティティに関する
知識検索のための 2段階 NERタグ付けの手法 (§4.3），訓
練手法（§4.4），事前学習手法（§4.5）の順に説明する．

4.1 非構造知識ベース
本研究における非構造知識ベースは 2 種類の知識ベー

スからなる．第一の知識ベースは目的ドメインのテキスト
を収集した生のコーパスである．第二の知識ベースは訓練
データ自身である．訓練データを知識源としても用いるこ
とは文献 [33]の知見に基づいており，モデルに保存しきれ
なかった知識を補う効果がある．両知識ベースは，入力長
上限 Lに分割した知識テキストをバリューとする．

1つの知識テキストに，n-gram埋め込みと文埋め込みの
複数のキーを用意する．文献 [36]の知見に基づき，n-gram

埋め込みと文埋め込みは言語モデルの入力と出力を繋げた
ベクトルのトークン平均とする．全ての n-gramをキーとし
て保存することにはコストがかかるので，ストップワード
を含まず大文字を含む n-gramのみをキーとして保存する．

4.2 エンコーダ
我々は BERT [37]に線形変換層を加えたものを入力 X

と検索して得られた非構造知識 Ki のエンコーダとして用
いる．元の入力X・教師なし知識・教師あり知識とそのラ
ベルを区別するために，トークンタイプ埋め込み tiを用い
る．本来 BERTは 2種のトークンタイプしか持たないが，
提案手法では 2C + 3種の埋め込みを学習する

ti =


0 if xi is the original input

1 if x+
i is unlabeled knowledge

li + 2 if x+
i is labeled knowledge

.

ここで，li は教師あり非構造知識ベースのラベル，X+ は
入力と検索された知識を繋げたテキストである．

self-attention操作には系列長の 2乗の計算量が必要なた
め，知識を挿入した際の計算量は O(m2L2)と知識数の 2

乗オーダになる．そこで，スパースな attention行列を用い
ることで計算量を O(mL2)に削減し時空間コストを抑え，
多くの知識を挿入可能にする．
具体的な実装としては，知識間の相互作用を計算する非

対角ブロックをマスクすることでスパースな attention 行
列 Aを実現する．形式的には，kをその位置のトークンが
元々の入力なら 0を，知識なら 1, ...,mを返す関数として

Aij =


Q⊤

i Kj√
dk

if k(i) = k(j) or k(i)k(j) = 0

−∞ otherwise

である．ここで，i, j はトークン位置，dk は attentionヘッ
ドの次元数，QとK ∈ R(m+1)L×dk はクエリとキーの隠れ
状態である．

4.3 自己適応型固有表現認識における 2段階タグ付け
本稿で提案する自己適応型固有表現認識モデルは，

P = f(X) と P+ = f(X+) と 2 段階のタグ付けを行
う．第一段階の目的は，知識を追加することが必要なエン
ティティ候補を発見して検索クエリとすることである．第
二段階の目的は，検索された知識に基づいて予測を改善す
ることである．提案モデルは，(1) NERのための検索を実
現するため，入力全体を検索クエリとするのではなく，入
力中の個々のエンティティに着目する検索を行うこと，(2)

検索結果から不要な知識を省くため，知識の必要なエン
ティティのみを検索クエリとすること，に特徴を持つ．モ
デルの擬似コードを Algorithm 1に示す．P+ の位置 L以
降は無視して，P ,P+ は共に長さ Lのベクトル系列とす
る．f のパラメータは 2段階で共有する．
4.3.1 Step1:知識を検索するクエリを構成するためのNER
まず，入力 X から計算した P に基づき確信度の低い
エンティティの集合 U を得る．まず，E を予測ラベル
ŷ = argmaxcP·c ∈ NLに基づいて得るエンティティ eの集
合とする．次に，U ⊂ Eを，確信度スコア ce = mini∈Ie Pi,ŷi

が閾値 λconf より小さいエンティティの集合とする．ただ
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Algorithm 1自己適応型固有表現認識
Require: 入力 X ,知識ベース,ハイパーパラメータm,λconf

1: Predict probability P = f(X)

2: Compute confidence score ce = mini∈Ie Pi,ŷi
for each pre-

dicted entity e ∈ E with span Ie

3: Obtain unconfident entities U = {e|e ∈ E , ce < λconf}
4: Add the sentence and unconfident-entity embeddings to the

queries, Q

5: Initialize the retrieval results R = Φ

6: for query qi in the queries, Q do
7: Retrieve m nearest-neighbor keys for qi from the KBs

8: Store their values with the distance in R

9: end for
10: Deduplicate R to obtain top-m knowledge Km

1 from R

11: Output probabilities P and P+ = f(X+ = [X;Km
1 ])

し，Ie はエンティティ eのスパンである．また，[B-LOC,

I-PER]のようにエンティティ内でエンティティクラスに関
する一貫性がなかった場合，ce = 0とする．
次に，検索クエリを作成する．検索クエリには，文埋め

込みとエンティティ埋め込みの 2種類がある．文埋め込み
は文中のトークン埋め込みの平均である．エンティティ埋
め込みは，確信度の低いエンティティ u ∈ U とトークン
を共有する n-gramの埋め込みである．この n-gramは，非
構造知識ベース同様に大文字とストップワードによるフィ
ルタリングを行う．この n-gramの総数を E とする．トー
クン埋め込みは BERTの入出力の結合である．ここで，文
埋め込みに由来するクエリは，非構造知識ベースのキーの
うち文埋め込みに由来するキーの検索のみ，エンティティ
埋め込みに由来するクエリは n-gram埋め込みに由来する
キーの検索のみに用いる．クエリごとに m個の最近傍の
知識を検索した後，マージした 2(E +1)m個の知識から重
複を除き，距離の小さい順にm個の知識を出力する．
4.3.2 Step2: 検索で得た知識を用いた NER
第二段階の予測を P+ = f(X+)に基づいて行う．モデ

ルが出力する BIOラベルは，第一段階で確信度が高かった
エンティティに関しては P を用い，それ以外の全てのトー
クンに関しては P+ を用いる．

4.4 訓練手法
訓練時は，確信度の低いエンティティの集合 U に，第一

段階の予測クラスが誤っているエンティティも加える．損
失関数にはクロスエントロピー損失を用いる．第一，第二
の予測に基づく損失関数を L1，L2，ハイパーパラメータ
を λ1として，モデル全体の損失関数は L2 + λ1L1である．

4.5 事前学習手法
retrieval-augmented言語モデルの一般的な学習手順 [15],

[19]に則り，fine-tuningの前に知識検索を用いた事前学習
を行った．事前学習の手法として，大規模 NERデータの
CoNLL03 [16]を用いた学習と，Wikipediaハイパーリンク
と DBPediaオントロジー*1によって作成する弱教師 NER

データの NERBERT [14] を用いた学習の 2 種を試した．
NERBERTの作成方法は原著論文に譲る．
事前学習中の提案手法による知識検索では，非構造知識

ベースを事前学習コーパス自身とした．ラベル情報を 95%

の確率で削除して教師なし知識ベースとした．効率化のた
め，2段階の予測は用いずに，入力とエンティティを共有
するm文をランダムにサンプリングして検索結果とした．

5. 評価実験
F1を評価指標として，自己適応型固有表現認識の有効性

を調査した．

5.1 データセット
CrossNER [18]は AI，music，literature，science，politics

の 5個のドメインから構成された小規模データセットであ
る．CrossNERはWikipediaから作成しており，目標ドメ
インへの適応のために同ドメインのWikipediaコーパスを
公開している．我々はこのコーパスを教師なし知識ベース
とした．CrossNERはドメインごとにエンティティクラス
の定義が異なる．

Finance [17] はアメリカの SECfillings から収集した中
規模の金融ドメインのデータセットである．教師なし知
識として Wikipedia から金融ドメインのデータを収集し
た．エンティティクラスは person, organization, location,

miscellaneousの 4種である．
CoNLL03 [16] は最も広く用いられる NER データセッ

トの一つである．このデータセットは Reutersニュースの
1996年 8月から 1年の記事を元に作成されている．教師
なしテキストとして，1987年までの Reutersニュースが収
集された Reuters-21578データセット [38]を用いた．エン
ティティクラスは Financeと同一である．

5.2 比較手法
比較手法は，知識を用いないモデルと，代表的な retrieval-

augmented言語モデルである REALMを NERデータで学
習したモデル（REALM-NER）である．ここで，REALM

は入力文の文埋め込みをクエリとして検索した 1つの知識
を入力に繋げる言語モデルである．従って，REALM-NER

は提案手法からエンティティレベルの検索，教師あり非構
造知識ベースを除いて m = 1 に設定したモデルである．
REALMは通常マスク化言語モデルで学習されるが，NER

タスクで知識検索を学習する提案手法と公平に評価するた
*1 https://databus.dbpedia.org/dbpedia/

mappings/instance-types/
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表 1: テストセットにおける主結果．モデルは CoNLL03または NERBERTで事前学習した BERT-base-casedである．実験
は 5種の異なるランダムシードで行い，標準偏差を括弧内に示す．既存文献の数値を文献 [18]†と文献 [14]‡から引用した．
BERT on NERBERTは NERBERTの我々のコーパスにおける追実験に相当する．

AI. Mus. Lit. Sci. Pol. Avg. Fin. CoNLL03

# Train (# NE types) 100 (14) 100 (13) 100 (12) 200 (17) 200 (9) — 1169 (4) 14987 (4)

BERT† 50.37 66.59 59.95 63.73 66.56 61.44 — —

DAPT† 56.36 73.39 64.96 67.59 70.45 66.55 — —

NERBERT‡ 60.39 76.23 67.85 71.90 73.69 70.01 — —

BERT on CoNLL03 56.97 (1.05) 69.10 (1.08) 64.37 (0.73) 65.76 (0.58) 70.16 (0.56) 65.27 (0.80) 72.35 (5.32) —

REALM-NER on CoNLL03 58.05 (1.15) 71.17 (0.63) 64.58 (0.69) 66.33 (0.66) 69.38 (0.36) 66.56 (0.80) 70.03 (1.35) —

Ours on CoNLL03 60.31 (1.03) 72.20 (0.79) 66.23 (1.30) 68.22 (0.57) 71.18 (0.57) 67.62 (0.85) 74.02 (2.29) —

BERT on NERBERT 62.05 (0.66) 76.45 (0.90) 69.68 (0.26) 72.10 (0.67) 74.38 (0.40) 70.93 (0.58) 75.05 (7.47) 90.25 (0.11)

REALM-NER on NERBERT 64.32 (0.31) 77.55 (0.69) 70.42 (0.60) 72.52 (0.42) 74.45 (0.38) 71.85 (0.43) 73.34 (1.74) 89.94 (0.42)

Ours on NERBERT 65.27 (0.95) 78.71 (0.47) 71.79 (0.57) 74.38 (0.19) 74.63 (0.36) 72.96 (0.51) 75.77 (1.01) 90.49 (0.49)

表 2: テストセットにおける主結果．モデルは DistilBERT-base-casedである．
AI. Mus. Lit. Sci. Pol. Avg. Fin. CoNLL03

DistilBERT on CoNLL03 54.16 (1.21) 66.64 (0.54) 60.53 (1.26) 64.14 (0.49) 67.61 (0.70) 62.61 (0.84) 68.78 (6.35) —

REALM-NER on CoNLL03 53.85 (1.38) 67.03 (0.41) 61.83 (1.38) 64.19 (0.17) 69.09 (0.52) 63.20 (0.54) 70.35 (5.04) —

Ours on CoNLL03 55.31 (1.03) 67.25 (1.14) 61.53 (1.18) 65.71 (1.03) 69.36 (0.55) 63.83 (0.99) 72.89 (2.71) —

DistilBERT on NERBERT 59.52 (0.89) 71.60 (1.05) 63.52 (0.47) 69.26 (0.97) 68.88 (0.64) 66.56 (0.80) 73.36 (4.17) 89.23 (0.19)

REALM-NER on NERBERT 60.39 (0.53) 71.39 (0.33) 62.89 (0.19) 68.18 (0.83) 69.79 (0.82) 66.53 (0.54) 74.35 (5.06) 88.54 (0.62)

Ours on NERBERT 61.90 (0.38) 73.61 (0.45) 65.48 (0.31) 70.44 (0.69) 69.95 (0.90) 68.27 (0.55)) 75.40 (1.46) 89.50 (0.30)

め，REALMの訓練もNERタスクで行った．全てのモデル
の事前学習は，CoNLL03または NERBERTを用いた．ま
た，既存研究から BERT, NERBERT, DAPTの数値を引用し
た．DAPTは教師なし非構造知識をコーパスとした事前学
習を行ったドメイン適応済み BERTである．全ての実験は
CrossNERの politicsドメインで決定した表 3に示すハイ
パーパラメータを用いた．

NERBERT事前学習はNVIDIA Quadro RTX 8000 (48GB)

GPU 8枚で 17時間を要した．fine-tuningの訓練時間は，最
も大きい CoNLL データセットでも 1 枚の GPU で 6 時
間であった．データ数の多い CoNLL データセットでの
み early stop の patience を 5 に設定した．最適化手法は
Adam [39]，実装は PyTorch (ver. 1.10.1)*2 [40]と transform-

ers (ver. 4.15.0)*3 [41]を用いた．ストップワードは NLTK

(ver. 3.7)*4 [42] のものを用いた．最近傍ベクトルの検索
は faiss (ver. 1.7.2)*5 [43] を用いた．全てのデータでスラ
イディングウインドウを 16 に設定した上で最大系列長
L = 64とした．
*2 https://pytorch.org/
*3 https://github.com/huggingface/

transformers
*4 https://www.nltk.org/
*5 https://github.com/facebookresearch/faiss

表 3: ハイパーパラメータ．
Pre-Training Fine-Tuning

Batch size 1024 16

# Epochs 1 300

# Steps 10000 —

# Early stop — 5/8

m 2 10

n 3 3

λconf — 0.9

λ1 — 0.1

Learning rate 5e-5 5e-5

5.3 主結果
表 1，表 2に主結果を示す．

提案手法は NER性能を向上するか？提案手法は全ての目
標ドメイン，モデル，事前学習データセットでベースライン
モデルの性能を上回った．訓練データ数が少なくエンティ
ティタイプ数の多いドメインほど性能向上が顕著であっ
た．よって，訓練データからの学習が困難なデータセット
であるほど，知識検索を用いることが有効と言える．
提案手法は retrieval-augmented 言語モデルの NER 性能
を上回るか？提案手法は REALM-NERの性能を上回った．
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表 4: politicsドメインの評価データにおける ablation study．
∆は提案手法からの下落を示す．それぞれの構成要素を取
り除いてから fine-tuningと評価を行った．

Method Acc ∆

Ours 77.33 (0.19)

w/o Entity-level Retrieval 76.21 (0.23) 1.12

w/o Sentence-level Retrieval 76.54 (0.48) 0.79

w/o Confident Entities (i.e., λconf > 1) 76.91 (0.24) 0.42

w/o using First-Step Prediction on E \ U 76.97 (0.33) 0.36

w/o Unlabeled Knowledge 76.23 (0.44) 1.10

w/o Labeled Knowledge 76.82 (0.45) 0.51

NERBERT 75.90 (0.22) 1.43

提案手法はエンティティレベルの検索を行う，教師あり
知識ベースを利用する，複数の知識をエンコードする，と
いった NERのためにデザインされた構造をもつため，汎
用的な retrieval-augmented言語モデルよりも NERに適し
ている．個々の構成要素の貢献は後述の ablation studyで検
証する．また，訓練データ数が 1000個以上のデータセッ
トでは REALM-NERが BERTの性能を下回ることがある．
これは，十分に NER能力を訓練データから獲得した BERT

に対して，文レベルのクエリで検索した知識を 1つだけ追
加する REALM-NERが有効ではないことを示す．

5.4 Ablation Study
表 4に ablation studyの結果を示す．提案手法の全ての

要素が性能向上に寄与していることがわかる．
エンティティレベルの検索は有効か？エンティティレベル
の検索は，通常の retrieval-augmented言語モデルで用いら
れる文レベルの検索と比較して，性能向上に寄与している
（∆1.12 vs. ∆0.79）．また，提案手法のように併用すること
で性能はさらに向上する．
確信度に基づくエンティティのフィルタリングは有効か？提
案手法は確信度の低いエンティティ U = {e|ce < λconf , e ∈
E}のみをクエリとして知識検索を行う．ここで，λconf > 1

と設定することで，全てのエンティティを検索クエリとし
て利用できる．結果，確信度の高いエンティティを除くこ
とが有効であった (∆0.42)．これは，m個の知識の中に不
要な知識が入ることを防ぐ効果があるためと言える．次に，
第二段階の予測 P+ を確信度の高いエンティティを含む
全てのトークンに対して用いた．結果，確信度の高いエン
ティティに対しては，無関係な知識がエンコードされない
第一段階の予測 P を用いることが有効であった（∆0.36）．
確信度に基づくフィルタリングは，mの小さい設定でより
有効であると考えられる．

1/1 2/4 3/9 4/16
Amount of Knowledge (Dense/Sparse Attention)

75

76

77

78

F1

Sparse Attention
Dense Attention
No Knowledge

図 3: 知識数mに対する F1スコア．エラーバーは標準偏差
を示す．計算量について公平に評価するため，密な attention

の知識数mに対してスパースな attentionの知識数はm2と
した．

表 5: 評価セットにおけるエンティティタイプごとの結果．
# Entities NERBERT Proposed

All 3472 75.90 (0.22) 77.33 (0.19)

Seen in Training 661 84.05 (1.43) 85.20 (0.21)

Unseen in Training 2811 71.39 (0.29) 73.03 (0.36)

Seen in Pre-Training 3083 77.58 (0.17) 78.83 (0.29)

Unseen in Pre-Training 389 50.90 (1.63) 54.18 (1.85)

教師あり・なし非構造知識ベースは有効か？ 2 種の知識
ベースを用いることは有効であった (∆1.10と ∆0.51)．教
師なし非構造知識ベースは広範な知識を含み，教師あり知
識ベースはラベル情報を含む．それぞれの知識ベースは
NERモデルを異なる側面から補助できるため，組み合わせ
ることで性能が向上したと考えられる．

5.5 議論
提案手法の性能は知識の数に依存するか？図 3は知識数m

ごとの F1スコアをプロットしている．スパースな attention

を用いたときは，知識数が多いほど性能が向上している．
一方で，密な通常の attention を用いた場合は知識数が性
能向上に寄与するとは限らない．mが小さい値のうちは
知識数による性能向上が限定的であるが，大きな mを設
定することが性能向上に重要であると言える．スパースな
attentionは知識数を増やすことが容易であるため，自己適
応型固有表現認識に適している．
外部知識が有効なエンティティは何か？エンティティを，
訓練・事前学習データに表記が同じエンティティが含まれ
たかによって分類した．表 5にエンティティタイプごとの
結果を示す．提案手法は全てのタイプでベースラインの性
能を上回った．ablation studyで 2種の知識が有効であるこ
とを確認した通り，エンティティが訓練データに含まれる
かどうかに関わらず提案手法は性能向上に寄与する（1.15,

1.64ポイント）．
特に性能向上が大きいタイプは，事前学習コーパスに含ま

れないエンティティであった（3.28ポイント）．NERBERT
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表 6: 質的評価，検索されたm個の知識のうち 1つを示す．
Input the Association for the Rose in the Fist of Lan-

franco Turci and those who wanted to maintain the

allegiance to the House of Freedoms coalition.

Knowledge The election was won in Sardinia by the centre-

right House of Freedoms coalition ... voted party

with 30.2% .

Prediction organization → political party

Input Director Michael Moore partnered with producers

Harvey Weinstein and Bob Weinstein in May 2017

to produce and distribute Fahrenheit 11/9 .

Knowledge ... Bob Weinstein, the founders of Miramax Films.

Prediction politician → politician

の事前学習コーパスに含まれない低頻度のエンティティで
は，ベースラインモデルは性能を大きく落とす．提案手法
は低頻度のエンティティに対しても，関連する知識を検索
することで精度良く分類できる．

5.6 質的評価
表 6 にモデルの出力例を示す．第一の例は自己適応に

よって予測が改善した例である．元の入力からは the House

of Freedomsが政党であることを判断できないが，知識が選
挙の文脈で the House of Freedomsに言及することで，提案
手法は政党として認識している．第二の例は politicsドメ
インで最も多い間違いである，人と政治家の誤分類である．
入力からも知識からも Bob Weinsteinが政治家でないこと
が判断できるが，モデルは訓練データ中の分布に影響を受
けて政治家と分類している．訓練データにおけるバイアス
の存在は，知識の活用だけでは解決できない課題である．

6. おわりに
本稿では，NERにおいてエンティティレベルの知識検

索を用いる自己適応型固有表現認識を提案した．提案手法
は，2段階のタグ付けを行うことでエンティティレベルの
知識検索を実現する．提案手法は DistilBERTと BERTモ
デルの性能を 1.22から 2.35ポイント向上した．
ドメイン固有のエンティティとエンティティクラスが存

在することは，NER技術を用いて多様なドメインのテキス
トを対象とした情報抽出を行う際に大きな障壁となってい
る．提案手法は非構造知識ベースを生のテキストから作成
するため，様々なドメイン，さらには様々なユーザに特化
した NERモデルを作成でき，情報抽出の適用領域を大き
く拡大する．さらに，提案手法は学習後に非構造知識ベー
スを更新することが容易であるため，経時的な知識やユー
ザの興味の変化への適応も効率的に行うことができる．
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