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概要
雑談対話システムでは、話し相手となるユーザに

即した応答を生成することが望ましいが，そのよう
な応答を適切に評価するには、当該ユーザ自身が評
価を行う必要があり、コストが大きい．本研究は雑
談応答生成において，対話システムが応答する話者
の視点を取り入れた自動評価手法を提案する．提案
手法は，評価ユーザが会話を継続する応答が良い応
答であるという発想から、評価ユーザを考慮した会
話の継続性予測タスクを通じて生成応答の主観評価
を行う．大規模な Twitterデータセットを用いた実
験から，ベースラインより高い精度で会話の継続性
の予測が行えることを確認し、当該ユーザの介入な
しで主観評価を行うことが可能となった。

1 はじめに
GPT-3 [1] などの大規模事前学習済み生成モデル

の出現により，近年の雑談対話システムは与えられ
た発話に対し、ある程度自然な応答ができるように
なった [2, 3, 4, 5]．今後、雑談対話システムがスマー
トスピーカやスマートフォンに搭載され，日常的に
会話を続けるためには，過去の会話履歴やユーザの
最新のプロフィールなどを参照しながら対象ユーザ
に即した応答を返すなど，応答生成モデルの個人適
応が求められると考えられる [5, 6, 7]．
では，このように特定のユーザとの会話に特化し

た対話システムをどのように評価するのがよいのだ
ろうか．ユーザが好む応答は、個別ユーザに依存す
る [8]ため、ユーザによる対話的評価 [3, 4, 5]は理
想的ではあるものの，そのようなコストが高く，再
現性が担保できず，評価の信頼性が評価者に依存す
る [9]という問題もあり，効率的に対話システムを
開発する上で課題が残る．雑談対話システムの自動
評価に関する研究 [10, 11, 12, 13, 14]は様々あるが，
これらの既存の自動評価手法では，対話システムの

∗ 現在は企業に所属．

図 1 システム応答に対して話し手が応答するかどうかを
予測するタスク

話し相手であるユーザの視点は考慮されていない．
このような背景を受けて、我々は対話の継続性予
測タスクを通じた生成応答の自動主観評価 [15]（図
1）の研究を進めている。この研究では、Twitterな
どから得られる大規模対話ログにおいて、ユーザが
応答した発話は応答しない発話よりそのユーザに
とって良い発話であるという仮定に基づき、ユーザ
のプロフィールを考慮して会話の継続性予測を行う
モデルを用いて自動で主観評価を行うことを実現し
た．予備的な実験を通して、継続性の予測ができる
ことを確認したものの、プロフィール文のあるユー
ザしか評価に利用できず、対話システムの生成応答
の評価まで行えていなかった。
そこで本稿では、ユーザトークン [16]を用いて会
話の継続性予測を個人適応する手法を提案し，これ
をプロフィール文を用いて個人適応する手法 [15]と
の比較を行う。また，実際に対話システムの生成応
答に対して提案手法を適用し，評価ユーザによる人
手評価との相関に基づき、提案手法の自動主観評価
手法としての有効性を確認する．
実験では，Twitter上の膨大な会話データセットを
用いた実験により，本稿で提案するユーザトークン
を用いた会話の継続性予測手法が既存のプロフィー
ル文を用いた会話の継続性予測手法と同程度の精
度で会話の継続性を予測できることを確認した．ま
た，評価ユーザによる対話システムの生成応答に対



する人手の継続性評価にとの相関については、一部
のユーザに関して，人手の継続性評価と提案手法の
予測結果が相関する結果が得られた．

2 関連研究
対話システムの主観評価を自動で行う研究は先行

研究 [15]のみである．本節では，雑談対話生成にお
いて話し相手となるユーザや，対話システム自体の
キャラクター性を考慮して応答を生成する研究を説
明する (§ 2.1)．続いて，生成応答に対する自動評価
に関する関連研究 (§ 2.2)を紹介する．

2.1 対話システムの個人適応
雑談対話応答生成の研究分野では，対話システム

に個性を埋め込むことで，一貫した応答の生成やシ
ステムのキャラクター付けを可能にした研究が多く
行われている．例えば，Liらは，話者に固有の学習
可能な埋め込み表現を利用することで話者の性別や
住所などを再現することを可能にした [16]．また，
PersonaChat [17]やマルチセッションチャット [5]に
は，特定の個性を持った人物を演じる会話が含まれ
ており趣味や生活環境などの話者の疑似的な特徴を
含む会話が利用可能である．
これらの研究では，与えられた話者性に合致する

応答を生成する対話システムの開発 [17, 18, 19] だ
けでなく，会話相手の特徴を意識した会話を可能に
してエンゲージメント向上を目指した研究 [20, 21]
も存在する．これらの研究は，キャラクター性の理
解・表出により，エンゲージメントの高い回答を生
成することが可能となったが，人手評価は応答対象
のユーザではない第三者が行なっており，応答対象
ユーザの観点からの評価はなされていない．

2.2 雑談対話システムの自動評価研究
既存の生成応答の自動評価手法は，生成応答

と参照応答との一致度に基づく評価 (例えば，
BLEU [22])，あるいは参照文を用いない評価モデル
による生成応答の評価 (例えば，RUBER [23])がある
が，現在のところ既存の生成応答の自動評価手法は
不安定であり，機械翻訳における BLEUのような標
準的な生成応答の自動評価手法は存在しない．我々
は，生成応答の評価は評価者に強く依存し，対話シ
ステムのユーザと異なる評価者が行った人手評価と
の相関を取ることに自動評価の本質的な問題がある
と考えて，主観評価を自動化することを考えた．

対話システムの評価モデルの学習において，シス
テム応答や実応答に対する人手の評価を用いた研究
が存在する [11, 13]．また，SNS上のフィードバッ
クデータを学習データとして用いる評価手法が提案
されている [12]．しかし，これらの研究は主観的な
自動評価を行うことを目的としていない．

3 提案手法
3.1 会話継続性予測に基づく評価
雑談対話システムのユーザを意識した評価を可能
するためには，そのユーザに好まれる文を理解する
こと，つまり当該ユーザが好む実応答と，好まない
実応答が必要となる．そのデータはどのようにして
得られるのだろうか？我々は先行研究 [15] におい
て，この問いに対話の継続性に関する自然注釈を利
用することで答えた．すなわち，与えられた応答に
対し，ユーザが応答し，会話が継続しているかどう
かが，ユーザの応答に対する好みを反映していると
考えた．本研究でもこのアイデアを利用し，与えら
れた応答に対して当該ユーザが会話を継続するかを
予測するモデルを学習し，その予測確率を評価値と
して，与えられた応答の主観評価を行う．

3.2 ユーザを考慮した会話継続性の予測
本研究では，先行研究で提案したプロフィール
文を利用した会話の継続性予測手法に加えて，Li
ら [16] が応答生成タスクにおいて提案したユーザ
トークンを用いた会話の継続性予測手法を検討す
る．本手法では，各ユーザの発話に対してユーザ特
有の特殊トークンを発話の先頭に付加し，ユーザの
会話データから与えられた応答に対する当該ユーザ
の会話継続性の予測モデルを学習する．プロフィー
ルでなく、ユーザトークンを用いることで、プロ
フィール文が利用できない Reddit 1）2）のような会話
データを用いた対話システムの評価を行うことが
できる．また，プロフィール文が利用できる Twitter
上の会話データでも，プロフィール文が存在しない
ユーザを対象とした評価を行うことができる．

3.3 会話継続性予測タスク
本研究の応答継続性予測タスクは，問いかけ
られたユーザが返答を行うかを予測するタス

1） https://www.reddit.com/

2） Redditユーザの話者の特徴データの抽出可方法は公開され
ているが [24]，抽出データが未公開のため再現が難しい．

https://www.reddit.com/


クである．具体的には，𝑁 個の発話を含む会話
𝑈 = [𝑢0, 𝑢1, ..., 𝑢𝑁−1] が 2人の話者 𝑠𝑖 と 𝑠 𝑗 によって
交互に行われている3）と仮定し（なお，𝑢𝑁−1 は 𝑠 𝑗

による発言とする），予測モデルは会話における 𝑠𝑖

の応答確率 𝑃(𝑢𝑁 = exists | 𝑈, 𝑠𝑖) を予測する．その
ため，モデルは会話文 𝑈 と，返答の有無を予測す
るユーザ 𝑠𝑖 が入力され，返答予測確率を出力する．
ユーザを考慮するために固有のトークンを利用する
際には，対象となるユーザ 𝑠𝑖 に対して固有トークン
（[USER i]）を用意し，ユーザ 𝑠𝑖 の全ての発言の前
にそのトークンを結合しモデルに入力する．考慮さ
れないユーザは，代わりに汎用のユーザトークンが
用いられる．プロフィールでユーザを考慮する場合
は，ユーザ固有トークン [USER i]の代わりに二人の
話者を区別する目的で汎用トークン（例えば，[SPK
A]と [SPK B]）を用い，ユーザ 𝑠𝑖 のプロフィール文
（𝑝𝑖）をモデルに入力する会話文の先頭に結合する
([SPK A] 𝑝𝑖 {会話文 })．なお，モデルの最大入力長
を超える場合，古い文脈が優先的に無視される．

4 実験
本研究は，話者が識別可能な Twitter から収集し

た膨大な実会話ログを用いて応答評価モデル（会話
の継続性予測モデル）の学習，評価を行う．まず，
会話データ中の対象ユーザに関して評価モデルを
学習し，人同士の会話について対象ユーザの応答予
測が可能かどうかを確認する（以下，内的評価と呼
ぶ）．次に，雑談対話システムによる生成応答に対
してアノテータによる評価を行い，これを正解ラベ
ルとして応答評価モデルを評価した（以下，メタ評
価と呼ぶ）．

4.1 会話データ
本研究では，Twitter 公式 API を用いて収集した

Twitter上の日本語の投稿（ツイート）を用いた．会
話データとして構築するために，2人のユーザ間の
投稿とその返信からなる一連の投稿のみを利用し
た．2017年 1月から 2018年 3月の間に 30回以上会
話したユーザ（以下，ターゲットユーザ）をランダ
ムに 1 万人抽出し，1 人あたり最大 400 回の会話，
合計約 125万件の会話データを収集した．収集した
会話を，モデルの訓練データおよび検証データとし
て使用した4）．このうち，各ユーザの 5%の会話を検

3） 本研究では簡単のため二人の間での会話を扱う (§ 4.1)
4） なお，自分への返信，送信元の URLや名前に「bot」が含
まれる botによる発言，3語以下の発言などの会話文として

証用データとして確保し，残りを訓練データとして
利用した．訓練データの統計量などは付録 § A.1に
記載した．また，内的評価のためのテストデータと
して，2018年 3月から 12月の間のターゲットユー
ザの会話約 200万件を別途収集した．
雑談対話システムの生成応答を利用して行うメタ

評価には，評価者と対話システムとの会話，および
正解ラベルとして対話システムの生成応答に対す
る評価者の評価が必要である．そこで，と研究室の
メンバー 2名がそれぞれ Twitter上で行った会話を
収集した．これら会話データ，それぞれ（訓練・検
証・テスト）の順で（165・43・27）・（19・6・10）の
会話を上記のデータセットに追加した．

4.2 評価モデルとハイパーパラメタ
実験では，事前学習済みの日本語 BERT [25] 5）を
評価モデルのベースモデルとして採用し，分類モデ
ルとして微調整 (fine-tuning)した．ユーザを考慮し
て会話の継続性予測を行うことで，予測精度が上が
るか，すなわち，より信頼性のある応答評価が可能
かを確認するため，ユーザを考慮したモデルと考慮
しない（すなわち，ターゲットユーザ独自のトーク
ンやプロフィールを用いない）応答評価モデルを
学習した．また，メタ評価にあたって，Gaoらの研
究 [12] を参考に妥当性検証用のモデルを利用して
いるが，すべての学習可能なモデルで同様の利用
を行っているため，モデル間の比較に影響はない
（§ A.4）．その他の詳細は，付録 § A.2に記載する．

4.3 メタ評価のための人手評価の収集
対話システムの生成応答での性能を評価するた
めに，正解ラベルとなる人手評価データが必要であ
る．なお，生成応答までの会話文脈は § 4.1で述べ
たアノテータのテストデータから作成し，生成応答
によってアノテータに問いかける形式にした．Jiら
の研究 [26]を参考に，アノテータ（共著者 1名，学
生 1名）は，7種の対話モデル (§ A.3)による生成応
答と 1つ実応答を 0から 100のスコアで評価した．
結果，400件と 192件の会話データおよび正解ラベ
ルを得た．

不適切な文および会話は除外した．また，Twitter APIにより
2021年 12月時点で，追加の返信がないことを再確認した．

5） https://huggingface.co/cl-tohoku/bert-base-japanese-v2



4.4 評価モデル
ベースラインとしては，ユーザごとに多数ラベル

を予測する手法（以下，多数クラス）を用いる．評
価モデルとしては，ユーザを考慮しない手法 (BERT)
と，ユーザを考慮する提案手法を追加したものを利
用する．§ 3.2 で説明したように，ユーザの考慮の
方法は 2種類（ユーザトークン，プロフィール)検
討し，それぞれを排他的または同時に考慮する手法
（以下，「全て」と呼称）も比較する．

4.5 評価指標
評価モデルの内的評価における評価指標には，実

際の返答の有無を正解ラベルとする分類精度 (acc.)
を用いる．また，Twitter上の実際の会話ログでは，
一般に問いかけが応答されやすく会話が継続する傾
向なため (図 2)，この偏りを是正するために会話の
有無の両方のラベルに対する F1 を平均化したマク
ロ F1 も計測した．なおメタ評価では，§ 4.3で述べ
たように，正解ラベルが [0,100]の範囲のため，分類
問題ではなくモデル出力との相関値 (Pearson’s 𝑟)を
記載した6）．また，内的評価の結果との比較のため
に，50以上の評価値の応答を正例とみなした分類
問題としての結果も記載した．なお，メタ評価では
ユーザごとの会話継続性の割合が異なることを考慮
し，ユーザごとに結果を表記した．

4.6 実験結果
表 1は，Twitterユーザ間の会話での内的評価での

結果である．この結果から，ユーザを考慮しない
BERTによる応答継続性予測は，（ユーザ性を考慮し
た）ユーザごとの多数クラスを出力する単純な方法
と差がないことが確認された．一方で，ユーザを考
慮した手法は，いずれもより高い予測精度となるこ
とが確認できた．特に，その方法としてプロフィー
ルよりもユーザ独自のトークンを用いる方が有効で
あることが確認された．
表 2は，対話システムによる生成応答（および実

応答）に対する予測を人手の評価ラベルに基づいて
評価した結果である．アノテータ 1に関しては，正
解率・マクロ F1 ではユーザ独自のトークンにより
ユーザを考慮したモデルの予測が最も人手評価と一
致しており，人手評価との相関ではプロフィールも

6） このため，メタ評価では常に多数クラスを出力する方法は
記載しない．

表 1 Twitterの会話ログから対象ユーザーが反応したか
どうかを予測することに関する内的評価.

評価モデル acc. 𝐹1

多数クラス 0.683 0.659
BERT 0.668 0.653
+ユーザトークン 0.751 0.744
+プロフィール 0.746 0.738
+全て 0.751 0.744

表 2 雑談対話システムに対する生成応答への応答の有無
の予測におけるメタ評価.

評価モデル アノテータ 1 アノテータ 2

acc. F1 𝑟 acc. F1 𝑟

多数クラス 0.555 0.335 - 0.293 0.227 -
BERT 0.680 0.680 0.516 0.654 0.638 0.429
+ユーザトークン 0.719 0.718 0.520 0.634 0.621 0.409
+プロフィール 0.711 0.710 0.517 0.647 0.632 0.405
+全て 0.711 0.711 0.524 0.639 0.626 0.409

考慮すること (+all)で最も人手評価と一致すること
が確認できた．一方で，アノテータ 2ではユーザを
考慮しない方法がすべて人手評価に近いことが確認
できた．内的評価とは異なり，メタ評価では会話相
手が対話システムであるため，アノテータ 1では対
話システムが会話相手でも問題なく受け入れられた
が，アノテータ 2では対話システムに対する返答の
傾向が変化した可能性などが考えられる．

5 おわりに
本論文では，対話システムの評価において、シス
テムの話し相手であるユーザの視点を取り入れた自
動主観評価手法を提案した．提案手法では，与えら
れた応答に対してユーザが返答を行う確率を予測
し，これをユーザによる応答評価に転用する．ユー
ザの視点を取り入れるために，ユーザトークンを用
いてユーザをモデル化した．Twitterから収集した人
同士の膨大な会話ログを用いた評価では，ユーザを
考慮することで会話の継続性予測の性能が改善す
ること，すなわち，より信頼性の高い評価が行える
ことを確認した．さらに，本手法を複数の雑談対話
システムによる生成応答の評価に適用した場合，提
案手法が一部のユーザでは有効であることを確認
した．
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表 3 訓練会話におけるターン・文字数に関する統計．
種別 最小 平均 最大
1会話当たりの発言数 2 3.43 117
1発言当たりの文字数 4 31.05 191
1会話当たりの文字数 8 106.49 3451

図 2 訓練データのターンごとの応答返答率の分布．ター
ンは，問いかけを含んでそれまでに何回発言が行われた
かを意味し，正例割合はその中でどの程度問いかけに
返答されたか（つまり，訓練データでの正例の割合）を
示す．

A 付録 (Appendix)

A.1 訓練データの情報
表 3に訓練データのターン・文字数に関する統計

を，図 2に訓練データにおけるターンごとの事例数
と，正例の割合を示す．

A.2 モデルの学習パラメータ
すべてのモデルのハイパーパラメタは，学習率

3𝑒 − 5，バッチサイズ 64，エポック数 5 で学習し，
optimizerとして AdamW [27]，損失関数には交差エ
ントロピー損失を使用した．なおモデルの実装には
全て Hugging Face Transformers7）を用いた．実験に用
いた全てのライブラリのライセンスは，学術目的で
の使用を許可している．

A.3 雑談対話システム
メタ評価のためのデータセットには，対話システ

ムによる生成応答が必要であるため，§ 4.1で述べた
訓練データを用いて事前学習済み GPT-28）[28]の転
移学習を行った．対話システムは，再学習時に事前
学習パラメタを継承するかランダム初期化するか，
またユーザトークンを利用するかしないか（§ 3.3と

7） https://github.com/huggingface/transformers

8） https://huggingface.co/rinna/japanese-gpt2-medium

同様の方法)を組み合わせて、4種のモデルを学習し
た．さらに，事前学習済み Transformer9）[29, 30] の
公開済みの 3種のモデルも使用した．上記の合計 7
種の応答生成モデルの生成応答をメタ評価に利用
した．

A.4 妥当性評価モデル
実験における評価モデルは，Twitter上の人同士の
データで学習される．一方で，メタ評価では対話シ
ステムの応答の評価がメインであり，対話システム
の性能が低い場合，生成された応答が理解できない
非文になっている可能性が考えられる．理解可能な
人同士の文章のみで学習されたモデルの，非文を含
むデータに対する脆弱性を考慮し，補強する必要が
ある．

Gaoらの研究 [12]では，実会話となる問いかけと
応答のペアを正例，ランダムな問いかけと応答のペ
アなどを不例として学習した（従来の評価モデルと
同様の）妥当性評価モデルにより，応答として不適
格な文にペナルティを与えることで，生成応答に
対するエンゲージメント評価の性能向上を行った．
そこで，本研究でも同様に，BERT の Next Sentece
Predictionタスクにより学習したモデルを妥当性評
価モデルとして採用し，生成応答にペナルティを与
えた．なお，このペナルティはすべての生成応答に
同一の条件で与えられ，その後の評価モデルにも依
存しないため，本研究における実験での学習可能な
モデルの比較には影響がない．
応答妥当性評価モデルの学習のためのデータセッ
トは，§ 4.1の学習データと同じ会話データから作成
した．正例は，会話データのうち正例（会話の後に
応答があるもの）約 1Mの対話データを用いた．負
例には，会話中のすべての応答について，会話文脈
をランダムにサンプリングして組み合わせることで
作成した約 2Mの会話データを利用した．学習時に
は，正例と負例が同数となるように学習した．

9） https://github.com/nttcslab/

japanese-dialog-transformers

https://github.com/huggingface/transformers
https://huggingface.co/rinna/japanese-gpt2-medium
https://github.com/nttcslab/japanese-dialog-transformers
https://github.com/nttcslab/japanese-dialog-transformers
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